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Resumen
La procrastinacion y autorregulacién académica son patrones de comportamiento que se
dan entre los jovenes, principalmente los estudiantes. Por un lado, la procrastinacion, es
el aplazamiento de.larealizacion de actividades y la autorregulacion académica, es la
forma de aprendizaje que el estudiante ejerce para aumentar su rendimiento académico.
El objetivo de esta investigacion es identificar los patrones de conducta, relacionados con
procrastinacién y autorregulacion académica de estudiantes de licenciatura de la
Universidad Juarez Autbnoma de_Tabasco (UJAT), empleando técnicas de mineria de
datos; las cuales son: arboles de décision, agrupamiento y reglas de asociacion. el
enfoque de investigacion es de~tipo cCuantitativo. La metodologia utilizada fue una
metodologia de tres fases, la primera,fase fugranalizar la informacion que contiene el
dataset, la segunda fase fue la seleCCién_de las herramientas para aplicar mineria de
datos y la tercera fase, la utilizacion de la metodologia KDD (Descubrimiento de
Conocimiento en Base de Datos), la cual ensuno de sus’pasos esta la aplicaciéon de la
mineria de datos. Mediante la realizacion y aplicacion de las técnicas de mineria de datos
en las herramientas de Lenguaje R, Microsoft Azure Machine.Learning y Weka, se
identificaron patrones, similitudes y asociaciones entre los datos ! las variables que
conforma el dataset; de igual manera, con la técnica de arbol de decisién se detectaron
una serie de variables que no intervienen en la clasificacion de la clase del‘estudiante,
con la técnica de agrupamiento se observaron instancias que aunque la.clase sea

autorregulador o procrastinador se agruparon en el mismo cluster y con la técnica de



reglas desasociacion, se encontraron 13,215 reglas asociadas con las 29 variables y 746
instancias queé lo conforman, ademas, se realizaron tres pruebas por cada técnica de

mineria de datos‘ysealizadas en las tres herramientas mencionadas anteriormente.



Introduccion
El presente trabajo consistié en la identificacion de patrones de conducta, asociados con
procrastinacion.y .autorregulacion académica en estudiantes de licenciatura de la
Universidad Juarez’Autonoma de Tabasco (UJAT), aplicando técnicas de mineria de
datos, cuyo proceso sesdescribe en cinco capitulos, tres apéndices y seis anexos.

En el capitulo uno, se tratan las generalidades de la investigacion, los cuales son los
antecedentes, planteamiento ‘delproblema, donde se incluye la definicién del problema,
delimitacién de la investigacion, objetivo general y especificos; de igual forma en este
capitulo, se incluye la justificaciéon y por.dltimo la metodologia utilizada, donde se explic
la metodologia utilizada para el” desarrollo de la investigaciéon y el enfoque de
investigacion utilizada.

En el capitulo dos se encuentra el"marco¢edrico de la investigacion, el cual se
conforma por la descripcioén del marco referencial que contiene informacién de articulos
cientificos y tesis de licenciatura, de maestria y doctorado, acerca de investigaciones
sobre procrastinacién, autorregulacion académica y min€ria de datos. El marco
conceptual que presenta conceptos e investigaciones .relacionadas sobre
procrastinacion, técnicas de mineria de datos, proceso KDD, entre(otros conceptos.

De igual forma, en el capitulo dos, se encuentra el marco tecnolégico, donde se
describen los programas o herramientas para realizar mineria de datos; de-las cuales
estan seccionadas por: herramientas framework, lenguajes de programacion,

herramientas de Microsoft y servicio en la nube y, por altimo, el marco legal.



El capitulo tres contiene el desarrollo de la metodologia implementada para realizar
la investigacigh, donde la primera fase consistio en analizar la informacion que conforma
el dataset utilizadogla segunda fase, que consistio en la seleccion de la herramienta para
aplicar mineria de.datos, donde se seleccionaron las herramientas de Lenguaje R,
Microsoft Azure Machiné Learning y Weka, y la ultima fase que consistié en emplear la
metodologia del proceso KDD"para realizar la limpieza de los datos, ejecucién de las
técnicas de mineria de datos-eprlas herramientas y la interpretacién de la informacion
descubierta.

El capitulo cuatro describe las prugbas realizadas al dataset con las técnicas de
mineria de datos, utilizando diferentes valores para los pardmetros de los mismos y los
resultados de la implementacion deas. técnicas de arbol de decision, agrupamiento y
reglas de asociacion en las herramiéntas, de denguaje R, Microsoft Azure Machine
Learning y Weka.

Finalmente, en el capitulo cinco se presentan las cenclusiones, recomendaciones y
trabajos futuros, que se pueden realizar mas adelante derivados de esta investigacion y
sobre las variables de procrastinacion y autorregulacion academica.

De igual manera, los tres anexos que conforman este trabajo‘de investigacion se
identifican con las letras “A”, “B” y “C”. En el anexo A se presenta las.descripciones de
las variables y datos que conforman el dataset utilizado en la investigacians€l apéndice
B y C son las reglas de asociacion obtenidas en las pruebas uno y dos respectivamente,

con la herramienta de Microsoft Azure Machine Learning.



Por ultimo, en los apéndices se identifican con las letras “A” a la “E”. El apéndice A,
trata acerca de la Ley Federal de Proteccion de Datos Personales en Posesion de los
Particulares: capitulo uno, disposiciones generales; el apéndice B, es el cuestionario que
fue aplicado a los‘estudiantes de la UJAT, donde se obtuvo el dataset en cuestion; y
finalmente los apéndices.de la C a la E, contiene el codigo fuente utilizado para la
implementacion de los algoritmos de las técnicas de arbol de decisidn, agrupamiento y

reglas de asociacion en la heframienta de Lenguaje R.
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Capitulo 1. Generalidades
1.1 Antecedentes
1.1.1 Procrastinacion

La procrastinacion -también conocida como dilacion- es entendida como un patron de
comportamiento que se\caracteriza por aplazar voluntariamente la realizaciébn de
actividades que deben ser‘entregadas en un momento establecido (Ferrari & Diaz-
Morales, 2007; Ferrari & Tice,(2000; Steel, 2007). Segun Quant y Sanchez (2012) la
identificacion de conductas relacienadas con la procrastinacion se asocia a
comportamientos que se presentan de-forma cronica, como una baja autoestima, déficit
en autoconfianza, déficit de auto€ontrol, depresion, comportamientos de desorganizacion
y en algunos casos perfeccionismo,impulsividad.disfuncional y ansiedad (Ferrari & Diaz-
Morales, 2007; Senecal, Koestner & Vallerand, 1995; 'Solomon & Rothblum, 1984; Spada,
Hiou & Nikcevic, 2006).

Es claro que un estudiante universitario, enfrentastina serie de retos desde el
momento que inicia sus estudios superiores hasta que los cengcluye, los cuales no son
Unicamente de indole académica, sino familiar, social, econémica, entre otras; asi como
un sinnimero de retos personales que engloban un conjunto de aspectos emocionales
gue en la mayoria de los casos no son resueltos y que por ende inciden sobre todo en el
rendimiento académico, base de la formacion del futuro profesional (Chan;2011).

Segun Ramos-Galarza, Jadan-Guerrero, Paredes-Nufiez, Bolafios-Pasquely Gomez-

Garcia (2017) el ideal de estudiante universitario es aquel que cumple de manera
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satisfactoria’'con todas las demandas del medio educativo superior, sin embargo, ésta no
es una realidad absoluta, ya que existe un elevado porcentaje de estudiantes que no son
capaces de tener ‘€xito académico, porque presentan, entre otros fendmenos, un
comportamiento proerastinador (Wilson & Bguyen, 2012).

Steel (2007) sefiala quelel primer analisis historico sobre la procrastinacién fue escrito
por Milgram en 1992, quien“argument6 que las personas usualmente adquieren varios
compromisos que deben cumplir en periodos de tiempo cortos, situacion que conlleva a
que se presente la procrastinacion. Ferrari, Johnson & McCown (1995) sefialan que la
procrastinaciéon se ha presentado con frecuencia a lo largo de la historia, considerandose
como un aspecto usual en el comportamienteshumano que se asocia a connotaciones
negativas (Quant y Sanchez, 2012)!

Takas (como se cité en Angarita, 2012) clasifica a las personas que procrastinan en
siete tipos: (1) perfeccionista, quien concibe las responsabilidades o tareas como
aplazables debido a que no abarcan sus estandares”personales, (2) sofiador, se
caracteriza por ser divagador y poco realista, (3) preocupado,aduel sujeto que se percibe
afectado en los momentos que siente que las cosas estan fuerar de su control, (4)
generador de crisis, el disfruta de interacciones asociadas con ‘el aplazamiento, (5)
desafiante, utiliza la agresion como excusa de posible control por parte de terceros, (6)
ocupado, realiza varias actividades al mismo tiempo, sin embargo, no culmina/ninguna; y
(7) relajado, el tipo de persona que evita situaciones y actividades que le generanyalgun

tipo de estrés y compromiso.
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La procrastinacion es un comportamiento comun que se presenta en gran medida en
la vida universitaria del estudiante, puede afectar a la persona en sus relaciones sociales
debido a los pensamientos de desamparo e ineficacia, pues no le permiten la consecucion
y el desarrollo de lasactividad académica. Posibles factores a este comportamiento son
el sentimiento de baja responsabilidad o poca concentracién, ansiedad y miedo a no tener
éxito por las percepcioneswnegativas y factores de la personalidad que influyen en la
dilacién académica (Balkis & Daru,2009).

1.1.2 Autorregulacion académica

La construccion del aprendizaje a‘unasactividad intencional y consciente orientada a
conseguir una construccion significativa para-el sujeto que aprende, por tanto, es una
conducta estratégica y en consecuencia de un aprendizaje estratégico; el cual debe ser
reflexivo y con el fin de autonomia de'lafpersona’y)la autodireccion (Pozo y Monereo,
2000, como se citd en Garcia, 2012).

La autorregulacion académica se entiende como la acciéon reguladora que una
persona ejerce en los distintos momentos de su proceso deaprendizaje. Para que esta
accion reguladora sea posible es necesario primero el conocimientoide eso que hacemos
y conocemos, conocimiento al que accedemos por medio de la metacognicién (Monereo,
2001, como se cito en Garcia, 2012).

Un alumno dificilmente sera autorregulado académicamente SIi _no posee
conocimiento sobre si mismo, sus emociones y sus estrategias de aprendizaje. Este

“autoconocimiento” es el que le capacita para cuestionar, planificar y evaluar sus aceciones
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de aprendizaje y su proceso de aprendizaje en si mismo; en definitiva, le capacita para
“gobernarse a-sf mismo” (Monereo, 2001, como se cité en Garcia, 2012).

Resumiendo#a autorregulacion se constituye como un proceso activo en el que los
estudiantes establecen.sus objetivos principales de aprendizaje y a lo largo de éste, tratan
de conocer, controlar y regular sus cogniciones, motivaciones y comportamientos de cara
a alcanzar objetivos (Valle et'al., 2008).

1.1.3 Mineria de datos

Con el transcurso de los afios,dastactividades y el desarrollo de nuevas tecnologias
han generado de forma considerable el almacenamiento de informacion, donde todo ese
flujo de informacion recolectado”ha permitide-satisfacer las necesidades diarias de las
organizaciones, pero ha presentadolun’problema.inherente en las capacidades humanas
para analizar y transformar la informacion”en congcimiento Util y relevante que apoye a
la toma de decisiones (Ballesteros, SGnchez-Guzman.y Garcia, 2013).

Este tipo de problemas comiUnmente se han presentado en los grandes sistemas
conocidos como bases de datos, en los cuales almacenan) una gran cantidad de
informacion; estos datos con frecuencia contienen valioso contenidosy pueden ser vistos
como una recopilacion masiva de informacion para uso de‘la mayoria de las
organizaciones, aun con el uso de herramientas estadisticas clasicas para la
manipulacion, el analisis y la extraccion de informacion, esta tarea es casiimposible, por
esta razon ha motivado al empleo de técnicas y herramientas de mineria' dé)datos

(Ballesteros et al., 2013).
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Segun Ballesteros et al. (2013) Mineria de Datos (Por sus siglas en ingles DM — Data
Mining), posibilita la extraccion de conocimiento en forma de reglas y patrones a partir de
dichos datos, es#decir, es un proceso de andlisis de datos que consiste en buscar o
encontrar tendencias o, variaciones de comportamiento en los datos denominados
patrones.

Ribas (2018) describe lasmineria de datos como un conjunto de técnicas y tecnologias
que permiten explorar grandes bases de datos, de manera automética o semiautomatica,
que expliguen el comportamient@” de estos datos, para contribuir en la mejorar y
crecimiento de las empresas donde son mas utilizadas. De igual forma, la mineria de
datos se ha utilizado también €n’ el sector-educativo, en varias disciplinas como las
ciencias de la computacion, matematicas, eddcacion, entre otras, para realizar estudios
y andlisis mas detallados y precisos sobre’el comportamiento que tienen los alumnos en
los diversos sistemas de aprendizaje-ensenanza (Sanehez, 2009).

Ballesteros et al. (2013) hacen mencién que la minérfa de datos forma parte del
proceso Descubrimiento de Conocimiento (KDD por sus siglas en inglés) considerado
como el proceso de acceso a los datos, es decir, la exploracion, preparacién, métodos
de implementacién (con base en los algoritmos de DM), modelado y-la supervisiéon de las

actividades o métodos de la DM.
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1.2 Planteamiento del problema
1.2.1%Definicién del problema

La procrastinacién o dilacion de las actividades es un problema que ha existido desde
hace mucho tiempo,«pero hoy en dia ha crecido de manera significativamente y un sector
que afecta es a los estudiantes universitarios, ya que con el uso del Internet los
estudiantes pueden dejar a“un lado sus actividades escolares y eso puede causar un
retraso en sus estudios o esta la desercion de estos. Se han realizado estudios sobre la
procrastinacién, de cuales son losmaetivos, factores o relaciones que conlleva a que los
estudiantes aplacen o “dejen para mafana” sus actividades.

De igual forma, la procrastinacion esta relacionada con la autorregulacion académica,
la cual es el proceso o capacidad que’tienen{un.estudiante para autorregularse en sus
estudios y lograr el éxito académico, eSta autorregulacion, se logra por medio de
objetivos, motivacion, realizacién de actividades, entreotras.

El nivel universitario ha visto incrementada su poblacion estudiantii como nunca,
reflejo de los cambios demogréficos, sociales, econdémicos y~culturales. Ha surgido, asi
como nuevo reto la respuesta a la diversidad de alumnado que inevitablemente
transforma la universidad, y asi mismo, también contribuye a cambiar el reflejo de ésta
en la sociedad. A su vez, la expansion del uso de las tecnologias de la comunicacion y la
informacion marca necesariamente un “antes” y un “después” en el cuestionamiento
sobre las formas de ensefianza e, inevitablemente, las formas de aprendizaje (Garcia,

2012).
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Algunas‘razones que pueden originar la procrastinacion segun Solomon & Rothblum
(1984) son: ansiedad ante la evaluacién, dificultad para la toma de decisiones, falta de
control, miedo a«las consecuencias del éxito, percepcion de cierto nivel de aversion o
rechazo a la tarea .y, patrones excesivamente perfeccionistas, sobre la propia
competencia.

Segun Garcia (2012)# algunas caracteristicas de un alumno autorregulado
académicamente son: conscientes.de la relacion entre el proceso de autorregulacion y el
éxito académico, capaces de ajustar su conducta a las tareas o actividades de
aprendizaje que se les proponen por'medio de la retroalimentacion, llevan a cabo su
aprendizaje a través de una seri€ de estrategias de aprendizaje de todo tipo (cognitivas,
metacognitivas, motivacionales y de apoyo) allas.que conceden gran importancia, entre
otras.

Por lo mencionado anteriormente los inyestigadores_han estado realizando estudios
sobre la procrastinacion y autorregulacion académica) para identificar factores,
comportamiento o conductas que llevan a que los alumnos precCrastinen y a su vez como
autorregulen sus estudios. Actualmente en México son pocos(los-estudios realizados
sobre procrastinacion y autorregulacion académica.

Por lo tanto, es esta investigacion se abordd el estudio de proetastinacion y
autorregulacion académica en estudiantes universitarios, con el fin de utilizar.el proceso
de Descubrimiento de Conocimiento en Base de Datos (KDD, por sus siglas‘en’inglés)

gque contempla el uso de técnicas de mineria de datos, para analizar el nivel de relaeion
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entre la procrastinacion y autorregulacion académica, asi como la interaccion que
mantienen conm~Internet durante el desarrollo de sus actividades, con la finalidad de
identificar patrones de conducta que conllevan a la procrastinacion y autorregulacion.
Las técnicas de mineria de datos utilizadas son las reglas de asociacion, arboles de
decision y agrupamiento,las cuales fueron implementadas en tres herramientas para
mineria de datos. Los datos/de trabajo utilizados son los resultados del estudio realizado
por Garciay Silva (2019) a 746 jovenes universitarios que estudiaron asignaturas en linea
en las 12 Divisiones Académicas que integran la Universidad Juarez Autébnoma de
Tabasco (UJAT).
1.2.2 Delimitaciéon de{a/investigaeion
1.2.2.1 Alcances
e El dataset utilizado fue el proporcionado por Gargia y Silva (2019) que contiene 746
registros de estudiantes que hubiesen cursado alJnenos una asignatura en linea en
el ciclo escolar febrero-agosto 2019.
e Identificacion de patrones de conducta de procrastinacion y autorregulacion
académica en estudiantes universitarios que llevan materias@ distancia.
e Implementacion de técnicas de mineria de datos en la identificacionde patrones de
conducta de procrastinacion y autorregulacion académica en estudiantes.
e Utilizacion de la metodologia del proceso KDD en la aplicacion de la mineria de datos.

e Utilizacion de herramientas para mineria de datos.
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1.2.2.2/imitaciones

e La poblacién.de estudio fueron los estudiantes de la UJAT, que hubiesen cursado al
menos una asignatura en linea en el ciclo escolar febrero-agosto 2019.

e EIl abordaje tedrico-es desde la perspectiva de las variables de procrastinacion y
autorregulacion acadéemica.

e Las técnicas de mineria de, datos que se emplearon son: arboles de decision,
agrupamiento y reglas de asociacion.

e Se emplearon las licencias de nivel académico de las herramientas para mineria de

datos.

No se realiz6 ninguna accion paraslograr€lbalanceo de las clases en el dataset.
1.3 Objetivos
1.3.1 Objetivo general
Identificar patrones de conducta, relacionados con {as-variables de procrastinacion y
autorregulacion académica de estudiantes de licenciatura.de la Universidad Juéarez
Auténoma de Tabasco (UJAT), empleando técnicas de minefia.de datos.
1.3.2 Objetivos especificos
e Aplicar la técnica de arbol de decisibn para una representacion analitica de los
patrones de procrastinacion y autorregulacion académica.
e Emplear la técnica de agrupamiento para identificar las similitudes entre-les.patrones

de conducta de procrastinacion y autorregulacion académica del estudiantet
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e Aplicarlas reglas de asociacion para identificar las relaciones entre procrastinacion y
autorregulacion académica.

e Analizar los patrones de conducta obtenidos de procrastinacién y autorregulacion
académica para la tema de decisiones futuras.

1.4 Justificacion

La procrastinacion ha sido estudiada desde hace algunos afios por diversos autores,
los cuales definen la procrastinaciéon como el aplazamiento de actividades, pero a su vez
dan diferentes significados los cuales, segun Schouwenburg (2004) son retrasar,
prolongar, aplazar o posponer la realizacion de una tarea. La procrastinacion se da a
menudo en el ambito académico,/en_ el cuallos estudiantes universitarios entre 18 a 22
afos, son los mas propensos a procrastinar, pere de igual forma encuentran la forma de
autorregularse académicamente con sussactividades!

En donde la autorregulacion académica/comprende la capacidad o disponibilidad del
alumno, para establecerse objetivos y metas, para iniciary concluir adecuadamente cada
una de sus actividades y procrastinar menos.

De acuerdo con Ferrari, O'Callahan, & Newbegin (2004),en América latina
aproximadamente el 61% de las personas presentan procrastinacion y el 20% presenta
procrastinacion cronica; esta Ultima implica un patron regular de comportamientos de
aplazamiento frente a las tareas y actividades que son su responsabilidad (Quant y

Sanchez, 2012).

10
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Alvarez«(2010) afirma que al menos el 25% de estudiantes presentan procrastinacion
académica y‘esta se relaciona con resultados académicos desfavorables, es decir, bajo
rendimiento académico, aplazamiento de materias y abandono de cursos.

Actualmente el #1so, de internet en los estudiantes universitarios cobra mayor
relevancia, en la utilizacion para realizar sus tareas y actividades en el ambito académico
y sus tiempos libres, seguns£am-Figueroa et al. (2011) el uso de las nuevas tecnologias
han impacto en los estilos de vida.y desarrollo de las relaciones de socializacion, en los
altimos afos. Al mismo tiempo, el intetnet se ha posicionado como una herramienta util,
global e inevitable, que hace que las persaenas la utilicen.

Griffith (1998, como se cité“en Navarro-Mancilla y Rueda-Jaimes, 2007), identifico
siete areas especificas de dependencia al Intérnet: (a) tolerancia, (b) gastar mas tiempo
del planeado en Internet, (c) gastar la mayor parte delitiempo en actividades que permitan
estar en linea, (d) gastar mas tiempo enh Jnternet’que en actividades sociales o
recreativas, (e) persistencia en el uso a pesar de dificultades laborales, académicas,
econOmicas o familiares, (f) intentos fallidos para detener o disminuir el uso de Internet y
(g) abstinencia.

En el caso de las investigaciones realizadas sobre procrastinacién en.,idioma espafiol
el escenario esta dominado especialmente por los investigadores peruanos (Alegre,
2013; Dominguez-Lara, 2017a; Dominguez-Lara, 2017b; Dominguez-Lara y Campos-
Uscanga, 2017; Dominguez, Villegas y Centeno, 2014; Matalinares et al., 2017;,Qlazabal

y Zegarra, 2017; Paz, Aranda, Navarro, Delgado y Sayas, 2014; Rodriguez, 201#, y

11
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Yarlequé et al., 2016); siendo esta presencia también evidente en las tesis de las
universidades-peruanas como seria el caso de la Pontificia Universidad Catolica del Peru
(Vallejos, 2015),4a WUniversidad Peruana Union (Rafael y Ramirez, 2016), la Universidad
César Vallejo (Morales, 2018), la Universidad Sefior de Sipan (Vazquez, 2016), la
Universidad Privada Antenor Orrego (Valdiviezo, 2017), y la Universidad San Pedro
(Cerqueira, Castro, Tello y Beltran, 2016), entre otras.

En el caso de México se reportan siete investigaciones realizadas por: Barraza y
Barraza (2018); Chavez y Morales (2017); Garcia, Olvera, Jiménez y Ramirez (2014);
Garcia et al. (2012); Miranda y Flores (2016); Morales y Chavez (2017) y Vazquez (2016)

De las siete investigaciones,fealizadas.en-México, las primeras seis utilizan la Escala
de Procrastinacion Académica de Busko (1998) gue fue traducida por Alvarez (2010) y
adaptada por Dominguez et al., (2014) para utilizarla en investigaciones sobre
procrastinacién en la poblacién peruana (Barraza y Barraza, 2018).

Actualmente en México son pocas las investigaciones realizadas sobre
procrastinacién y autorregulacion académica, esto se identifieé, por medio del proceso de
revision de literatura, ademas de identificar que algunos estudies no validaban el
instrumento de investigacion. Asi mismo, para el estudio en cuestién que se realizo, se
revisaron investigaciones sobre uso de internet en estudiantes, ya que el instrumento de
investigacion fue aplicado a estudiantes que estudian asignaturas a distancia, en la UJAT.

El campo de estudio de esta investigacion utilizando mineria de datos todavia esta

comenzando ya que actualmente solo existe un estudio realizado por Gonzalez,-Calet,

12
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Rubio y Dumitrache (2018), en el cual analizan el impacto de la procrastinacién en el
rendimiento @cadémico de estudiantes universitarios usando técnicas de mineria de
datos, en este estudio emplean otras técnicas de mineria de datos a las que se emplearan
en esta investigacion:

Con el analisis de datosiutilizado por medio de técnicas de mineria de datos se puede
profundizar mas en la identificar patrones de conducta y relaciones entre procrastinaciéon
y autorregulacion académica que.tal vez no se hayan podido identificar por medio de
métodos estadisticos. Aunado a estoy. la identificacion de patrones de conducta de los
estudiantes servira para la toma de decisiones futuras en cuanto a proponer estrategias
para contrarrestar la procrastinacion y ayudar a la autorregulacion académica de los
estudiantes; y contribuir con informacion a esta area de estudio.

1.5 Metodologia utilizada

La metodologia utilizada para esta investigacion censistio en tres etapas, las cuales
se describen a continuacion:

La primera etapa fue la realizacion del andlisis de la informacion del dataset, que se
obtuvo a partir de la investigacion realizada por Garcia y Silva (2019)ycon un total de 746
campos, con el propoésito de identificar y visualizar datos en blaneo” o nulos, asi como
descartar items a no utilizar.

La segunda etapa de la metodologia consisti6 en la busqueda, evaluacién y seleccién
de herramientas para mineria de datos. En la busqueda se obtuvieron un total\de 16

herramientas.
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La tercera.y ultima etapa fue la realizacion de la mineria de datos, utilizando la
metodologiakbD, la cual consiste en nueve pasos, considerando etapas de aprendizaje
antes y después.«dea mineria de datos.

A continuacién, se.desglosan los aspectos relativos a la metodologia utilizada, el
enfoque y las fuentes de\investigacion, los instrumentos y técnicas de recoleccion de
datos, asi como el tipo de programacion utilizada.

1.5.1 Enfoque de inveéstigacion

El enfoque de investigacion quesse utilizé en la presente tesis fue el cuantitativo
basado en el disefio no experimental=transversal. Lo anterior en virtud que de acuerdo
con Espinoza (2014) y Kerlinger{2002, come-se citd en Ramirez y Zwerg-Villegas, 2012)
la investigacion cuantitativa busca la‘objetividad, bajo la perspectiva que la realidad es
unay se puede observar sin afectarla, adémas hace)énfasis que los métodos creados y
utilizados controlan o eliminan los factores que debilitan la habilidad de descubrir la
realidad.

1.5.2 Fuentes de investigacion

Las fuentes de informacion que se emplearon en el desarrollo de esta investigacion
fueron fuentes primarias y secundarias. Entre las fuentes primarias,empleadas se
encuentran los articulos cientificos, libros, ponencias, tesis de maestria~y doctorado,
todos ellos de alcance internacional y nacional.

De igual forma las fuentes secundarias utilizadas fueron: analisis e interpretacion de

informacion presentada en articulos, resumenes, sitios 0 paginas electrénieas,
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relacionadas con procrastinacion, autorregulacion académica y técnicas de mineria de
datos, las cuales son de investigaciones y libros de alcance internacional y nacional.
1.5.3 Técnicas de recoleccion de datos

La técnica de recetleccion de datos consistio en la utilizacion de un dataset para el
andlisis y aplicacién de las técnicas de mineria de datos en las respectivas herramientas
a seleccionar utilizadas para’mineria de datos.

Este dataset se obtuvo de los.sesultados derivados de la investigacién de Garcia y
Silva (2019) titulada “Procrastinaciénracadémica entre estudiantes de cursos en linea.
Validacién de un cuestionario”, en la-cual se disefid, aplico y validdé un cuestionario
constituido por 22 items, el cual®es mismo.namero de variables en el dataset.

1.5.4 Modelo de desarrollo
Analisis de lainformacion deél dataset

Durante la primera etapa del modelo, se"verifico y-analizé la informacion del dataset
con 746 registros, con el objetivo de conocer como estan‘conformados y distribuidos los
campos Yy registros, es decir, la visualizacién del nimero de campos o columnas y verificar
los nombres de éstas. De igual forma identificar que dentro de lo§ campos no haya datos
nulos o vacios y rectificar que todos los registros estén completos, esto para descartar la
pérdida de datos.

Seleccion de las herramientas para aplicar mineria de datos
La metodologia de calidad de software FURPS, se empled para analizar las

caracteristicas y calidad del software de cada herramienta previamente buscada jpara
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mineria de.datos, con el objetivo de hacer una ponderacién de acuerdo con los factores
y criterios establecidos por la metodologia FURPS y visualizar cuél(es) es(son) la(s)
herramienta(s) més‘adaptable(s) para ser utilizada(s).

Esta metodologia .establece cinco factores de calidad que deben cumplir las
herramientas o softwareslos cuales son: Funcionalidad, Usabilidad, Confiabilidad,
Rendimiento y Capacidad” de Soporte; y proporciona criterios a evaluar como
caracteristicas del programa, tiempo de respuesta, eficiencia, ente otros.

Metodologia del procese:KDD

En la Gltima etapa, se utilizé la metodelogia iterativa e interactiva KDD, para aplicar
las técnicas de arbol de decision; agrupamiento y reglas de asociacion al dataset, siendo
empleadas en la(s) herramienta(s) selecciona(s).a utilizar; con el propdsito de identificar
y descubrir conocimiento y patrones ‘de”conducta)en relacién con procrastinacion y
autorregulacion académica.

A partir de los pasos que contempla la metodologia sesealiz6 el aprendizaje y dominio
de la herramienta a utilizar, se procedi6 a la creacion, visualizacion y limpieza de los
datos, ademas de describir el motivo de la eleccién de las téCnicas y algoritmos de
mineria de datos a utilizadas, posteriormente la realizacién de mineria'de datos al dataset
y por ultimo se realizo la interpretacion y presentacion de los datos con ayuda de graficos

y tablas.
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1.545 Tipo de programacion
El tipo de-programacion utilizada principalmente fueron programas o herramientas
que se utilizan para mineria de datos, dentro de estas herramientas se encuentran
herramientas framework, lenguajes de programacion y servicios en la nube. De igual
forma se utilizé Microsoft\Excel, ya que los datos se encontraban almacenados en este

programa.
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Capitulo 2. Marco tedrico
Las temas 0~ _conceptos principales que fundamentan la investigacién son:
procrastinacion, «“autorregulacion académica y mineria de datos. ElI término
procrastinacioén lo definen como una insuficiencia en los procesos de autorregulacién, que
provoca la demora voluntaria de actividades planificadas, aunque se anticipe una
situacién peor como consecuencia de la demora (Steel & Ferrari, 2012).

Segun Alvarado, Vega, Cepeda y Del Bosque (2014) la autorregulacion académica
implica la modulacion del pensamiento, motivacion, atencion y conducta mediante la
utilizacion de mecanismos especificos-y estrategias de apoyo; en cambio la mineria de
datos, segun Witten, Frank & Hall (2011) es.elproceso de descubrir patrones en los datos,
este proceso es automatico o semiautomatico, .ademas la mineria de datos trata de
resolver problemas mediante el analisis de datos ya presentes en las bases de datos.
2.1 Marco referencial

Con la revision literaria realizada, se encontraron investigaciones internacionales y
nacional relacionadas con la procrastinacion, la autorregulacién académica y la mineria
de datos, de igual forma al ser la poblacién de estudio estudiantes con asignaturas a
distancia de esta investigacion, se hace referencia al uso de internet en los estudiantes.

Las investigaciones se encuentran organizadas de acuerdo a las~variables de
estudios, es decir, las primeras siete investigaciones corresponden a estudios sobre
procrastinacion (de los subtitulos 2.1.1 al 2.1.7), las siguientes cinco investigaciones

corresponden a estudios sobre autorregulacion académica (los subtitulos 2.1.8 al 2+1:12),

18



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

las cuatro_investigaciones posteriores corresponden a estudios sobre mineria de datos
(del 2.1.13 al-271.16) y las Ultimas tres investigaciones corresponden a estudios sobre el
uso de internet<€ntre los estudiantes (subtitulos 2.1.17 al 2.1.19); las cuales estan
ordenadas a partir de"investigaciones internacionales a investigaciones nacionales, para
tener una mejor apreciacion de las investigacion que se han realizado a los largo de los
afos con respecto a estas variables de estudio.

2.1.1 Analisis del impacto de la procrastinacion en el rendimiento
académico de estudiantes universitarios usando técnicas de mineria
de datos

Gonzalez et al. (2018) realizaron_esta.investigacion con una muestra de estudio de
145 estudiantes, entre 18 y 46 afos, 29% hombres y 71% mujeres, los cuales cursaban
titulaciones de grado en educacion priparia, educacion infantil y pedagogia, en las
Universidades de Granada o Burgos. El instrumento utilizado fue la escala de Evaluacién
de la Procrastinacién para estudiantes con 44 items; ademas evaluaron el rendimiento
académico y caracteristicas sociodemograficas sobre la edad; género, curso y estudios
gue cursan, partiendo los datos en: entrenamiento 80% y test 20%.

Los algoritmos aplicados a la muestra fueron la regresion lineal, gaussian process,
random forest y multilayer perceptron; obteniendo como resultado, que la variable curso
y tres items del cuestionario fueron las variables que demostraron ser mas informativas
para la prediccion clasificatoria de la clase, y a su vez la variable procrastinacion podria

ser una variable relevante para el rendimiento académico y ademas los autores sugieren
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que la aplicacién de mineria de datos, en el &mbito de investigaciones educativas puede
ser novedosa~y_de utilidad para mejorar el entendimiento sobre los procesos de
ensefianza-aprendizaje y su efecto en el rendimiento académico.
2.1.2 El papel.de la procrastinacion académica como factor de la desercion
universitaria
Garzon y Gil (2017a) realizaron una revision tedrica de las tendencias de estudios de
procrastinacién académica y comprension de la desercidon universitaria, analizando las
variables de autorregulacion académica, rendimiento académico, manejo del tiempo,
razones para procrastinar e instrumentos para medir la procrastinacion.
Los autores resumen algunos resultadas.sebre las dificultades de autorregulacion con
la procrastinacion (ver tabla 1); estos resultados se obtuvieron segun las investigaciones
y poblaciones de estudio; los autores' sugieren que la prevalencia de procrastinacion

académica entre los estudiantes es elevada:

Tabla 1

Dificultades de autorregulacion con la procrastinacion.
Fallo autorregulatorio de los procrastinadores Autor(es)
Quienes presentan mayor confianza en sus habilidades académicas (niveles Wolters (2003)
elevados de autoeficacia) tienden a procrastinar menos. Klassen &

La autoeficacia esta relacionada con el uso de herramientas de planificacion Kuzucu (2009)
e inicio de las tareas de manera oportuna.

Las tareas percibidas como dificiles, poco atractivas, ambiguas y ques Ferrari, Mason
requieren mas esfuerzo, presentan mayor probabilidad de ser objeto de .&Hammer
procrastinacion. (2006)

La procrastinacion parece relacionarse con la impulsividad (la tendencia a Wilson &
ser presa de los deseos inmediatos); el procrastinado tiende a elegir los Nguyen (2012)
beneficios a corto plazo sobre las ganancias a largo plazo.
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Fallo autorregulatorio de los procrastinadores Autor(es)

Los procrastinadores frecuentes subestiman los esfuerzos destinados a las Lay &
tareas actuales-sobre el éxito final en la obtencién de una meta. Tienden a Schouwenburg,
reportar menos\uso de estrategias de manejo del tiempo que los no (1993)
procrastinadores.

Nota: Garzén y Gil (2017a).

2.1.3 Gestion del tiempo y procrastinacién en la educacion superior

Esta investigacion larrealizaron Garzén y Gil (2017b) con una muestra de 494
estudiantes, 367 hombres y 127 mujeres, con edades entre 16 y 46 afios, el 55.6%
dedicados a estudiar y el 44.4%€studian y trabajan, perteneciendo al primer afo, de la
Universidad El Bosque y Uniempresarial.de la ciudad de Bogota, utilizando el instrumento
de Escala de Evaluacion de Procrastinacion-Estudiante (PASS) y cuatro variables de
Time Management Behavior Questionnaire (TMBQ).

Los resultados obtenidos no muestran corrélacion entre la edad y procrastinacion,
pero con el género, los autores identificarefmuna mayor procrastinacién en hombres que
en mujeres, ademas identificaron que los estudiantes gque combinan desempefio laboral
con estudios corren el riesgo de procrastinar académicamente; los autores concluyen que
los aspectos relevantes para prevenir la procrastinacién deben.de estar relacionadas con
las habilidades de autorregulacion y la percepcion del estudiante acerca del control de su
tiempo.

2.1.4 Procrastinacion, adiccion al internet y rendimiento (académico de
estudiantes universitarios ecuatorianos

Ramos-Galarza et al. (2017) realizaron esta investigacion con una muestra de, 250

estudiantes universitarios, la muestra estuvo compuesta por 135 hombres y 115 mujeres,
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con edadessentre 17 y 31 afios; los estudiantes eran de carreras de Psicologia, Ingenieria
Industrial, Disefio Grafico, Arquitectura y Administracion de Empresas, de dos
universidades desQuito, Ecuador.

Los autores identificaron una correlacion directa proporcionalmente entre
procrastinacion y adiccién a internet, lo cual sugiere que los estudiantes con mayores
niveles de procrastinacion,#pueden estar conectados por largas horas a sitios web y
pueden utilizar ese tiempo en revisar sus bandejas de entrada de sus aplicaciones para
estar en comunicacién; ademas los autores concluyen en la invitacién a los docentes de
educacion superior, a considerar las dos variables estudiadas como factores que pueden
influir en el rendimiento académiCo de los estudiantes.

2.1.5 Procrastinacion académica( como predictor en el rendimiento
académico en joévenes‘de‘educacion superior

Chan (2011) efectu6 esta investigacién)con uma._muestra de 200 estudiantes
universitarios del &rea de letras en Lima, entre edades dé 19 a 23 afios; el instrumento
aplicado fue una encuesta de -caracteristicas de los jévenes y la Escala de
Procrastinacion Académica Busko (1998) y la escala adaptada/de.Alvarez (2010). Los
primeros hallazgos de la investigacion fueron que los hombres tienen a procrastinar
mayormente que las mujeres, pero el autor considera que las mujeres estarian en camino
a la procrastinacion.

El autor identific6 que el comportamiento de procrastinacion se présenta en

estudiantes con notas altas como en estudiantes con bajo rendimiento académico,
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concluyendo que los estudiantes participantes del estudio procrastinan en actividades
como: dejar lastareas para el Gltimo minuto, no estudiar antes para las evaluaciones, no
cumplir con entregar sus trabajos, postergar trabajos o lecturas que no les agradan,
incumplir con entregar.los trabajos en fechas especificas, desmotivaciones y falta de
hébitos de estudio.
2.1.6 Evidencias de validez y confiabilidad de la escala de procrastinacion
académica en unaspoblacion estudiantil

Barraza y Barraza (2018) efectuaron esta investigacion con una muestra de 361
alumnos, 46.6% mujeres y 53.4% hombres de educacién media superior del Centro de
Bachillerato Tecnolégico e Inddstrial y Servicios de la ciudad de Durango, México;
aplicando el instrumento de la Escala/de Procrastinacion Académica de Busko (1998),
que consta de 16 items, por la validaciénsealizada en otra investigacion la escala consta
de 12 items.

Los autores identificaron que la escala presentabasproblemas con dos items, al
momento de realizar un andlisis factorial exploratorio y confirmatorio, decidieron eliminar
esos items y proponer una nueva version de la escala con 10 items.)Los autores sugieren
que los resultados no son concluyentes, en el entendido que la principal limitacion del
estudio fue la aplicacion a una muestra de estudiantes de una sola institueion y un solo
nivel educativo, por lo que recomiendan mayores estudios, ademas proponen realizar

comparaciones entre las versiones de 10, 12 y 16 items de la escala.
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2.147 Procrastinacion académica entre estudiantes de cursos en linea.
Validacion de un cuestionario

Garcia y Silva®(2019) realizaron esta investigacion con una muestra de 746
estudiantes de una‘unijversidad publica de Tabasco, México, los cuales cursaron
asignaturas en linea como alternativa para avance curricular, durante el periodo febrero-
agosto 2019, la muestra la eonformaron 275 hombre y 471 mujeres, con edades entre 17
y 46 afios; aplicando la Escala.de Procrastinacion Académica (EPA), la cual esta
constituida por 16 items y la agregacion de seis items relacionados con la interaccion con
internet mientras desarrollan sus actividades académicas.

A los resultados que obtuviefon se les_ realiz6 un analisis descriptivo y determinaron
la normalidad de los datos y postefior’'a divefsos andlisis estadisticos, la escala quedé
constituida por siete items de la escala original, seis de autorregulacion y uno de
procrastinacién. Las autoras concluyen ¢que los shallazgos obtenidos, estan en
consonancia con los que se encuentran en evidencias en otros estudios en el contexto
universitario en términos generales, aun cuando hay una diferencia entre dos factores, la
estructura final del cuestionario se ajusta a dos factores: el de procrastinacion e internet
y el de autorregulacion académica.

Las autoras identifican que el internet representa un medio extraordinario para la
formacion en linea, sin embargo, también puede convertirse en un“elemento de
procrastinacion y expresan la necesidad de realizar mas estudios con‘muestras

diferentes, distintos perfiles, enfoques y considerar otras variables.
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2.148 da autorregulacion académica como varianza explicativa de los
procesos de aprendizaje universitarios

Garcia (2012)'realizé una revision tedrica sobre la autorregulacion académica para
identificar los proceSos de autorregulacion y el entendimiento del desarrollo de
aprendizaje a lo largo de'laivida.

El autor consideré la vision de los procesos de autorregulacion deriva de distintos
modelos explicativos y resulta importante la consideracion de la autorregulacion
académica como un conjunto multidimensional de procesos cognitivos-metacognitivos,
emocionales-motivacionales, conductuales y ambientales, es decir, para aprender se
necesita saber como, ademas de/sentir la.necesidad de aprender, tener el deseo y los
motivos.

2.1.9 Teorias de autorregulacién educativa: una comparaciéon y reflexiéon
tedrica

Panadero y Alonso-Tapia (2014) realizaron una revisién sobre las aportaciones de las
principales teorias de autorregulacién a partir de cinco proceses,para entender como los
alumnos adquieren competencias de autorregulacion; los cinco procesos para examinar
las siete teorias autorregulatorias son: 1) origen de la motivacion, 2)-toma de conciencia,
3) procesos, 4) influencia del entorno social y fisico y 5) capacidad de autofregulacion.

En la tabla 2, se observan los resultados que los autores obtuvieron sohre/las teorias
de autorregulacion, conforme a las fortalezas y criticas de las teorias; ademas los(autores

concluyen que es importante tener una vision comprensiva de las diferentes teorias, para
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facilitar la comprension de los procesos que los alumnos activan en el aula y entender las

estrategias quelos estudiantes emplean, ademas que el profesor tiene que considerar

las necesidades«de*los estudiantes que trabajan y desde una visién holistica de lo que

supone la autorregulaciéon promover que los estudiantes adquieran y activen las

estrategias necesarias para las tareas requeridas (ver tabla 2).

Tabla 2
Comparacion de teorias de autorregulacion.
Teoria Fortalezas Criticas
Operante Retraso de las‘graficaciones  Origen del auto-refuerzo

Fenomenolbdgica Papel de las auteidentidades

Procesamiento Monitorizaciobn a traves de

de la ciclos de retroalimentacion
informacién
Sociocognitiva  Metas cognitivas
expectativas
Modelado social
Volicional Persistencia y atencion
Vygotskiana Auto-verbalizacion y

desarrollo del didlogo social

Constructivista  Teorias personales
estrategias

el

y

Definicion, evaluacion y validacion de las
autoidentidades

Ciclos de retroalimentacion negativa vs
positivos

Auto-eficacia: redundante o de alcance
limitado

Delimitacibn de la volicion vy la
meotivacion.

Auto-verbalizaciones VS. Co-
constructivismo social como métodos de
ensefanza.de la autorregulacion.

Papel desla disonancia cognitiva vs.
Contexto sjituado

Nota: Panadero y Alonso-Tapia (2014).

2.1.10 Autorregulacion 'y rendimiento académice.en la transicion

secundaria-universidad

Elvira-Valdés y Pujol (2012) efectuaron esta investigacion con una muestra de 172

estudiantes, 95 mujeres y 77 hombres, con edades entre los 16 y 30 afos; les cuales

cursaban el primer trimestre del curso de iniciacion Universitaria de la Universidad Simoén
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Bolivar en_Litoral; el instrumento aplicado fue la Escala de Aprendizaje Autorregulado
PCR (Planeaeién, Control y Reflexion) y una encuesta sobre datos sociodemogréficos.

Los resultados que obtuvieron los autores indicaron que los estudiantes presentan un
moderado uso de estrategias de autorregulaciéon académica en general, ademas los
resultados sobre uso de €strategias de planificacion y control fue moderada y la estrategia
que utilizan mayormente es la reflexion. Los autores concluyen que los resultados
obtenidos son iniciales y no €omo indicadores concluyentes, y que podria resultar
interesante llevar a cabo investigaciones sobre el uso de estrategias autorregulatorias en
estudiantes de bachillerato y estudiantes universitarios a lo largo de sus carreras
universitarias contemplando otrasyariables.

2.1.11 Evaluacién de autorregulaCion académica en estudiantes de
psicologia en modalidad«€n linea

Meza, de la Rosa, Rivera y Gonzalez)(2018)-utilizaron una muestra de 204
estudiantes, 145 mujeres y 59 hombres, entre 18 y 49 afos, de 21 estados de la
Republica Mexicana, de primer semestre de la Licenciatura en\Psicologia del Sistema de
Universidad Abierta y Educacion a distancia (SUAYED) del ciclosescolar 2016-2. El
instrumento utilizado fue el Inventario de Estilos de Aprendizaje,y Orientacion
Motivacional (EDAOM), la aplicacion del instrumento fue a distancia a_través de una
encuesta en linea.

Los resultados encontrados con el estudio muestran que los participantes Cuentan

con niveles moderados de autorregulacion, ademas identificaron que los estudiantes-del
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sistema enJinea pertenecen a un tipo de estudiante distinto al de sistemas presenciales,
porque el rango”de edad es mas amplio, que el promedio de edad de los estudiantes de
nuevo ingreso deflicenciatura presencial.

Los autores concluyeron que la autorregulacion en el ambito académico es una
variable individual que(permite indagar acerca de cémo los estudiantes planifican,
monitorean y evallan su propio aprendizaje en contextos especificos y es importante
continuar indagando cémo es la autorregulacion de los estudiantes en linea, porque son
distintas las demandas autorregulaterias de un estudiante en linea a un estudiante
presencial.

2.1.12 Comparacién de/ estrategias de estudio y autorregulacion en
universitarios

Alvarado et al. (2014) realizaron esta investigacgion con una muestra de 41 estudiantes
de la Licenciatura de Psicologia de la Faclltad de Estudios Superiores Iztacala de la
Universidad Nacional Autbnoma de México. La muestra s€ conformoé por 23 estudiantes
no regulares, que al menos habian reprobado una materia dedasasignaturas de Métodos
Cuantitativos o Psicologia Experimental Humana Il o IV y 18 estudiantes regulares con
promedio superior a 8; el instrumento utilizado fue el de Inventario de, Estrategias de
Estudio y Autorregulacion (IEEA).

Los autores identificaron que las dos muestras de estudiantes requierén apoyo para
desarrollar estrategias de estudio, también los autores hacen mencion, que los

estudiantes regulares contaban con mejores capacidades para planificar, evaluar,
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controlar y_supervisar su proceso de estudio; los autores concluyen que es necesario que
las universidades disefien e implanten programas para acrecentar la motivacion de los
estudiantes y lasautorregulacion durante el proceso de aprendizaje e incrementar la
calidad, ademas de realizar estudios de las caracteristicas de los alumnos para construir
soluciones congruentesen necesidades concretas del estudiante.
2.1.13The KDD Process for extracting useful knowledge from volumes of
data
Fayyad, Piatetsky-Shapiro & Smyth (1996) realizaron esta investigacién sobre el
proceso del KDD para la extraccion de-conocimiento Util a partir de voliumenes de datos;
en el cual mencionan el descubrimiento de-eonocimiento en el proceso de extraer el
conocimiento Gtil. En la figura 1, se describe el proceso de KDD, ademas hacen mencion
que el proceso KDD es un proceso’ de tipo interactivo e iterativo, el cual implica
numerosos pasos (ver figura 1).

Figura 1
Pasos que constituyen el proceso KDD.

\ Pre- Trans- Data Interpretation/
Selection processmg formatlon Mining Evaluation N
— |::> > I :}a [ — )
Target Preprocessed Transformed Patterns Knowledge
Data Data Data
Data ¢ . >

Nota: Fayyad, Piatetsky-Shapiro & Smyth (1996).
Los autores mencionan que KDD ha evolucionado y sigue evolucionando, con la
interseccion de investigaciones en campos como base de datos, aprendizaje autematico,

reconocimiento de patrones, estadistica, inteligencia artificial y razonamiento_.de
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incertidumbre,adquisicion de conocimiento de sistemas expertos, visualizacion de datos
y descubrimiento automético, descubrimiento cientifico, recuperacion de informacion y
computacion de réndimiento; ademas los sistemas de software KDD incorporar teorias,
algoritmos y métodas, y. un método para realizar analisis en almacenes de datos es el
procesamiento analitico@nilinea (OLAP, por sus siglas en inglés).
2.1.14 Analisis comparativo usando mineria de datos en la prediccion del
rendimiento académico de adolescentes basados en emociones

Gamarra y Farfan (2019) utilizaron.datos recopilados de una institucion de la ciudad
de Arequipa, por medio de una encuestay en la que consideran variables como: edad,
género, depresion, estado de animo (feliz,.triste), grado que cursan, grado académico.
La herramienta que utilizaron fue Weka, las técnicas de mineria de datos empleadas en
la investigacion fueron arbol de decision_eon los algoritmos J48 y redes bayesianas.

Los resultados obtenidos con el algoritmo J48, centrado en las emociones,
consideraron un estado de animo feliz como momentédneo, ademas el 85% de los
estudiantes sufren emociones negativas, relacionadas ¢eon el bullying y estar
enamorados, generando en ellos una depresion; las redes bayesianas con relacion al
grado de estudio, los estudiantes presentan mayor interaccién en sus emociones y
mientras trascurren los afios de estudio disminuye la sensacion de depresion, haciendo
gue mejoren su calidad y estabilidad emocional y su promedio se incrementa.

Los autores concluyen que el arbol de decision ayuda a predecir que los estudiantes

con emociones negativas tienden a tener un rendimiento académico menor al reste~de
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los estudiantes y los resultados del estudio permiten a las autoridades de los centros
educativos, tomar medidas para contrarrestarlas o anteponerse a problemas académicos
y sociales.
2.1.15 Analisis..de la desercion de estudiantes universitarios usando
técnicas@e'mineria de datos
Miranda y Guzman (20%7) realizaron esta investigacion considerando la desercion y
un periodo para retomar sus estudios superiores, equivalente a tres afios, como
referencia del tiempo que el Sistema.de Informacion de la Educacion Superior (SIES) del
Ministerio de Educacién de Chile utiliza estdndares para su investigacion, el cual fue
aplicado a estudiantes de Universidad Catélieavdel Norte de Chile (UCN) en Antofagasta
y Coquimbo, Chile; en el periodo 2000 al 201X3, con una muestra de 9,195 estudiantes.
Las herramientas que utilizaron fue SQL Server, SPSS Statistics y Weka, las técnicas de
mineria de datos empleadas en la investigacion fueron redes neuronales y arbol de
decision con SPSS Statistics y redes bayesianas con Weka; la metodologia de analisis
empleada fue el proceso KDD.
Los resultados obtenidos respecto al abandono de estudios de 33:9% (red bayesiana)
y 21.7% (arbol de decision), mientras el no abandono de estudios fue 66.1% (red
bayesiana) y 78.3% (arbol de decision); la clasificacion de casos de abandono y no
abandono con las redes neuronales fue correcta con 83% de alta exactitud de casos

positivos con un 73% de precision y 88% para ratio de casos negativos; las @utores
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concluyen_gue los resultados académicos como la situacion econémica influye en la
decision de permanencia de los estudiantes en sus estudios.
2.1.16 Analisis de desercién-permanencia de estudiantes universitarios
utilizando técnicas de clasificacién en mineria de datos

Eckert y Suénaga (2015) efectuaron esta investigacion con una muestra de 855
estudiantes de Ingenieria en’Informatica, modalidad presencial a cinco afios de duracion
y tesis de grado, el periodo seleccionado fue del afio 2000 al 2009. La herramienta que
utilizaron fue Weka, las técnicas desmineria de datos empleadas en la investigacién
fueron, los arboles de decision implementado su algoritmo clasificador C4.5 (J48), el
algoritmo Clasificador Naive Bay€s' Aumentando a Arbol (TAN) y por tltimo el Clasificador
de Reglas OneR y como metodologia\de analisis.empleada fue el proceso KDD.

Los autores identificaron que durante.€l primer/arno de la carrera es donde adquieren
mayor importancia las acciones de contencién,japoyo tutorias y todas las actividades que
mejoren la situacion académica del alumno, ademas detectaron relaciones entre factores
como desercion y permanencia; los autores concluyen que’las herramientas de mineria
de datos brindan resultados que deben ser interpretados y traducidos a diagnésticos y
consecuencias del ambito real, y las etapas de preparacién y acondicionamiento de los

datos en el proceso KDD, son fundamentales porque los resultados dependen de ellas.
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2.147Adiccién alas nuevas tecnologias y a las redes sociales en jovenes:
tn nuevo reto

Echeburta y«de*Corral (2010) realizaron una revision tedrica sobre el problema del
uso inadecuado de tecnologias con respecto a los jévenes. Los autores mencionan un
estudio realizado por la@®undacion Pfizer en el afno 2009, donde “el 98% de los jévenes
espafoles de 11 a 20 afios*Son usuarios de Internet, del cual siete de cada 10 afirman
acceder un tiempo de al menos 1.5 horas, pero solo el 3% o0 6%” hace uso abusivo de
internet”.

Los autores mencionan que las TIC simplifican considerablemente los quehaceres
cotidianos. EIl atractivo de Intérnet para-les jovenes es la respuesta rapida, las
recompensas inmediatas, la interactividad y las multiples ventanas con diferentes
actividades. El uso es positivo, siempre ‘quée no se dejen de lado el resto de las actividades
propias de una vida normal (estudiar, hacer deporteysir.al cine, salir con los amigos o
relacionarse con la familia). Otra cosa es cuando el abuso de la tecnologia provoca
aislamiento, induce ansiedad, afecta a la autoestima y le~hace perder al sujeto su
capacidad de control.

2.1.18 Gestion del tiempo y uso de las TIC en estudiantes universitarios

Garrote, Jiménez y Serna (2018) realizaron esta investigacion con una muestra de
108 estudiantes de grado de Maestro en Educacion Infantil y Primaria; utilizando el
cuestionario de Uso Problematico de Nuevas Tecnologias (UPNT), el cual se compone

por 41 items, los dos primeros se refieren a la frecuencia y problema de uso de nuevas
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tecnologias‘y_los otros comprenden las subescalas de Internet, Videojuegos, Teléfono
movil y Televisién.

Los autores identificaron una frecuencia en el uso diarios de Internet y el teléfono movil
es 99.1%, el 50.9%presenta algun problema por dedicacion excesiva de tiempo; en
relacion con caracteristicas de uso de internet, el 90.7% consideran que dedican mas
tiempo del que es necesarioylos autores concluyen que es conveniente ampliar el estudio
sobre el uso las nuevas tecnologias y analizar como educar a la poblacién en un uso
responsable y correcta gestion de lassherramientas que existen.

2.1.19 Adiccion a internet: desarrollo y validacion de un instrumento en
escolares adolescentes de.lsima, Peru

Lam-Figueroa et al. (2011) efectuaron esta investigacion con una muestra de 248
estudiantes de primero a quinto afio de secundaria; para evaluar variables de edad, sexo,
afno de estudio, jornada de estudios, modelo de acceso.a internet, tiempo promedio por
semana, antecedentes de repetir un afio escolar, problemas de disciplina, falta
injustificada, plan de futuro, motivos de uso de internet; ademas realizaron la Escala de
Adiccion a Internet de Lima (EAIL).

Los autores identificaron que los estudiantes que refieren un futuro incierto, asi como
antecedentes de faltas injustificadas a la escuela y problemas de disciplina, presentaron
mayores indices de problema de adiccidon a internet, y concluyen que elcampo de la
adiccion a internet, aun resta mucho que investigar y consideran que el aport€\de su

investigacion es significativo en cuanto a desarrollar nuevos estudios de caracterocal y
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nacional, utilizando el instrumento EAIL, para comprobar su validez y contemplando el
conocimiento-en torno a la adiccion a internet.
2.2 Marco coneeptual

2.2.1 Procrastinacion

Existen varias concepeiones creadas sobre procrastinacion por diferentes autores, a

continuacion, se exponen algunas:

e Segun Diaz-Morales (2019)-es la tendencia a aplazar el inicio y/o finalizacion de
tareas planificadas para Ser realizadas en un tiempo determinado; esto
acompafnado de malestar subjetivoy no sélo es baja responsabilidad y gestion del
tiempo, sino supone un problema de-autorregulacion.

e Segun Quanty Sanchez (2012).es un patrén de comportamiento caracterizado por
aplazar voluntariamente la realizacion de actividades que deben ser entregadas
en un momento establecido.

e De acuerdo con Rodriguez y Clariana (2017) es una demora innecesaria e injusti-
ficada de las tareas relacionadas con los estudios.

e Para Chan (2011) implica un grado de afectacion en la toma.de decisiones y en la
resolucion de conflictos, en el momento de decidir si culminar los deberes
académicos o satisfacer los requerimientos que su ambiente.

2.2.2 Autorregulacién académica

Algunas concepciones sobre autorregulacion académica son:
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e Segun Elvira-Valdés y Pujol (2014) son las formas de aprendizaje independientes
y efectivas y busca explicar como la persona aumenta sus resultados académicos
usando métodos de forma sistematica.

e Segun Pintrich (2000) es un proceso activo y constructivo mediante el cual los
aprendices fijan (metas para su aprendizaje e intentan monitorear, regular y
controlar su cognicién, motivacion y conducta, guiados y restringidos por sus
metas y las caracteristicas.econtextuales de su ambiente.

e De acuerdo con Moreno, Figuéroa y Arrieta (2015) es el proceso por el cual los
alumnos toman conciencia del propio conocimiento acerca de la realizacién de una
tarea, a vez permite controlar lo-~gue se hace, se dice o se piensa y al
autorregularse los estudiantes se,sientén motivados hacia la tarea de aprendizaje.

2.2.3 Proceso KDD
KDD se centra en el proceso general de descubrimiento de conocimiento a partir de
datos, incluyendo como se almacenan los datos y se actede, como algoritmos pueden
ser escalados a grandes conjuntos de datos y todavia funcionan de manera eficiente,
como los resultados pueden ser interpretados y visualizados, y cémorla interaccion global
humano-maquina puede ser modelada y soportada (Fayyad et al., 1996):

Martinez (2012) la describe como una metodologia genérica para encontrar

informacion en un gran conjunto de datos y con ello generar conocimiento.y se define

Ccomo un proceso no trivial de extraccion de informacion a partir de los datos, la‘cual se
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encuentra_presente de forma implicita, previamente desconocida y potencialmente til
para el usuarie*0.el negocio.

Segun Fayyad et al. (1996) el KDD hace un énfasis especial en la busqueda de
patrones comprensibles que pueden ser interpretadas como conocimiento util o
interesante. La mayoria“de los algoritmos de mineria de datos se pueden ver como
composiciones de algunas técnicas basicas y principios, las técnicas mas comunes en la
practica de mineria de datos son:

e Clasificacion: clasifica un elemento de datos en una de varias clases predefinidas

categoéricas.

e Regresion: los mapas de un_elemento’de datos a una variable de prediccion de
valor real.

e Agrupacion: asigna un elementosde datos(en/una de varias clases categoricas o
conglomerados, en el que las clases deben determinar a partir de la clasificacion
de datos.

e Sumarizacion: proporciona una descripcibn compacta, para un subconjunto de
datos.

e Modelado de dependencia: describe las dependencias significativas entre las
variables.

e Anadlisis de enlaces: determina las relaciones entre los campos de\las.bases de

datos.
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e Analisis de secuencia: modelar los estados de proceso de generacion de la
secuencia.o para extraer y reportar desviacion y tendencias en el tiempo.
2.2.4 Mineria de datos

La mineria de dates es un paso en el proceso de KDD que consiste en una
enumeracion de patroneS\(o modelos) sobre los datos, sujeto a algunas limitaciones de
calculo de eficiencia aceptables (Fayyad et al., 1996).

Segun Medina y Gomez (2014) la mineria de datos emerge de las areas de base de
datos (data base), repositorio de dates, (Data Warehouse), la estadistica, el aprendizaje
automatico, la visualizacién de datos, la btisqueda y recuperacion de la informacién y de
la computacion de alta ejecuciony para elaboerar procesos esenciales donde se aplican
una serie de métodos inteligentes para poderiextraer y descubrir patrones de los datos,
mediante el uso de algoritmos como regresion linealj regresion logistica, de asociacion,
l6gica difusa, arboles de decision y redes neuronales<€ntre otros, que permiten obtener
un conocimiento histérico y prospectivo para una toma“de decisiones en el area de
estudio o de conocimiento (Gorbea-Portal, 2013).

2.2.5 Técnicas de mineria de datos

2.2.5.1 Arbol de decision

Un arbol de decisién es un modelo jerarquico para el aprendizaje supervisado donde
la region local se identifica en una secuencia de divisiones recursivas a través de nodos

de decisién con funcién de prueba (ver figura 2). Un arbol de decision tambiénjes un
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modelo nosparamétrico en el sentido de que no se asume ninguna forma paramétrica
para la densidad de clase (Kantardzic, 2011).

Figura 2
Arbol de decision simple con las pruebas en los atributos X e Y.

Classl Class Class2 Classl

Nota: Kantardzic (2011).

2.2.5.2 Agrupamiento

Segun Kantardzic (2011) el analisis .de conglomerados es el estudio formal de
métodos y algoritmos para la agrupacion natural o agrupamiento de objetos de acuerdo
con caracteristicas o similitudes intrinsecas medidas o'pereibidas. Las muestras para la
agrupacion se representan como un vector de medidas, os.mas formalmente, como un
punto en un espacio multidimensional.

Las muestras dentro de un grupo valido son mas similares entre si.que a una muestra
que pertenece a un grupo diferente. La metodologia de agrupamiento es particularmente
apropiada para la exploracion de interrelaciones entre muestras para“hacer una

evaluacion preliminar de la estructura de la muestra (Kantardzic, 2011).
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2.2.5.3/Reglas de asociacion

Segun Witten et al. (2011) las reglas de asociacion son como las reglas de
clasificacion, puedeencontrar reglas de la misma manera, ejecutando un procedimiento
de induccion de reglas.de divide y venceras para cada expresion posible que pueda
ocurrir en el lado derecho\de la regla. Sin embargo, no solo puede ocurrir un atributo en
el lado derecho con cualquier valor posible, sino que una sola regla de asociacion a
menudo predice el valor de mas de un atributo.

2.2.6 Métodos de aprendizaje en las técnicas de mineria de datos

2.2.6.1 Aprendizaje supervisado

El aprendizaje supervisado o’aprendizaje-eon un maestro, se utiliza para estimar una
dependencia desconocida a partir(de muestras. de entrada y salida conocidas, este
aprendizaje supone la existencia de una“funcion”de aptitud del maestro o algun otro
método externo para estimar el modelo propuesto (Kantardzic, 2011).

Segun Simeone (2018) el objetivo de este aprendizajé es aprender un mapeo entre
los espacios de entrada y salida; en la figura 3, las entradas,soOn puntos en el plano, las
salidas con las etiquetas asignadas a cada entrada (circulo o €ruces) y el objetivo es

aprender un clasificador binario (ver figura 3).

40



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

Figura 3
Ejemplo desaprendizaje supervisado.

Nota: Simeone (2018).

2.2.6.2 Aprendizaje no supervisado

El aprendizaje no supervisado o aprendizaje sin un maestro, consta solo con valores
de entrada a un sistema de aprendizaje y-ho7existe una nocion de la salida durante el
proceso de aprendizaje; el objetiva_del aprendizaje no supervisado es descubrir una
estructura “natural” en los datos de entrada (Kantardzic, 2011).

En la figura 4, se muestra un ejemplo del@prendizaje no supervisado, en el cual segun
Simeone (2018) las entradas son puntos en el plano, pero los datos no proporcionan
ninguna indicacion sobre la salida deseada y el objetivo es agrupar los puntos de entrada

gue estan cerca uno del otro (ver figura 4).
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Figura 4
Ejemplo desaprendizaje no supervisado.
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Nota: Simeone (2018).
2.2.7 Uso de internet
El atractivo de Internet para losjovenes es que se caracteriza por la respuesta rapida,
las recompensas inmediatas, la interactividad”y las multiples ventanas con diferentes
actividades. El uso es positivo, siempre gque no se.dejen de lado el resto de las actividades
propias de una vida normal (estudiar, haeer~deporte, ir al cine, salir con los amigos o
relacionarse con la familia); el abuso de la tecnologiasprovoca aislamiento, induce
ansiedad, afecta a la autoestima y le hace perder al sujeto-su capacidad de control
(Echeburta y de Corral, 2010).
2.2.8 Modelo FURPS
Este modelo fue desarrollado por Hewlett-Packard en 1987, comprénde un conjunto
de atributos de calidad de software, que forman el acrénimo FURPS:"Funcionalidad
(Functionality), Usabilidad (Usability), Confiabilidad (Reliability), DeSempefio

(Performance) y Soportabilidad (Supportability).
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Los atributes de calidad FURPS representan el objetivo de todo disefio de software;
la cual se utilizara para analizar y ponderar las herramientas de mineria de datos para
realizar la seleceion _de ellas y utilizar las que més destaquen este andlisis para ser
utilizada. Cada atributo.del modelo se define de la siguiente manera (Pressman, 2010):

e Funcionalidad. Se’ evalia de acuerdo con el conjunto de caracteristicas y
capacidades del programa, la generalidad de las funciones que se entregan y la
seguridad general del sistema.

e Usabilidad. Se evalla tomandé,en cuenta factores humanos, la estética general,
consistencia y documentacion.

e Confiabilidad. Se evaluaconla medicién de la frecuencia y gravedad de las fallas,
la exactitud de los resultadosy el tiempo* medio para que ocurra una falla, la
capacidad de recuperacién ante esta y lo predecible del programa.

e Desempefio. Se mide con base en la velocidad,de procesamiento, tiempo de
respuesta, consumo de recursos, rendimiento y efiCiencia.

e Soportabilidad. Combina la capacidad del progftama para ser ampliable
(extensibilidad), adaptable y servicial, ademas que pueda probarse, ser compatible
y configurable (capacidad de organizar y controlar los elementos de la
configuracion del software) y que cuente con la facilidad para inStalarse en el

sistema y se detecten los problemas.
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2.3 Marcoe'tecnologico

Existen una‘variedad de herramientas para la aplicacion de mineria de datos, es por
ello que se hacesmencion a cada una de ellas y mas adelante se realiz6 un estudio y
seleccion de las herramientas con las cuales se trabajo en la investigacion, para la
aplicacion de las técnicas'de mineria de datos, esta seleccidn se realizo con la utilizacion
del modelo FURPS.

2.3.1 Herramientas framework para mineria de datos

2.3.1.1 RapidMiner

Es un programa informético para el analisis y mineria de datos. Permite el desarrollo
de procesos de andlisis de datos mediante-el encadenamiento de operadores; esto
significa que a traves de una Interfaz Gréafica de Usuario (GUI) o de linea de comandos o
a través de procesos batch (o de lotes) o/desde ‘otros programas a través de la Interfaz
de programacioén de aplicaciones (API por sus)siglas en inglés) de Java, permite realizar
andlisis estadistico, mineria de datos y analisis predictivo{(Vargas et al., 2016).

Es un software de tipo Open-Source con licencia AGPL, basado en java, que trabaja
bajo las plataformas Windows y Linux, posee alrededor de 500 operadores que pueden
ser combinados, utiliza el lenguaje de scripting XML para describir-l0os aperadores y su
configuracion y posee una gran cantidad de extensiones (plugins) (Rapidminer, 2016,

como se cito en Vargas, et al., 2016).
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2.3.1.2.0range

Segun Vargas et al. (2016) se trata de una suite para mineria de datos y aprendizaje
automatico, desafrrollado en la Facultad de Informatica de la Universidad de Ljubljana
(Eslovenia). Esta herfamienta cuenta con un fécil, potente, rapido y versétil front end de
programacion visual para‘el andlisis exploratorio de datos y visualizacion, y librerias para
Python y secuencias de eomandos. Contiene un completo juego de componentes
desarrollados en C++. Para preprocesamiento de datos, caracteristicas de puntuacién y
filtrado, modelado, evaluacion del modelo y técnicas de exploracion (Garcia, 2013).

A estos componentes se puede aceeder de dos formas (Garcia, 2013): por medio de
scripts desde Python y por medio de widgets (componentes GUI), desde CANVAS.
Ademas, se trata de una aplicacién multiplataforma y se distribuye bajo licencia GPL y
proporciona componentes para: entrada/Salida de datos, preprocesamiento de datos,
modelado predictivo y métodos de descripcién)de los datos.

2.3.1.3 Weka

Es de libre distribucion (licencia GPL) y destaca por la eantidad de algoritmos que
presenta, asi como por la eficiencia de los mismos, por los generaderes de reglas, esta
desarrollada por miembros de la Universidad de Waikato. Proporciona herramientas para
la realizacion de tareas propias de mineria de datos, la visualizacion~y permite la
programacion en JAVA de algoritmos mas sofisticados para analisis de datos y modelado
predicativo, unidos a una interfaz grafica de usuario para acceder facilmentéya sus

funcionalidades y su sistema operativo es multiplataforma (Rodriguez y Diaz, 2009).
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2.3/2_d.enguaje de programacion para mineria de datos

2.3.2.1 Llenguaje R

Es un lenguajé y entorno de programacion, creado en 1993 por Ross lhaka y Robert
Gentlema del Departamento de Estadistica de la Universidad de Auckland, cuya
caracteristica principal (es que forma un entorno de analisis estadistico para la
manipulacion de datos, célculos y la creacion de gréaficos; con la particularidad de que es
un software GNU, es decir, de usodibre (Contreras, Molina y Arteaga, 2010).

Las caracteristicas principales _son: almacenamiento y manipulacion de datos,
operadores para célculo sobre variables indexadas (arrays) en particular matrices,
herramientas y posibilidades graficas para.analisis de datos (Contreras et al., 2010).

2.3.2.2 Python

Segun Lopez, Macias y Sandoval (2049) Pythen es un lenguaje de programacion de
alto nivel, interpretado y multipropdésito; cuenta con.facilidades para la programacion
orientada a objetos, imperativa y funcional, por lo que)se considera un lenguaje
multiparadigmas.

Python tiene una comunidad activa de soporte de contribuyentes y usuarios que
también hacen que su software esté disponible para que otros desarrolladores de Python
lo usen bajo términos de licencia de codigo abierto. Esto permite a los usuarios de Python
compartir y colaborar de manera efectiva, beneficiandose de las soluciones que otros ya
han creado para problemas comunes, ademas de contribuir potencialmente, con sus

propias soluciones al grupo comun (Python, s.f.).
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2.3.2.3/Matlab

Matlab combina un entorno de escritorio ajustado para analisis iterativo y procesos de
disefio con un lenguaje de programacion que expresa directamente las matematicas de
matriz y matriz. Incluye.el Live Editor para crear scripts que combinan cédigo, salida y
texto formateado en un cuaderno ejecutable (MathWorks, s.f.-a).

Segun MathWorks (s.f.sb) Matlab facilita la ciencia de datos con herramientas para
acceder y preprocesar datos, construir modelos predictivos y de aprendizaje automatico,
e implementar modelos en sistemas de T| empresariales. Matlab permite acciones como:
acceder a datos almacenados en-archivos planos, administrar y limpiar datos
utilizando tipos de datos y capacidades de-preprocesamiento para la preparaciéon de
datos programaticos e interactivos.

2.3.3 Herramientas de Microsoft para'mineria de datos

2.3.3.1 Microsoft SQL Server

Segun Microsoft (2014) es un sistema de administraciény analisis de base de datos
relacionales, para soluciones de comercio electrénice; )linea de negocio Yy
almacenamiento de datos, proporciona nuevas soluciones de ¢Opiar de seguridad y de
recuperacion ante desastres y contiene una arquitectura hibrida con-Windows Azure, con
lo cual permite utilizar caracteristicas locales y aprovechar al maximo datos.de Microsoft.

2.3.3.2 Microsoft Excel

Es la aplicacion de Microsoft Office que es un tipo de hoja de célculo, la cual se,utiliza

para calcular, analizar y gestionar datos. Con este programa se pueden realizar diversas
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operaciones desde las mas sencillas hasta las mas complejas, por medio de funciones y
formulas (Anénimo, 2013).

Excel cuenta”con un cliente de mineria de datos, el cual es un conjunto de
herramientas que permiten tareas comunes de mineria de datos, desde limpieza de datos
hasta generacion de modelos y consultas de prediccion. Ademas de utilizar los datos en
tablas o rangos en Excel y tener acceso a origen de datos externos (Microsoft, 2017).

2.3.3.3 Microsoft Analysis Services

Segun Microsoft (2021b) AnalysissServices es un motor de datos analiticos, utilizado
en el soporte de decisiones y analisiS de negocios. Proporciona modelos de datos
semanticos de nivel empresarial para informes comerciales y aplicaciones de clientes
como Power BI, Excel, informes(de K Reparting Services y otras herramientas de
visualizacion de datos.

2.3.4 Servicios en la nube para mineria de.datos

2.3.4.1 Oracle: Oracle Business Intelligence Server

Segun Oracle (s.f.) es una herramienta de suite de Enterprise Edicién Plus, que se
basa en un verdadero servidor de Business Intelligence (Bl) disefiade para ser altamente
escalable. Optimiza la simultaneidad y el paralelismo para hacer-que.el valor de las
aplicaciones de Bl esté al alcance de tantas personas como sea posible:, Proporciona
acceso a los datos y calculos centralizados, creando esencialmente unfgran canal a
traves del cual todos los usuarios pueden usar toda la informacion, de cualquier forma,

dentro de la empresa.
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2.3.4.24ABM: SPSS Modeler

SPSS Modeler es una solucion lider en ciencia de datos visual y machine learning.
Ayuda a las empresas a acelerar el tiempo para obtener valor para la empresa y lograr
los resultados deseados acelerando las tareas operativas para los cientificos de datos.
Las organizaciones lideres de todo el mundo confian en IBM para la preparacion y el
descubrimiento de datos, lasanalitica predictiva, la gestién e implementacion de modelos
y machine learning para monetizar.activos de datos (IBM, s.f).

Segun IBM (s.f.) SPSS Modelersayuda con: aprovechar la innovacion basada en
cadigo abierto, incluyendo R o Pythony-émpoderar a los cientificos de datos de todas las
habilidades, programaticas y visuales, aplicarsun enfoque hibrido - on premise y en la
nube publica o privada e iniciar con poco y escalar hacia un enfoque gobernado a nivel
empresarial.

2.3.4.3 Intel: DAAL

Segun Kumar (2015) la Biblioteca de aceleracion de<analisis de datos Intel® (Intel®
DAAL) es la biblioteca de bloques de construccion optimizadesde la Arquitectura Intel®
que cubre todas las etapas de analisis de datos: adquisicion de(dates desde una fuente
de datos, preprocesamiento, transformacién, extraccion de datos, modelado, validacion
y toma de decisiones.

2.3.4.4 Amazon: EMR

Segun Amazon Web Services [AWS] (s.f.) Amazon EMR es la plataforma de big data

nativa en la nube lider del sector que permite que los equipos procesen grandes
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cantidades.de«datos de forma réapida y rentable a escala. EMR utiliza herramientas de
codigo abierte;"que se combinan con la escalabilidad dinamica de Amazon EC2y el
almacenamiento«€scalable de Amazon S3.

Los beneficios de“utilizar Amazon EMR son: Ventajas, Facilidad de uso, Bajo costo,
Elasticidad, Fiabilidad, Seguridad y Flexibilidad. Ademas, esta aplicacion se puede utilizar
en casos como: Machine Learning, Extraccion, Trasformacién y Carga (ETL), analisis de
secuencias de clics, streaming €n tiempo real, analisis interactivo y genémica (AWS, s.f.).

2.3.4.5 Google: Google Cloud Datalab

Una herramienta interactiva facil-de, usar para el aprendizaje automético y la
exploracion, el analisis y la visualizacion deles)datos. Cloud Datalab es una herramienta
interactiva potente creada para explorar, analizar, transformar y visualizar datos, asi
como para compilar modelos de aprendizaje "automatico en Google Cloud Platform
(Google Cloud, s.f.).

Se ejecuta en Compute Engine y se conecta con facilidad a varios servicios en la
nube, de modo que puedes enfocarte en tus tareas de ciencia de datos; Cloud Datalab
permite  analizar tus datos en BigQuery, Cloud Machine Learning Engine,
Compute Engine y Cloud Storage con Python, SQL y JavaScript (Geogle, Cloud, s.f.):

2.3.4.6 Microsoft Azure Machine Learning

Azure es un conjunto completo y en expansion constante de servicios de informacion

en la nube que ayudan a las organizaciones a afrontar sus desafios empresariales:Azure
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ofrece la flexibilidad de crear, administrar e implementar aplicaciones en una red mundial
enorme con las*herramientas y las plataformas que prefiera (Microsoft Azure, s.f.-a).

Microsoft Azure ‘Machine Learning es un servicio en la nube que permite acelerar y
administrar el ciclo de vida de los proyectos de aprendizaje automatico, el cual permite
utilizar flujos de trabajo¢diarios como entrenamiento e implementacion de modelos de
mineria de datos y administracién de operaciones de machine learning (MLOps por sus
siglas en inglés) (Microsoft Azure, 2021b).

2.3.4.7 SAS: SAS Enterprise Miner

Es una solucién de mineria de dates que permite incorporar patrones inteligentes a
los procesos de marketing, tanto’operativos.como estratégicos. El software de SAS es un
sistema de entrega de informacion que 'provee’aceeso transparente a cualquier fuente de
datos, incluyendo archivos planos, ‘archivos  jerarquicos, y los mas importantes
manejadores de bases de datos relacionales (Rodriguez.y Diaz, 2009).

También incluye su propia base de datos de informaeion para almacenar y manejar
los datos, es decir, un "data warehouse". El sistema soporta un amplio rango de
aplicaciones, destacandose el andlisis estadistico, analisis gréfico de datos, andlisis de
datos guiado, mejoramiento de la calidad, entre otros (Rodriguez y'‘Bfaz,,2009).

2.4 Marco legal
2.4.1 Licencia de software libre GPL
La Licencia Publica General de GNU (GPL, por sus siglas en inglés), es unaflicencia

de copyleft para software y otros tipos de obras, esta destinada a garantizar su libertad
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para compartirny cambiar todas las versiones de un programa, para asegurarse de que
siga siendo seftware libre para todos sus usuarios (GNU, 2007a).

Cuando se utiliza el término de software libre, se refiere a la libertad, no al precio,
licencias publicas geherales estan disefladas para garantizar que tenga la libertad de
distribuir copias de softwate gratuito (y cobrar por ellas si lo desea), que reciba el cédigo
fuente o que pueda obtenerio si lo desea, que puede cambiar el software o use partes de
él en nuevos programas gratuitos, y que sepa que puede hacer estas cosas (GNU,
2007a).

Segun GNU (2007a) los desarrolladores que usan la GNU GPL protegen sus
derechos con dos pasos: (1) hacer valer los-derechos de autor sobre el software y (2)
ofrecerle esta Licencia que le otaorga , permiso.legal para copiarlo, distribuirlo y / o
modificarlo.

2.4.2 Licencia de software libre AGPL

La Licencia Publica General Affero de GNU (AGPL, sus siglas inglés) es una
licencia libre de copyleft para software y otros tipos de trabajosr;disefiada especificamente
para garantizar la cooperacion con la comunidad en el caso del(software de servidor de
red y el codigo fuente modificado esté disponible para la comunidad: (GNU, 2007b).

Requiere que el operador de un servidor de red proporcione el codigo fuente de la
version modificada que se ejecuta alli a los usuarios de ese servidor. Por Ig tanto, el uso
publico de una version modificada, en un servidor de acceso publico, le da accesopublico

al cédigo fuente de la version modificada (GNU, 2007Db).
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2.4:3 Licencia de software propietario

Este tipo”de licencias son Microsoft Azure, Microsoft SQL Server, Analysis
Services, entre otfas que en ocasiones se tiene que pagar un costo para poder utilizar el
software o tras veces'tienen software de tipo académico para estudiantes o periodos de
prueba para que los usuarios prueben el software, esta prueba no pasa de 30 dias.

Microsoft Azure Machine Learning es un servicio de la plataforma Microsoft Azure,
el cual es de software propietario y tiene un costo el utilizar los servicios o herramientas
que esta ofrece. Por lo anterior Micresoft Azure Machine Learning ofrece instancias de
trabajo de acuerdo con cinco categorias como: uso general, proceso optimizado,
memoria optimizada, unidades {de procesamiento de gréaficos (GPU por sus siglas en
inglés) y proceso de alto rendimiento; cada instancia de trabajo ofrece diferentes
funcionalidades y el costo del uso del sexvicio se calcula por hora (Microsoft Azure, s.f.-
b).

Los precios de Amazon EMR son simples y predeCibles: el costo puede ser una
tarifa por cada segundo utilizado, con un cobro minimo de ungminuto y una tarifa por hora
dependiendo del tipo de instancia utilizada (p. ej., estandar, uso de unidades de
procesamiento central (CPU), memoria, almacenamiento, entre ‘etros), y el costo se
calcula por segundo y muestra el tiempo en formato decimal. Los precios per hora oscilan
entre 0.011 USD/horay 0.27 USD/hora (desde 94 USD/afo hasta 2367 USD/hora) (AWS,

s.f.).
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Google.Cloud Datalab, tiene costo desde el momento que se utilice para crear algun
recurso informético, el software IBM SPSS Modeler da una prueba gratis de acceso de
30 dias, se tiene«que crear una cuenta y contrasefia para poner acceder a la prueba.

La licencia del mangjador de base de datos de Microsoft SQL Server, se puede utilizar
la versién de Developergel cual descarga gratuita, esta permite desarrollar, crear, probar
y demostrar aplicaciones con software de SQL Server de una manera rentable. Microsoft
Excel tiene una version de prueba por 30 dias, pero igual al igual este software es de
costo y tiene un precio de $2,499.

2.4.4 Ley Federal de Proteccion de Datos Personales en Posesion de los
Particulares

En el afio 2010 se emitidé la Ley,/Federal de Proteccion de Datos Personales en
Posesion de los Particulares, la cual ‘es”de orden)publico y tiene el objetivo de dar
proteccion a los datos personales en poseSion de los particulares, con la finalidad de
proteger, regular, controlar, informar y garantizar la privaCidad de los datos personales
de las personas.

Esta Ley rige la forma en que se trataran los datos personales de-os estudiantes que
participaron en la muestra de informacién, los cuales fueron recabados con fines
académicos, ademas los datos personales de los estudiantes no seran compartidos con
ninguna otra autoridad u organizacion. En el anexo A, se proporciona mas informacion
sobre los articulos que constituyen el capitulo I, sobre las disposiciones generales de esta
ley.
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Capitulo 3. Aplicacion de la metodologia y desarrollo

En este capitulo se presenta el modelo de desarrollo que consistio en tres etapas,
distribuidas de lasSiguiente manera: analisis de la informacion del dataset, evaluacion y
seleccion de la herramienta tecnoldgica utilizada y la aplicacién de la metodologia KDD
para la ejecucion de mineria de datos para el descubrimiento de nuevo conocimiento a
partir de los datos. A continuacion, se describe con mas detalle la aplicacion de este
modelo de desarrollo utilizado.
3.1 Analisis de lainformacion del.dataset

El dataset analizado y utilizado en‘esta, investigacion fue obtenido de la investigacion
de las doctoras Veronica Garcfa’ Martinez-y»Martha Patricia Silva Payrd, en el que
disefiaron, aplicaron, analizaron y validaron ellinstrumento, el cual en su version original
consta de 22 items.

En lafigura 5, se muestra una parte de la'estructura‘del dataset, que esta conformada
por 746 registros los cuales son los resultados de la aplicacion del instrumento a los
estudiantes. De igual manera contiene las variables de género, edad, ciclo escolar,

Division Académica, promedio y los 22 items que conforman el instrumento de aplicacion.
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Figura 5
Dataset utilizado en la aplicacion de mineria de datos.
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Nota: Garcia y Silva (23019).2
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A lo largo de este apartado se analizara minuciosamente la informacion del

instrumento aplicado y la informacion.del dataset utilizado en esta investigacion.
3.1.1 Cuantificacion de la poblacion desestudio

La poblacion de estudio de la investigagion sor jovenes universitarios matriculados
en algunas de las siete asignaturas del area’general bajela modalidad a distancia (en
linea) durante el ciclo escolar febrero-agosto 2019 de la UJAT.

Segun Garcia y Silva (2019) el motivo de la eleccion de la poblacion de estudio es
medir el nivel de procrastinacion académica de los jovenes y la interaceion que mantienen
con Internet durante el desarrollo de sus actividades; y a partir de ahi establecer
parametros sobre los habitos de los estudiantes durante la realizacién de sus actividades

en linea, lo que puede aumentar la conducta procrastinadora.
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3.12 Depuracion de la poblacion
El dataset-consta de 746 campos, los cuales corresponden a la muestra de 746
estudiantes de las 12 Divisiones Académicas que conforman la UJAT. En este estudio
participaron 275 (36.9%).hombres y 471 (63.1%) mujeres, con edades entre 17 y 46 afos;

la tabla 3, muestra la distribucion de participantes por cada Division Académica (ver tabla

3).

Tabla 3

Distribucidn de participantes por Division Académica.

Division Académica Frecuencia Porcentaje

Divisién Académica de Ciencias Agropecuarias (DACA) 10 1.3
Division Académica de Ciencias Béasicas (DACB) 142 19.0
Division Académica de Ciencias Bielogicas (DACBIOL) 11 15
Division Académica de Ciencias Eeanomico Administrativas 44 5.9
(DACEA)
Division Académica de Ciencias de la'Salud (DACS) 209 28.0
Division Académica de Ciencias Sociales y Humanidades 53 7.1
(DACSYH)
Division Académica de Ciencias y Tecnologias™ de la 18 2.4
Informacion (DACYTI)
Division Académica de Educacion y Artes (DAEA) 57 7.6
Divisién Académica de Ingenieria y Arquitectura (DAIA) 107 14.3
Division Académica Multidisciplinaria de Comalcalco (DAMC) 40 54
Divisibn Académica Multidisciplinaria de Jalpa de Méndez 49 6.6
(DAMJIM)
Divisibn Académica Multidisciplinaria de los Rios (DAMR) 6 0.8
Total 746 100

Nota: Garcia y Silva (2020).
3.1.3 Diseiio de instrumento
El instrumento disefiado para la obtencion del dataset, fue un cuestionarié, propuesto
por Garcia y Silva (2019) utilizando la Escala de Procrastinacion Académica (EPA) de

Busko (1998), que consta originalmente de 16 items, los cuales miden el nivel de
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procrastinacién y agregaron seis preguntas disefiadas para conocer el uso que los
estudiantes hacen del Internet durante la realizacion de las actividades de las asignaturas
en linea. En el an€xo B se encuentra el instrumento disefiado y aplicado a los estudiantes.

Cada pregunta oritem se responde con una escala tipo Likert, que va de (1) nunca,
(2) casi nunca, (3) a veces,(4) casi siempre y (5) siempre. El instrumento en un principio
estaba compuesto con un tetal de 22 items, de los cuales segun Garcia y Silva (2019)
realizaron adaptaciones a la esCala de Busko (1998), en donde se incluyeron ocho items
sobre la autorregulacion académica,sochos items para la procrastinacion y seis items,
denominados VGM (ver tabla 4).

Tabla 4
items del instrumento para medir Tasprocrastinacion en estudiantes universitarios.

No. lItems

1 Cuando tengo que hacer una tarea la dejo para_ eluitimo minuto.
2 Me preparo con anticipacion para los examenes.

3 Cuando me asignan lecturas las leo la‘noche antetior!

4 Cuando me asignan lecturas las reviso el mismo dia de-clase.

5

6

7

8

9

Cuando tengo problemas para entender algo, inmediatamente trato de buscar ayuda.
Asisto a clase.
Trato de completar el trabajo asignado lo méas pronto posible.
Postergo los trabajos de los cursos que no me gustan.
Postergo las lecturas de los cursos que me disgustan.

10 Intento mejorar mis habitos de estudio.

11  Invierto el tiempo necesario en estudiar aun cuando el tema sea@abutrido.

12  Trato de motivarme para mantener mi ritmo de estudio.

13 Trato de terminar mis trabajos importantes con tiempo de sobra.

14  Me tomo el tiempo para revisar mis tareas antes de entregarlas.

15 Dejo para mafiana lo que puedo hacer hoy.

16 Disfruto la mezcla de desafio con emocidon de esperar hasta el Gltimominuto para
completar una tarea.

17  Mientras desarrollo mis actividades del curso en linea me conecto a otras paginas que
son de mi agrado.

18 El impulso por revisar mis redes sociales mientras estoy revisando mi curso enlin€a es
incontrolable.
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No. ltems
19 Inviertdo mas tiempo en revisar diversos sitios mientras estoy en la plataforma del curso
gue enddesarrollar otras actividades.
20 Me sient@ nervioso y hasta desesperado si no puedo navegar
21 He dejado de*hacer tareas de mi curso por distraerme con el internet.
22  He trabajado,enya plataforma con mi celular, por un lado.
Nota: Garcia y Silva’(2019).

3.1.4 Aplicacion-del instrumento

El instrumento se aplicd.de’'manera virtual, por medio de un formulario electrénico que
fue enviado a los alumnos matriculados con asignaturas en linea de la Universidad. Se
compartio el formulario durante tres'semanas para que fuera respondido y se obtuvo una
base de datos en Excel (Garcia y Silvay2019); la cual seré utilizada como dataset para
la implementacién de las técnicas’de mineria de datos.

3.1.5 Visualizacién y expleracionde’los datos del dataset

La visualizacion de los datos que confermanel-dataset, se realizé por medio de una
hoja de calculo de Excel, la cual fue propoergienada“por Garcia y Silva (2019), donde se
tuvo un primer acercamiento con los datos recabados y'sesealizo una exploracion de los
datos para buscar e identificar datos nulos o vacios.

Lo anterior se llevo a cabo por medio de un filtrado de datosyes decir, se insertd un
filtro en cada una de las variables del que conforman el dataset,‘esto dando clic en la
opcion Ordenar vy filtrar, del cual se despliega una lista de opciones ¥ se da clic en la
opcion Filtro. Una vez insertado el filtro en las variables se procedi6 a ir dande’clic derecho

en cada una de las variables para visualizar los datos que contiene cada variable y dar
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clic en la casilla de vacias. En la figura 6 se muestra el filtrado de datos realizado a cada
una de las variables para identificar datos vacios o nulos (ver figura 6).

Figura 6
Filtro para identificar datos nulos o vacios en el dataset.

Archivo  Inicio  Insertar  Disposicién de pagina * ForagiRs § Datgs

H[;v Aria 0 <A A N

L U]
uando me asignar * | [5. Cuando tengo probl * | [6. Asisto a clase ]

m
E
Ll
A
o
i\

6
7
8

> wgmo oW

cwwo

2 4

Nota: Elaboracion py opia en base en Gar¢iay Silva’(2019).

Con el filtrado de datos se identific6 que dentro delos registros en los 22 items que
conforman el cuestionario se encuentran datos vacios o nulos y el rango de incidencias
es de uno a siete datos vacios en los items. De igual forma’se obtuvo que una fila o
registro no contiene ningun dato en los 22 items, pero si tiene dates en las variables de
edad, género, ciclo escolar, Division Académica, asignatura que cursa y.promedio. En la

figura 7, se muestra esta incidencia que ocurre con la fila o registro 138 (ver figura 7).
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Figura 7
Identificacién de datos nulos o vacios en el dataset.

A B C D E F G H |

1 Marca temporal Género Edad Ciclo escolar Division Aca Asignatura que cursa Promec [1. Cuando tengo que hac [2. Me preparo con anti -7
138 21412019 23:26:2200 N 21 6 3 1 1
288 2/15/2019 18:53:47 2, 20 6to £ 1 1 1

748
749
750!
751
752
753
754

Nota: Elaboracion propia ensbase en Garcia y Silva (2019).

En la tabla 5, se desglosa €l nimero de campos vacios o nulos encontrados en los
22 items que conforman el cuestionario. Cabe mencionar esta situacion no se presenta
en variables como lo son edad, género, asignatura que cursa, ciclo escolar, Division
Académica y promedio (ver tabla’s).

Tabla 5
Datos nulos o vacios identificados pot.cada item.

Campos

Variables o items .
vacios o nulos

1. Cuando tengo que hacer una tarea, la dejo para el dltimg'minuto.

2. Me preparo con anticipacion para los exdmenes.

3. Cuando me asignan lecturas las leo la noche anterior.

4. Cuando me asignan lecturas las reviso el mismo dia de clase.

5. Cuando tengo problemas para entender algo, inmediatamente, trato de
buscar ayuda.

6. Asisto a clase.

7. Trato de completar el trabajo asignado lo mas pronto posible.

8. Postergo los trabajos de los cursos que no me gustan.

9. Postergo las lecturas de los cursos que me disgustan.

10. Intento mejorar mis habitos de estudio.

11. Invierto el tiempo necesario en estudiar aun cuando el tema sea aburrido.
12. Trato de motivarme para mantener mi ritmo de estudio.

13. Trato de terminar mis trabajos importantes con tiempo de sobra.

14. Me tomo el tiempo de revisar mis tareas antes de entregarlas.

15. Dejo para mafana lo que puedo hacer hoy.

16. Disfruto la mezcla de desafio con emocion de esperar hasta el Gltimo
minuto para completar una tarea.

~NWWwWN -

WhE»WWAIUTOON PN
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Variableso_items C}ampos
vacios o nulos

17. Mientras desarrollo mis actividades del curso en linea me conecto a otras 3

paginas que samde mi agrado (a través de la computadora o mi celular).

18. El impulso porfrevisar mis redes sociales mientras estoy revisando el 7

curso en linea es incontrolable.

19. Invierto mas tiempo en revisar diversos sitios mientras estoy en la 2

plataforma del curso que en desarrollar las actividades.

20. Me siento nervioso yhasta desesperado si no puedo navegar liboremente 5

en el Internet mientras hago/mis actividades.

21. He dejado de hacer tareas de mi curso por distraerme con el Internet. 4

22. Trabajo en la plataforma €on mi celular, por un lado. 3

Nota: Elaboracién propia.
3.2 Seleccién de las herramientas para aplicar mineria de datos
Actualmente existen diferentes herramientas o software que son utilizados para
aplicar mineria de datos ya sean libres @ comerciales, de igual forma se encuentran los
servicios en nube que proporcionan.moédulos para la aplicacion de mineria de datos.
Derivado de lo anterior, resulta indispensable” efectuar una seleccion de herramientas
basadas en parametros de calidad; en ese sentido, la‘metodologia utilizada para realizar
el analisis y seleccion de las herramientas para la aplicacion de mineria de datos en esta
investigacion fue la metodologia de calidad de software bajo_el acréonimo de FURPS.
FURPS fue desarrollada por Hewlett-Packard en 1987 y consta de cinco indicadores
primordiales los cuales son: funcionalidad, usabilidad, confiabilidad, rendimiento y
capacidad de soporte. En la tabla 6 se presentan los factores y criterios"de calidad que

conforman esta metodologia (ver tabla 6).
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Tabla 6
Factores y criterios de la metodologia FURPS.
Factores Criterios
Funcionalidad Caracteristicas y capacidades del programa.

Generalidad de las funciones.
Seguridad del sistema.
Usabilidad Factores Humanos.
Factores estéticos.
Consistencia de la interfaz.
Documentacion.
Confiabilidad Frecuencia y severidad de fallos.
Exactitud de las salidas.
Tiempo medio de fallos.
Capacidad de recuperacion ante fallos.
Capacidad de prediccion.
Rendimiento Velocidad de procesamiento.
Tiempo de respuesta.
Consumo de recursos.
Rendimiento efectivo total.
Eficacia.
Capacidad de Soporte. Extensibilidad.
Adaptabilidad.
Capacidad de prueba.
Capacidad(de configuracion.
Compatibilidads
Requisitos de instalacion.

Nota: Constanzo (2014).

Esta metodologia ha sido utilizada en otros estudios para analizar las caracteristicas
y calidad de software de diferentes herramientas y programas; es el caso del estudio
realizado por Nufez, Ferreira, Ayala, Ruiz y Cuin (2018) en €l«cual realizaron una
busqueda de las principales tecnologias utilizadas para el desarrolio, web, donde
posteriormente ponderaron las herramientas con base en la experiencia-de utilizacion y
cumplimiento de cado uno de los factores que contempla la metodologia; cobteniendo

como resultado que las herramientas como Angular JS, React JS y Bootstrap son'las,que
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obtuvieronimayor ponderacion y son las destacadas para ser utilizadas para el desarrollo
web.

Lo descrito anteriormente es un ejemplo de una investigacion y la forma en que se
trabaja con la metodologia FURPS para lograr el objetivo de selecciébn de las
herramientas adecuadas utilizadas. A continuacion, se describe paso a paso la utilizacion
de la metodologia y las caracteristicas de las herramientas seleccionadas.

3.2.1 Aplicacion de la metodologia FURPS

De los cinco indicadores o factores que complementan la metodologia, estos
contemplan criterios desde caracteristicas, capacidades del programa, compatibilidad y
adaptabilidad en otros softwares./Teniendo.estos criterios se realiz6 una sumatoria de
ellos donde se obtuvo un total de (23’ criterias que deben cumplir y analizarse de las
herramientas, las cuales pueden tener una ponderacion desde cero hasta 23. En la tabla
7 se muestran los factores, criterios y ponderacion que_pueden tener cada una de las
herramientas (ver tabla 7).

Tabla 7

Factores, criterios y ponderacion de la metodologia FURPS para la seleccién de las
herramientas para mineria de datos.

Factores Criterios Ponderacion

Funcionalidad  Caracteristicas y capacidades del programa. 3
Generalidad de las funciones.
Seguridad del sistema.

Usabilidad Factores Humanos. 4
Factores estéticos.
Consistencia de la interfaz.
Documentacion.

Confiabilidad Frecuencia y severidad de fallos. 5
Exactitud de las salidas.
Tiempo medio de fallos.
Capacidad de recuperacién ante fallos.
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Factores Criterios Ponderacién
Canfiabilidad Capacidad de prediccion.
Rendimiento Velocidad de procesamiento. 5
Tiempo de respuesta.
Consumo de recursos.
Rendimiento efectivo total.
Eficacia.
Capacidad de __ Extensibilidad. 6

Soporte.

Adaptabilidad.

Capacidad de prueba.
Capacidad de configuracion.
Campatibilidad.
Requisitos_de instalacién.

Nota: Elaboracion propia con baSe en Constanzo (2014).

Cada uno de estos indicadotes o factores y criterios se aplicaron a las 16

herramientas o servicios en la nube pafamineria de datos (ver tabla 8). Las que tuvieron

mejor ponderacion basadas en losscriterios de los indicadores, fueron las herramientas

seleccionadas para utilizar en el desarrollo del andlisis de datos de la investigacion.

Tabla 8

Clasificacion de las herramientas analizadas con €l modelo FURPS.

Clasificacion

Herramientas

Herramientas framework

Lenguajes de programaciéon

Herramientas de Microsoft

Servicios en nube

RapidMiner

Orange

Weka

Lenguaje R

Python

Matlab

Microsoft SQL Server

Microsoft Excel

Microsoft Analysis Services
Oracle Business Intelligence Server
IBM: SPSS Modeler

Intel: DAAL

Amazon EMR

Google Cloud Datalab

Microsoft Azure Machine Learning
SAS Enterprise Miner

Nota: Elaboracion propia.
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En tabla'9 se observa en primera instancia la forma en que se llevo a cabo el andlisis
de las herramientas para mineria de datos, con los factores o indicadores, junto con los
criterios que estes contienen de la metodologia. De igual manera, se coloco en la parte
inferior los nombres“de. las herramientas que se analizaron y si estas cumplian con
alguno(s) de los criterios'de la metodologia FURPS, se marcaba la casilla con una X y si

no era el caso se dejaba ensblanco (ver tabla 9).
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Tabla 9

Andlisis de la seleccion de las herramientas,para mineria de datos aplicando la metodologia FURPS.

Herramientas utilizadas para Mineria de Datos

B 5 2 o § - v | o
. x o 812,858 |§|3.]|35¢%¢2
o clol'¢fo|lc|la|lP|d|cd gL || |lL|2a| <8 | 2.
Factores / Criterios s % X 5 g c_%s £ < £ ; 228 2 <|s g g £ 3 g
516|321 5|2|83/ 888 25|90 8|28 88 |us
- . S 2/8 |S3|%5 |%|8 | 28|8
= |Oct =
Funcionalidad
Caracteristicas y capacidades del
programa X 12X x | & X X X X | X | X X X X
Generalidad de las funciones
Seguridad del sistema Xo| X X X X X
Usabilidad
Factores humanos X | X | X | X X X X X X X X X X
Factores estéticos X | X X X
Consistencia de la interfaz X | x | X | x| x| X X X X X X X X X X
Documentacién X X | x| x| X X X X X | x| X X X X
Confiabilidad
Frecuencia y severidad de fallos X X
Exactitud de las salidas X X | X X X X X X
Tiempo medio de fallos
Capacidad de recuperacion ante fallos X
Capacidad de prediccion X | X X X X X X X
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Herramientas utilizadas para Mineria de Datos
_ | @ o o
o Sl gl o|c|lao|P|ld|lcP P |o| || 2 <8 | 2.
Factores / Criterios % % ﬁ § § c_g; £ g £ :E_ LSJ z @ § :E S % f—c; £ 3 % _“EJ
2612 | 2|2 |84 883 25|90 |8 88| g |4z
& K g |15 858 Zlo | €88
S |OE = |©
Rendimiento
Velocidad de procesamiento X X | XMTx X X X X X X | X | X X X X
Tiempo de respuesta X | X X X X X X X X X
Consumo de respuesta X | X X X X X X X X X
Rendimiento efectivo total X | X | X X | & X X X X X | X X X X
Eficacia X | x| X X | X X X X X X X X X
Capacidad de Soporte
Extensibilidad X | X | X X X | X | X X X X
Adaptabilidad X | X | x | X X X X X X X X
Capacidad de prueba X | x [ x| x| x X X X X X X X X X
Capacidad de configuracion X | X | X X X X | X | X X X
Compatibilidad X X | X X X X X X
Requisitos de instalacion X | X X X X X X

Nota: Elaboracion propia.
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Una vez realizado el analisis de los criterios que cumplen o no estas herramientas,
se procedi6 a-efectuar la sumatoria de los criterios para obtener el total que cumple cada
una de las herramientas y observar cuél o cuéles son las que obtuvieron mejor

ponderacion (ver tabla_10).

Tabla 10
Ponderacion de las herramientas de acuerdo con la metodologia FURPS.
Herramientas utilizadas para Mineria de Datos
0 o o
_ T| @ 22 | 5 x | o £SE |8
) o o S %‘ _Gg)"-’ o) S | 2 2 E | =
> =] = o > L S =
Bl5|z|2| 8288|888 | 25|n|d|8|28| 32 |us
i g S/l &l ¢ 8= | a E| 8 5§ | 2
s = § 5% N < |0 S8 |0
Funcionalidad | 3 |3 |3 |3 | 272 | 3 |3 3 3 312|13] 3 3 3
Usabilidad 3121414223 |3 4 2 3113 3 4 3
Confiabilidad |22 (44| 1|1 v3 |3 3 3 2 1 2 4 2
Rendimiento |3 /14|54 ]4 |45~ 5 5 5 41215 5 5 5
Capacidadde |\ 5 |\ 5 | 5| 6|3 |3| 645 | 5424 |4|3|6| 3 | 5 |5
Soporte
Total 1616|2121 |12|12| 20 |19} 20 17, 116| 8 | 18| 16 21 18

Nota: Elaboracion propia.

De acuerdo con la tabla anterior, se puede observar quedas herramientas con mejor
ponderacion para la aplicacion de mineria de datos son las herramientas: Weka, Lenguaje
Ry Microsoft Azure Machine Learning, las cuales seran las herramientas que se utilizaran
para desarrollar y realizar la mineria de datos.

3.2.2 Caracteristicas de las herramientas seleccionadas
3.2.2.1 Lenguaje R
El lenguaje R es un entorno de software libre con licencia GNU GLP y lenguaje de

programacion interpretado, es decir, ejecuta instrucciones directamente, sin una previa
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compilacion’del codigo; a su vez es utilizado para la computacion estadistica, grafica y
andlisis de datos, ya que dispone de una amplia variedad de técnicas estadisticas y
algoritmos, pruebas estadisticas clasicas, andlisis de series de tiempo, clasificacion,
agrupamiento, entresotras. Ademas de tiene compatibilidad son sistemas operativos
como UNIX, Windows, MacOS y Linux (Unir Revista, 2019).

Esta herramienta es muy utilizada porque es de software libre pero también porque
tiene compatibilidad con otra hérramienta que se utiliza para analisis de los datos como
lo es Phyton, dentro de las principales‘caracteristicas que es utilizada segun Unir Revista
(2019) son: el manejo y almacena efectivo de datos, herramientas o modelos para el
andlisis de datos, visualizacion de/datos de.manera gréafica, el lenguaje de programacion
se encuentra bien desarrollado e ‘incluye (saltos condicionales, bucles, funciones,
recursivas, etc.

Las caracteristicas del lenguaje R en el @&mbito del.analisis de datos, mineria de datos
o Big Data permite crear visualizacion de datos de alta calidad, dispone de herramientas
de andlisis estadisticos para profundizar en el conocimiento de los datos, crear
dashboards para visualizar y analizar datos, crear informes automaticos. Ademas, segun
Unir Revista (2019) el usuario no solamente realiza programacién o analisis, sino que R
permite la interactividad, es decir, ensaya, se equivoca y vuelve a probar, y. solo termina
este ciclo si el resultado es satisfactorio para el usuario y permite la creacion de un

resultado final con el que se realiza un informe.
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Lenguaje R cuenta con una herramienta o interfaz que permite acceder y visualizar
de manera més_sencilla los cédigos, figuras, tablas o gréaficos, esta herramienta es
RStudio, la cual”es un entorno de desarrollo integrado (IDE) para R. Para esta
investigacion se utiliza_el Lenguaje R, pero a su vez utilizando RStudio.

3.2.2.2 Microsoft Azure Machine Learning

Microsoft Azure Machine'Learning es un servicio en la nueva que permite acelerar y
administrar el ciclo de vida de las proyectos de aprendizaje automatico. Esta herramienta
permite a los individuos y equipostde trabajo, implementar MLOps dentro de su
organizacion en un entorno de produceiénseguro y auditable (Microsoft Azure, 2021b).

De igual forma esta herramienta_ofrece-aplos cientificos de datos e ingenieros de
Machine Learning (ML) herramientas\para acelerar y automatizar sus flujos de trabajo
diarios, para los desarrolladores de aplicaCiones hertamientas para integrar modelos de
aplicaciones o servicios, asi como un conjunto de herramientas de respaldo con API
duraderas de Azure Resource Manager y garantiza seguridad conocida y control de
acceso basado en rol (RBAC por sus siglas en inglés) (Microseft Azure, 2021b).

Microsoft Azure Machine Learning ofrece una gran biblioteeca de técnicas de
clasificacion, sistemas de recomendacion, agrupamiento en clUsteres, deteccion de
anomalias, regresion y analisis de texto, cada uno esta disefiado para abordar un tipo
diferente de problema de aprendizaje automatico (Microsoft Azure, 2021a).“Lafigura 8 se
presenta un mapa mental o diagrama referente a las técnicas y algoritmos de mineria de

datos que ofrece esta herramienta (ver figura 8).
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Figura 8

Técnicas yalgoritmos para mineria de datos que ofrece Microsoft Machine Learning.
Ml o e R o Yo o e oy ot e e
Machine L ﬂ Algorithm Cheat Sheet *:uwsrddhandﬁldgwlywm;ltmachhvewithywrdata.

Text Analytics Multiclass Classification

Derives high-quality information from te Answers complex questions with
Answers questions like: What info is in this ta multiple possible answers
What do you

Answers questions like: Is this A or B or C or D?
.
from a column of free text
want to do?

Converts text data to integer
encoded features using the
Vowpal Wabbit library

Performs cleaning operations on text,
e
normalization

Fast training times,
linear model

e p—
R ey

Depends on the

two-class classifier

Non-parametric, fast

training times and scalable
Two-Class Classification

Ans\wla;':' simple two-choice 'l:lnsﬁons
akes Collaborative filtering, better ‘or no, true or false
M 1 ﬁm‘:{" by SEncting. ke [PStiErance Tt loser oSt By Answery:;uesrims like: s this A or B?

relationship between values reducing dimensionality ) )
Answers questions like: How much or how many? Under 100 features,
linear model

‘Converts words to values for use in
NLP tasks, like recommender, named
entity recognition, machine

‘translation Recommenders

Predicts what someone will be interested in
Regression wn,  Answers the question: What will they be interested in?

Predicts a distribution
Fast training, linear model

Predicts event counts .
Clustering

Accurate, fast training
Fast training, linear model tes similar data points into intuitive groups.
fnswers questions like: How is this organized? Fast training, linear model
Li odel, small data sets
e Accurate, fast training,
large memory footprint

Accurate, fast training times
Accurate, long training

A
Accurate, long training times imes

Accurate, fast training times, Image Classification

large memory footprint Classifies images with popular networks
Answers questions like: What does this image represent?

High accuracy, better
efficiency

Nota: Microsoft Azure (2021a).

Azure Machine Learning es una herramienta o servieio en la nube comercial, es decir,
tiene un costo el uso de la herramienta, una de la ventaja es que solo paga lo que usa,
ademas de poder transformar los datos complejos en datos Utiles.para trabajar.

Existen cinco categorias que contienen diferentes tipos de instancias de trabajo, estas
categorias son: uso general, proceso optimizado, memoria optimizada; GPU y proceso
de alto rendimiento; cada una de estas categorias cuenta con caracteristiCas-claves que

se pueden utilizar dependiendo la instancia con el que se trabaje y el precio“varia en
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funcion al ndcleo de procesamiento virtual (vCPU) y el tamafio de memoria RAM. La tabla

11 se muestrarinformacion de las categorias e instancias de trabajo (ver tabla 11).

Tabla 11
Caracteristicas deflas categorias e instancias de trabajo de Microsoft Azure Machine
Learning.
Categorias Detalles Grupo de Instancias
Uso general  Las instancias.de esta categoria se utilizan para sitios D2-64 v3
web, bases\de“datos pequefias y medianas y otras D2s-64s v3
aplicaciones habituales. D1-5v2
D1s-5s v2
D2ds-D64ds v4
Proceso Son para uso elevado)de la CPU en proporcion de Serie Fsv2
optimizado memoria, para servidores web de trafico medio,
aplicaciones de red, proeesos por lotes y servidores
de aplicaciones.
Memoria Las instancias esta dadas\de acuerdo con el nacleo E2-64 v3
optimizada de memoria alta, excelente para.servidores de bases D-series
de datos relacionales, . memorias.caché de capacidad D11-15 v2
media o grande y analiSis en memoria. D11S-15S v2
E2a-E96a v4
Serie M
GPU Son instancias para® ~maquinas . virtuales Serie NC
especializadas especificas para.la representacion de Serie NCsv2
gréaficos pesados y la edicién de video«disponibles Serie NCsv3
con una o varias GPU. Serie NV
Serie NVv3
Serie NDs
Serie NCas_T4 v3
Serie NDv2
Serie ND A100 v4
Proceso de Utilizadas para maquinas virtuales de CPU mas ySerie H
alto rapidas y eficaces con interfaces de red de alto Serie Hb
rendimiento rendimiento opcionales (RMDA). Serie HBv2
SeriegsHC

Nota: Microsoft Azure (s.f.-b).

Microsoft Azure proporciona 30 dias de uso gratis donde se pueden utilizar.todas las

herramientas y servicios de esta plataforma en este caso Azure Machine Learhing, una

vez terminado esos dias, la herramienta comienza a tener un costo por su utilizacion de
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acuerdo con le descrito anteriormente sobre las categorias e instancias de trabajo, se
decidio trabajar-con la categoria memoria optimizada, porque trabaja con servidores de
base de datos relacionales y se esta trabajando con datos de una base de datos.

De acuerdo con €l grupo de instancias de trabajo que ofrece esta categoria se eligié
trabajar con el grupo definstancia D11S-15S v2, ya que el costo de uso por hora y mes
no es muy costoso. En la tabla 12 se muestra las instancias pertenecientes a este grupo
de instancia de la categoria Mmemoria optimizada, con numero de numero de vCPU,
gigabytes de memoria RAM, precio per uso en hora y mes. Estos precios se obtuvieron
a partir de los datos establecidos en la-pagina web de Microsoft Azure en relacién con la

herramienta de Azure Machine Eearning (vertabla 12).

Tabla 12
Instancias y costo de las instancias de-trabajo deMicrosoft Azure Machine Learning.
Instancia vCPU Memoria RAM Precio por hora Precio por mes en
(GB) en)USD* USD*

DS11 v2 2 14 $ 0.166 $ 121.18
DS12 v2 4 28 $ 0.332 $ 242.36
DS13 v2 8 56 $ 0.665 $ 485.450
DS14 v2 16 112 $ 1.33 $ 970.900
DS15v2 20 140 $ 1.662 $ 1,213.26

*Se aplica las tarifas estandar de transferencia de datos. Para la_estimacién de precios
mensuales, se consideran 730 horas al mes.
Nota: Microsoft Azure (s.f.-b).

Los precios presentados en la tabla 12, representan los precios establecidos por la
herramienta de acuerdo con la categoria, region donde se va a trabajar con la

herramienta, la divisa de la moneda o dinero y el precio mostrado esta expresada en hora

y mes. En este caso en particular se selecciond la region en centro sur de Estadosnidos
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y la divisa.en ddlar estadounidense (USD), porque no se encuentra la divisa en peso
mexicano (MXN).

Una vez establecidas y visualizadas las instancias del grupo de instancia seleccionado,
se realiz6 la seleccion de la instancia de trabajo més apropiada a trabajar, en este caso
se eligi6 trabajar con la instancia DS11 v2, por ser una instancia que se encuentra en un
precio considerado y accesible, ademas de contar con memoria RAM suficiente para
realizar los procedimientos y analisis de los datos. En la tabla 13 se muestra la instancia,

caracteristicas y costos de la instancia.de trabajo seleccionada anteriormente (ver figura

13).
Tabla 13
Instancia de trabajo seleccionada en”Microsoft Azure Machine Learning .
Instancia vCPU Memoria RAMe Precio por hora Precio por mes
(GB) en USD* en USD*
DS11 v2 2 14 $ 0.166 $ 121.18

*Se aplican las tarifas estandar de transferencia de datos. Para la estimacién de precios
mensuales, se consideran 730 horas al mes.
Nota: Microsoft Azure (s.f.-b).

3.2.2.3 Weka

Weka (Waikato Environment for Knowledge Analysis) .es, una plataforma o
herramienta de software destinada para el aprendizaje automéatico 'y mineria de datos,
esta escrita en lenguaje Java y desarrollada por la Universidad de”Waikato, Nueva

Zelanda. Ademas de ser un software de cédigo libre con la licencia publica.general GNU,

se caracteriza por su adaptabilidad y compatibilidad con cualquier plataforma;0 sistema
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operativo, eontiene un gran repertorio de técnicas para preprocesamiento de datos y
modelado de“datos (Redaccion Espafia, 2020).

Dentro de lasitécnicas o algoritmos que se encuentran para realizar mineria de datos
son los de clasificaeion, agrupamiento (clustering), regresion y reglas de asociacion,
también se pueden utilizar técnicas estadisticas, algoritmos matematicos y algoritmos de
aprendizaje automatico.

Segun Redaccion Espana((2020) Weka dispone de cuatro tipo de interfaces de
usuario, las cuales el usuario puede utilizar de acuerdo a lo que necesite realizar dentro
de la herramienta, estas interfaces son:"a), explorer, permite procesar, clasificar, asociar
y visualizar datos intuitivamente/sobre archivos de datos, b) experimenter, permite
comparacién sistematica de ejecucién de algoritmos predictivos de Weka sobre una
coleccion de datos, c) knowledgeFlow,«€s una interfaz gréfica para el desarrollo de
proyectos de flujos de informacién y d) simple CLI o Simple Command-Line Interface, es
una consola que permite acceder a todas las opciones deMWeka desde linea de comando.
3.3 Metodologia del proceso KDD

La metodologia de Descubrimiento de Conocimiento en Base de.Datos (KDD por sus
siglas en inglés) es una de las primeras metodologias creadas y utilizadas para realizar
analisis de datos almacenados en bases de datos, con el pasar de_les afios esta
metodologia se ha visto modificada.

La metodologia KDD cuenta con nueve pasos, pero con las modificaciones{gque ha

sufrido en algunos investigadores o profesionales del area de mineria de datos,-han
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disminui@‘pasos a cinco. En la figura 9 se presenta un esquema de los nueve pasos

gue contem iginalmente la metodologia (ver figura 9).

Figura 9 g
Metodologia del p@so KDD.

7,

Nota: Elaboracion propia con base en Fayyad, Piatetsky-Sapiro, & Smyth (1996).

Por la gran demanda de datos que las organizaciones rea@gn analizar, se han
creado otras metodologias para el descubrimiento de conocimient@ los datos, dentro
de los cuales siempre se encuentra un paso o fase que es el de mineria‘de datos. De
acuerdo con Fayyad, Piatetsky-Sapiro & Smyth (1996) el valor de almac%olamenes
de los datos depende de nuestra capacidad para extraer utiles informes @@/entos

interesantes y tendencias, decisiones de apoyo y basado en politicas en infer@a y

L
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andlisis estadistico, y explotar los datos para lograr negocios, operativos 0 metas
cientificas.

Por lo anteriordescrito se decidio utilizar esta metodologia ya que es una las primeras
metodologias utilizadas.para el descubrimiento de conocimiento o andlisis de datos y la
cual contempla dentro de*uno de los pasos la mineria de datos, a su vez que se utilizaran
los pasos nueve pasos qué contemplan la metodologia y sera aplicada a las tres
herramientas seleccionadas para mineria de datos en el aparto anterior, las cuales son:
Lenguaje R, Microsoft Azure Machines earning y Weka.

3.3.1 Aprendizaje del dominio de la aplicacion

El primer paso de la metodologia KDD es-el aprendizaje del dominio de la aplicacion,
donde segun Fayyad, Piatetsky-Sapiro, & Smyth (1996) describen este paso con los
conocimientos previos que se tienen hacerde la aplicacion o herramienta que se utilizaré
durante todo el desarrollo del andlisis de los’datos y de‘igual forma se deben conocer los
objetivos de la utilizacién de la aplicacion.

En este paso se comenzo con la instalacion de las tres herramientas seleccionadas
a utilizar para mineria de datos, a su vez se procedi6 a identificar las interfaces que en
primera instancia las herramientas presentan una vez abierta las herramientas, asi como
identificar los elementos que estas contienen.

La primera herramienta utilizada fue Lenguaje R, donde se realiz¢ la instalacion de la

herramienta, de igual forma se instal6 RStudio, el cual es un entorno de trabajo integrado

78



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

(IDE) para.facilitar el desarrollo y edicién del cédigo del algoritmo, y visualizacion de los
datos.

En la figura 10 se muestra la principal interfaz de la herramienta de RStudio, que esta
compuesta por cuatro ventanas, las cuales son: 1) ventana de editor de sintaxis, donde
se edita y se ejecuta el €6digo; 2) ventana del entorno de trabajo, es donde se muestra
el conjunto de datos y objetos que se almacenan al momento de ejecutar codigos; 3)
ventana de subpestafas, se €ncuentran cinco pestafias que permiten visualizar el
historial de archivos trabajados, Visualizacion de gréficos, paquetes descargados y
guardados de la herramienta, la pestafa de ayuda y viewer que muestra los resultados
de reportes del tipo markdown y“4) ventana.dezconsola, donde se observa si la ejecucion
fue correcta o hay errores en el cédigo/(ver figura,10).

Figura 10
Interfaz principal de la herramienta Lenguaje R.

pruebaTesis - RStudio - [a] X
File Edit Code View Plots Session Build Debug Profile Tools Help
© .oy v

1

Fies  Piots  Packoges  Melp  Wiewer

Nota: Elaboracion propia.
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La segunda herramienta con la cual se trabajo fue Weka, en la figura 11 se observa
la pantalla prinCipal de esta herramienta, donde se visualizan las cinco opciones de
instancias donde” el usuario puede seleccionar para trabajar, estas interfaces son:
explorer, experimenter,.knowledgeFlow, workbench y simple CLI, esta ultima se trabaja
por medio de la Interfaz@e/Linea de Comandos (CLI por sus siglas en inglés) (ver figura
11).

Figura 11
Interfaz principal de la herramienta-Weka.

€ Weka GUI Chooser - O 4

Program Visualization Tools Help

Applications

Explorer

The UniWersity Experimenter
. of Waikato
: KnowledgeFlow
2
Workbench

Waikato Environment for Knowledge Analy sis | L_ J
Version 3.8.4 v
(c) 1999 - 2019 Simple CLI

The University of Waikato
Hamilton, New Zealand

Nota: Elaboracion propia.

Una vez visualizada y abierta cada interfaz de usuario de Weka, se<0ecidio trabajar
con la interfaz de explorer, la cual permite procesar, clasificar, asociar y viSualizar datos
intuitivamente sobre archivos de datos, ademas de contener una gran cantidad de

algoritmos que se pueden utilizar para el andlisis de los datos (ver figura 12).
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Figura 12

Interfaz prinCipal de Explorer de la herramienta Weka.

@ Weka Explorer — a %
_[[Preprocess | LB

Open file Open URD. Open DB Generate.

Filte:
Choose | Nene

Current relation Selected attribute

Relation: Mone Atiributes: None Name: None Weight Nane Type: None
Instances: Mone Sum of weights: None Missing: None Distinct: None Unique: None

Attributes

7| visuaiize Al

Status

Welcome Lo the Weka Explorer Log “v\ x0

Nota: Elaboracion propia.

La dltima herramienta utilizada fue (la'herramienta de Microsoft Azure Machine
Learning, donde se cred una cuenta de Azure, para tener acceso a la herramienta, con
esta cuenta se tuvo acceso a todos los servicios que ofrece Azure sin que se genere
algun costo por 30 dias, transcurridos estos dias se generd un costo a pagar de $0.166
dolares por hora, es decir, cada hora que se trabajaba en la heframienta generaba un
costo.

En la figura 13 se presenta la interfaz principal de Microsoft Azure, eonfermada por
cuatro secciones principales, las cuales son: servicios de Azure, navegar, hertamientas

y vinculos utiles.
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Figura 13
Interfaz prinCipal de Microsoft Azure.
— Microsoft Azure  [G] Axm.ﬁwien] © Buscar recursos, servicios y documentos (G+/) B & ’ @ 7?7 © zuimg‘h:m& &
Servicigsfde Azure
-+ b’ [ @ | @ — ol T b N -
rear ur o de Magquina: App Service Cuentas de QL Database Azure ervicios d aplicacién de bs ser
DKo Caaigh K t [
Navegar
r\ ¥ =% Todos | E40
Herramientas
I 1 Rz ure Mogitor
WJ prend Qj Supaa® las apl U ¥ j | :.’
los euf A BT e st iy, L
Vinculos utiles Aplicacion mévil de Azure

Nota: Elaboracion propia.

Una vez analizado la interfaz,” se~procedio”a buscar el servicio de Azure Machine
Learning, que se encuentra en la categoria defInteligencia artificial (Al) + aprendizaje
automético. Donde de la herramienta de Azure Machine Learning se tiene que crear un
area de trabajo para administrar las soluciones de aprendizaje automatico para mineria
de datos.

En la figura 14 se muestra la interfaz para la creacion del-area de trabajo de la
herramienta, donde se tienen que llenar los siguientes campos: a)(grupo de recursos, el
cual se puede crear rapidamente en esa interfaz, b) nombre del &rea dedtrabajo, c) regién,
d) cuenta de almacenamiento, €) almacén de claves y f) application insights«(informacion

de la aplicacion) (ver figura 14).
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Figura 14
Interfaz parala creacion del area de trabajo en Microsoft Azure Machine Learning.

Todos los servicios » Apfendizaje automético

Aprendizaje autam... <« Aprendizaje automatico

Directorio predeterminado Creacién de un drea de trabajo de Machine Learning

L . Aspectos basicos  Redes  Opciones avanzadas Etiquetas  Revision y creacion
+ Crear @ Administrar vistahg® 28

Detalles del proyecto

| Filtrar por cualquier campo...

Seleccione la suscripcion para administrar recursos implementados y los costes. Use los grupos de recurses como carpetas

Nombre T para organizar y administrar todos los recursos.
Suscripcion * (D | Suscripcion de Azure 1 v ‘
|
Grupo de recursos ¥ (O | (Nuevo) Mineria Y4 ‘
Crear nuevo

Detalles deldrea de trabajo

Especifiquesehnombre y la region del area de trabajo.

s . Nombre del dreaffle Thabajo * O Algoritmos_datos v
No hay areas de trabajo de ’ [ |
Machine Learning para mostrar Region * (@ | centro-sur de €. UU. 2
Cree un rea de trabajo de Machine Learning para
administrar las soluciones de aprendizaje automatico Cuenta de almacenamiento * ¢ | (nuevo) algoritmosdato3313614280 v ‘
durante todo el ciclo de vida de ciencia de datos. Crear nuevo
Crear area de trabajo de Machine Learning Almacén deglaves ® (O | (nuevo) algoritmosdato7004726063 ~ ‘
Crear nuevo
Més informacion &
Application Insights@® (i | tnuevo) algoritmosdato4979344079 ~ ‘

Caéak nuevo

Nota: Elaboracion propia.

Una vez llenado los campos y dando “clic en el”betdn revision y creacion, la
herramienta comienza con la implementacion del area de trabajo, una vez completada la
creacion e implementacion del area de trabajo, se visualiza la misma con la informacién
esencial del area de trabajo y aparece la opcién de iniciar en Azure Machine Learning
Studio, el cual es un portal web de Azure Machine Learning para la creacion,
entrenamiento, evaluacion e implementacion de los modelos de aprendizaje automatico

(ver figura 15).
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Figura 15
Area de trabajo creada en Microsoft Azure Machine Learning.

#~ Informacién esencial Vista JSON

Grupo de recursos : Mineria URL web de Studic : https://ml.azure.com/?tid=41db69c1-3805-42b3-b27d-681d956efe3a&ws...
Ubicacién : Centro-Sur de EE. UUL Almacenamiento @ algoritmosdato3313614280

Suscripcién : Suscripcién de Azure' Registro

Id. de suscripcién 1 42a54610-1206-4523-9995-24d00832001¢ Key Vault : algoritmosdato7004726063

Application Insights : algoritmosdato4979344079

Administracion del ciclo de vida del aprendizaje automatico

Use Azure Machine Learning Studio para crear, entrenar
evaluar e implementar modelos de aprendizaje automatico
Més informacién o

Nota: Elaboracién propia.

3.3.2 Creacion de un conjunto de datos de destino

El segundo paso de la metedologia KDD.de creacién de un conjunto de datos de
destino, es donde se comienza a seleccionargel conjunto de datos o un subconjunto de
diversas tablas, variables o muestras dedatos, les cuales son los que se utilizan para
realizar el analisis de los datos (Fayyad, Piatétsky-Sapiro & Smyth, 1996).

El conjunto de datos utilizado fue el dataset obtenido.de,la investigacion de Garcia y
Silva (2019), que esta conformado por solo una tabla con.22 items y 746 registros,
ademas de seis items en relacion con informacién sobre el estudiante.con lo es el género,
edad, ciclo escolar, Divisibn Académica, asignatura que cursa, promedio obtenido en el
bachillerato.

Ademas, al conjunto de datos se agregd un item o variable mas, la<cual contiene
informacion sobre si el alumno es autorregulador o procrastinador, ya que esta yariable

es importante al momento de realizar mineria de datos con algoritmos supervisados,
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como lo son los arboles de decision. De los 746 registros que contiene el dataset, 672
registros pertenecen a la clase de autorregulador y 74 registros pertenecen a la clase
procrastinador, es decir la mayoria de los registros pertenecen la clase autorregulador.
En la tabla 14 se" muestra el nimero y nombre de las variables que componen el
conjunto de datos de destino, que se utilizé para la realizacion de mineria de datos. Este
conjunto de datos contiene datos numericos y no numéricos, es decir, texto (ver tabla 14).

Tabla 14
Conjunto de datos del dataset.

Variables o items

No

1 Género

2 Edad

3 Ciclo escolar

4 Division Académica
5 Asignatura que cursa

6 Promedio obtenido en el bachillerato

7 . Cuando tengo que hacer una tareasla. dejopara el Gltimo minuto.
8 . Me preparo con anticipacion para les examenes)

9 . Cuando me asignan lecturas las leo(la hoche anterior.

1
2
3
10 4. Cuando me asignan lecturas las revisg'elymismo dia de clase.
11 5. Cuando tengo problemas para entender‘algo, inmediatamente trato de buscar ayuda.
12 6. Asisto a clase.
13 7. Trato de completar el trabajo asignado lo mas pronto pesible.
14 8. Postergo los trabajos de los cursos que no me gustan.
15 9. Postergo las lecturas de los cursos que me disgustan.

16  10. Intento mejorar mis habitos de estudio.

17  11. Invierto el tiempo necesario en estudiar aun cuando el tema sea aburrido.

18 12. Trato de motivarme para mantener mi ritmo de estudio.

19 13. Trato de terminar mis trabajos importantes con tiempo de sobra.

20 14. Me tomo el tiempo de revisar mis tareas antes de entregarlas.

21  15. Dejo para mafiana lo que puedo hacer hoy.

22 16. Disfruto la mezcla de desafio con emocién de esperar hasta el Gltimo minuto para
completar una tarea.

23 17. Mientras desarrollo mis actividades del curso en linea me conecto a otras\paginas
gue son de mi agrado (a través de la computadora o mi celular).

24 18. El impulso por revisar mis redes sociales mientras estoy revisando el curso.en linea
es incontrolable.
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No. Variables o items
25 19. Iavierto mas tiempo en revisar diversos sitios mientras estoy en la plataforma del
curso que-en desarrollar las actividades.
26  20. Me siento nervioso y hasta desesperado si no puedo navegar libremente en el Internet
mientras hagoe-mis actividades.
27 21. He dejado de hacer tareas de mi curso por distraerme con el Internet.
28 22. Trabajo en‘lasplataforma con mi celular, por un lado.
29 ¢ El estudiante eg’prograstinador o autorregulador?
Nota: Elaboracion propia_eon base en Garcia y Silva (2019).

El dataset se encontraba‘en un formato hoja de célculo (xIsx) y las herramientas a
utilizar no leen este tipo de archivo, por ese motivo se decidié6 cambiar el formato de
archivo por el de valores delimitados por coma (CSV) o mejor conocido como CSV, que
es un formato de archivo que la mayor parte de las herramientas lee y este es el caso de
Lenguaje R, Microsoft Azure Machine Learning y Weka.

3.3.3 Limpieza de datos*y procesamiento previo

Segun Fayyad, Piatetsky-Sapiro & Smyth{(1996) en este paso se realizan las
operaciones basicas para la limpieza de datos.y procesamiento previo de los mismos, es
decir, operaciones tales como: eliminacion «de ruido“e” valores atipicos en su caso,
seleccion de informacidén necesaria para modelar, determinacion de estrategias para el
manejo de los campos de datos que faltan y contabilidad de-la informacién en la
secuencia de tiempo y cambios conocidos, asi como problemas ¢on la base de datos,
como el tipo de datos, esquemas y mapeo de valores perdidos y desconocidos.

Una vez analizado cada uno de los datos y variables que contienen’ el“dataset, se
procedi6 a la limpieza de los datos y preparacion para el preprocesamiento previg de los

datos para las herramientas. Durante la etapa de limpieza de los datos, se detéctaron
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datos nulos/o vacios y el campo Ciclo escolar, contenia datos no homogéneos y con alto
grado de variabilidad.

Al momento deé realizar la lectura del dataset en la herramienta Weka se obtuvo una
tabla con los datos#que contenia el campo, esto permitié tener un recuento de la
variabilidad del dato y viSualizar detenidamente los datos almacenados en este campo.
En la figura 16, se puede apreciar la variabilidad de los datos que se puede tener en un
solo campo, cuando lo datos nolestan homogéneos y la interpretacion que el usuario final

(en este caso estudiantes) hacen sobre dicho campo (ver figura 16).

Figura 16
Tabla generada en Weka en relacion con el campo Ciclo escolar.

Mame: Ciclo escolar Type: Nominal
Missing: 0 (0%) Distinct: 264 Unique: 166 (22%)
MNao. Label *Caunt Weight

1 3ro semestre 1 1.0
2 2019 91 91.0
3 2016-2021 1 1.0
4  Febrero-Agosto 2019 32 32.0
5 BA° semestre 1 1.0
6 febrero- agosto 2019 3 3.0
7 B semestre 10 100
8 Febrero-Agosto 5 5.0
9 feb-jun 2 20
10  4to semestre 10 10.0
11 2017 5 50
1?2 Febh- Aoo 2019 1 10

Nota: Elaboracion propia.

De igual forma se consideré que cada uno de los campos, datos™yiregistro que
contiene el dataset seran utilizados, con el fin de obtener mas informaeion, porque
mientras mas datos y campos se tengan para realizar mineria de datos, mas informacion

se puede obtener de ellos para después poder interpretarlos.
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Aunadora lo anterior se realiz6 el preprocesamiento de los datos en las herramientas,
para verificaf=que la lectura y visualizacion de los datos del dataset sea correcta.
Finalmente se detectd que los nombres de algunos campos se leian de forma correcta,
pero por los acentas de las palabras y espacios entre palabras, se apreciaban con
algunos simbolos y puntos.en el caso de RStudio (ver figura 17).

Figura 17
Preprocesamiento del dataset en.las herramientas.

Console  Terminal Jobs -

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/
[19] "X.13..Trato.de.terminar.mis.trabajos¢importantes.con.tiempo.de.sobra..”

[20] "X.14..Me.tomo.el.tiempo.de.revisar.mis.tareas.antes.de.entregarlas.."”
[21] "X.15..Dejo.para.manana. lo.que.puedo.hacer.hoy.."

[22] "X.16..Disfruto. la.mezcla.de.des@fio.con.emocionsde. esperar.hasta.el.ultimo.minuto.para.complet
ar.una. tarea.."

[23] "X.17..Mientras.desarrollo.mis.acti®dades.del.scupso.en. linea.me.conecto.a.otras.paginas.que.s
on.de.mi.agrado..a.través.de. la.compu.o.mi.eglular.. ./

[24] "X.18..El.impulso.por.revisar.mis.redes.sociales. mi€ntras.estoy.revisando.el.curso.en. linea.es.

incontrolable.."”

y i L N - —
No. Name Y 4 O )
1 L_J »¢Marca temporal l
2 || GA®nero

3 [ ] Edad

& (] Divisif*n AcadA@mica

6] Asignatura que cursa

7 L_J Promedio obtenido en el bachillerato

s [1. Cuando tengo que hacer una tarea, la dejo para el A%timo minuto.]
9] [2. Me preparo con anticipacif®n para los exAjmenes ]

Nota: Elaboracién propia.

Por lo anterior se modificaron el nombre de cada una de las variables, por nombres
mMas cortos, que se pudieran identificar rapidamente y que no tuvieran espacio entre cada
palabra, nimero o simbolos. En la tabla 15 se muestra la modificacion offenombre de

cada variable (ver tabla 15).
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Tabla 15

Modificacion del nombre de las variables del dataset.

No. Variables o items No. Variables o items
1 Género 16 item10

2 Edad 17 item11

3 CicloEscolar 18 item12

4 DivisionAcadémica 19 item13

5 AsignaturaCursa 20 item14

6 PromedioBachillerato 21 item15

7 fteml 22 item16

8 ftem?2 23  item17

9 item3 24  item18

10 item4 25 item19

11  item5 26 item20

12  item6 27 item21

13 item7 28 item22

14  [tem8 29 ClaseEstudiante
15 item9

Nota: Elaboracién propia.

Por otro parte, se detecté que‘eraynecesario modificar el tipo de dato de la variable

Ciclo escolar, ya que al momento de utilizar uno de.Jas algoritmos de mineria de datos,

este algoritmo mandaba error al momente de visualizar los resultados obtenidos y por

ese motivo se homogeneizaron los datos y por conseetente a cada dato se le dio un

namero, para que el tipo de dato sea numérico igual que los*Campos y no se presentara

este error.

Lo anterior se llevo a cabo gracias al filtrado de datos donde sé ‘identificaron que los

datos compartian similitudes, referencias y conceptos parecidos, los etiales se podrian

agrupar como un solo dato para homogenizar esos datos y asi consecutivamente con los

demas datos. Al final este campo quedo con una variabilidad o catalogo de 68,datos.
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En la tabla«16 se muestra un extracto de lo anteriormente descrito donde se realiz6
la homogeneizacion de los datos y numeracion para identificarlos (ver tabla 16). Aunado
a lo anterior, en el'apéndice A se encuentra el catalogo de la descripcion de los valores

de los datos de cada‘qQue contiene cada variable o item que conforma el dataset.

Tabla 16
Extracto de la homogeneizacCion y numeracion de los datos del campo Ciclo Escolar.
Datos no homogéneos Datos homogéneos Numeracion

01/02/2019 01/02/2019 1
2 2 2
3 3 3
feb-ago2019 Febrero-Agosto 2019 62
feb-agosto 2019 Febrero-Agosto 2019 62
feb-agostp 2019 Febrero-Agosto 2019 62
FEBERO- AGOSTO 2019 Febrere=Agosto 2019 62
Preparatoria Preparatoria 68

Nota: Elaboracion propia.

De igual forma al haber campos nulog olvacios“muy pocos por cada variable o item
del dataset se llenaron estos campos con elFnumero cero, para indicar que estos datos
no representaban algun dato relevante dentro de los datos#Esto se realizé con el objetivo
de prevenir cualquier error al momento implementar cualquiera de los algoritmos en las
tres herramientas.

Aunado a lo anterior, se detectd que era necesario modificar el tiposde dato de las
variables, ya que uno de los algoritmos para mineria de datos utiliza datos' neminales o
de caracter, con el propésito de no tener problemas de lectura o analisis de les)datos al
momento de realizar la implementacion de la técnica de mineria de datos en-las,tres

herramientas.
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Esta modificacion se realiz6 de acuerdo con lo que representan o significan los datos
numeéricos. Rer“ejemplo, la variable o columna Género contenia los datos uno y dos,
cuales representaban hombres o mujeres, y con la modificacion los datos de la variable
fueron: valor uno a Hombres y valor dos a Mujeres; asi como este ejemplo se realizo la

modificacion de los datos'para cada una de las variables (ver figura 18).

Figura 18
Renombre y modificaciones de.los datos del dataset.
A B C ¥ &\ E F G H | J
1 Género Edad CicloEscolar Di\fisic’mAca_déAs_ignaturaCur PromedioBac| item1 item?2 item3 item4
2 |Mujeres 21 afios 3ro. semestre DAMC /Derechos Hun Menos de 9y Nunca Aveces Nunca Siempre
3 Mujeres 21 afios 2019 DACBIOL Filosofia y EtitMenos de 9y Casinunca  Siempre Siempre Nunca
4 Mujeres 20 afios 2016-2021  DACS Filesofiay EtitEntre 9y 10 A veces Aveces Aveces Aveces
5 Mujeres 19 afios Febrero-Agos DAMC _ Comuficaeior Entre 9y 10 Nunca Casi siempre Casi siempre Aveces
6 Mujeres 46 afios 6to. semestre DACB /' Derechos HunMenos de 8 y A veces Casi siempre Casinunca  Casinunca
7 Hombres 20 afios Febrero-Agos DACS = 4 __ Habilidades d_é Entre 9y 10 Casinunca  Casisiempre Aveces Aveces
8 Mujeres 46 afios 6to. semestre DACB P "D_erEEhos Hurl Menos de 8 y Casinunca  Casisiempre Casinunca  Casinunca
9 Mujeres 20 afios Febrero-Agos DACS _'Fi!cisoﬁa y EtiJ—E_ntre 9y10 Aveces Casi siempre Casi siempre A veces
10 Hombres 20 afios Febrero-Junio DAMC ‘€omunicacior Enge9 y10 Nunca Siempre Casi siempre Casi siempre
11 Mujeres 21 afios 4to. semestre DAIA Comuieacior Entre®y 10 Nunca Siempre Nunca Nunca
12 Hombres 20 afios Febrero-Junio DAMC Cornupi€acior Entre 9410 _TCasi nunca  Siempre Aveces Siempre
13 Hombres 19 afios 2017 DACB Derechg§ Hup Entre 9 y-10 _LCESi nunca Siempre Nunca Nunca
14 Mujeres 21 afios Febrero-Agos DACS Tecnologia dekntre 9 y 100  Casi siempre Siempre Aveces Aveces

Nota: Elaboracion propia con base en Garciay Silva (2019).
3.3.4 Reducciony proyeccién de datos
El cuarto paso de la metodologia es la reduccion y proyeccion de datos, donde segun
Fayyad, Piatetsky-Sapiro & Smyth (1996) se realiza una busqueda de caracteristicas
Gtiles para representar los datos. Lo anterior, se efectla, dependiendo del objetivo de la
tarea y el uso de métodos de reduccion de dimensionalidad o transformacion para reducir
el numero efectivo de las variables de estudio o encontrar representaciones‘invariantes

en los datos.
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En el caso.de la investigacién una vez analizado el dataset se lleg6 a la conclusion
que no se reduciran los datos almacenados en el dataset, sino que se realizara un analisis
con cada una lasvariables y datos para poder identificar de mejor forma los patrones de
conducta de los estudiantes asociados a procrastinacion y autorregulacion académica.

El motivo del por qué™no se reduce el numero de datos a utilizar y variables es porque
permite tener una mejor interpretaciéon de los datos, ya que, si se reduce desde el
principio, podrian existir dato$ ospatrones que tal vez no se analicen y se pierda
informacion y conocimiento importante acerca de la procrastinacion y autorregulacion
académica.

3.3.5 Eleccion de funeion de los.datos de extraccion

El propdsito del paso de eleccion de funcion de los datos de extraccion es seleccionar

y describir por qué la utilizacion de la técnica de'mineria de datos a utilizar. En la figura

19 se muestra la clasificacion de estas técniCas (ver figura 19).
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Figura 19
Clasificacion de las técnicas de mineria de datos.
—>| Regresian ‘
—r| Analisis de la varianza y covarianza ‘
—r| Series temporales ‘
| S;ﬁz;gi’i‘;o ——>| Métodos bayesianos ‘
—'| Algoritmos genéticos ‘
Discriminante
—h| Clasificacién ad hoc Aét::‘lilséie
Técnicas de
mineria de datos Redes
neuronales
Clustering
—>| Clasificacion post hoc
Segmentacidn
—>| Asaciacion ‘
i —> Dependencia

1 N Descgptlhs | |
> s —F| Reduccion de la dimension ‘
—>| Analisis exploratorio ‘

—'| Escalamiento multidimensional

Nota: Elaboracion propia con base en‘Pérez y Satin (2008 como se citdé en Gutiérrez y
Bernardo, 2015).

Durante ese paso de la metodologia se analizarondas.diferentes técnicas y funciones
de extraccion de datos o conocimiento, pero desde antesiya se habia realizado una
seleccion de las técnicas de mineria de datos a utilizar, las cuales son: arbol de decision,
agrupamiento y reglas de asociacion.

El motivo de la eleccién de los arboles de decisidn es que permitenda visualizacion
de un modelo de forma jerarquico donde cada elemento representa una.garias clases
que se van ampliando a través de nodos. Por otro lado, la técnica de agrupamiento es
realizar un analisis de conglomerados y agruparlos a través de varias categorias, clases
0 grupos que dependen de esa clase.
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Por ultimo,«la técnica de reglas de asociacion establece las reglas de clasificacion y
asociacion dependiendo de los elementos y variables que se estén utilizando. A su vez
una sola regla de”asociacion predice el valor de mas de un atributo o variable. Es por
estos motivos y porque, son las técnicas un poco mas utilizadas y populares para el
andlisis de datos y deScubrimiento de conocimiento a partir de los datos que se
seleccionaron estas técnicas.

3.3.6 Eleccion de algoritmo(s) de mineria de datos

El sexto paso de la metodologia es, la eleccién de algoritmos(s) de mineria de datos,
de acuerdo con Fayyad, Piatetsky-Sapiroz& Smyth (1996) en este paso se seleccionan
los algoritmos a implementar end1a/busqueda-de patrones en los datos, tales como decidir
qué modelos y parametros pueden ser apropiados; busqueda de un método de mineria
de datos, en particular con los criterios ‘generales delyproceso de KDD.

Como este paso lo indica se procedid a’lajeleccion de los algoritmos de mineria de
datos, de acuerdo con las técnicas seleccionadas anteriermente en el paso cinco de la
metodologia.

La técnica de arbol de decisién contempla diferentes algoritmosspara la generacion
de arboles de decision; dentro de estos se encuentra el algoritmo €4.5 g J48, el cual es
el algoritmo que se utilizé en esta investigacion. En la figura 20 se muestran los tipos de

algoritmos de arbol de decision e informacion del algoritmo seleccionado (Verfigura 20).
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Figura 20
Tipos de algoritmos y Algoritmo C4.5 o J48 de arbol de decision.

Arbol de decision

Algoritmo Tipos
seleccionado
Arbol CART
C450J48
0 REPTree
I Random Tree
! 1 C4.50J48
LMT (Logistic Model Tree)
Genera Resltado M5P {Arbol de regresicn)
I ID3 {Induccion Decisidon Tree)
l l Ramdon Forest
Un arbol de decision a partir del Clasificador en |Mamz de confusion. |
conjunto de muestras de forma de érbol
entrenamiento. de decision.

>

Con lasiguiente estructura

Dos tipos de nodos: una hoja que indica una Wna.rama y un subarbol para cada posible
clase o un nodo de decisidn que especifica resultado de la prueba.

algunas pruebas que se llevaran a caboen
un solo valor de atributo.

Nota: Elaboracion propia con base.en.Charris'et al. (2018) y Kantardzic (2011).

Dentro de la técnica de agrupamiente.seleccionado anteriormente existen diferentes

algoritmos a utilizar, de los cuales se seleccion6 el algoritmo K-means; en la figura 21 se

muestra los tipos de algoritmos de agrupamiento .e informacion del algoritmo

seleccionado (ver figura 21).
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Figura 21

Tipos de algoritmos y Algoritmo K-means de agrupamiento.

Agrupamiento

« Enlace simple o vecino mas cercano.
+ Enlace completo o vecino mas lejano.
+ Unién mediante el promedio.

+ Método de Ward.

Divisivos {
Particionales {

-

Concepto

Aglomeracién

Jerarquicos

Maonothetic .

Clasii L.
asiicacion Pg|y‘thetic_

ded@lgoritmes

K-means.
K-medoids.

por MacQueen; representa cada uno de los grupos por

la media

Es uno de los mas utilizados y conocidos, propuesto
(0o media ponderada) de sus puntos

Encontrar y agrupar en clases los puntos de datos
que tienen una alta similitud entre ellos. Cuanto mas
cerca estén los puntos de datos, mas similares y con
mas probabilidades de pertenecer al mismo clister
Seran.

Objetivo
Algoritmo
seleccionado

{ K-means {

1. Elegir el centro del grupo para que sea el centro que
minimiza la distancia al cuadrado total desde cada uno
de los puntos del grupo hasta su centro.

2., Después de la estabilizacion se asigna un centro del

grupo mas cercano, por lo gue el efecto es generar y

minimizar la distancia al cuadrado total desde todos los

puntos hasta sus centros de grupo.

2. Los grupos finales son bastante sensibles a los centros

de grupos iniciales.

Proceso \)

\

\. -
Nota: Elaboracion propia con base en Roman (2019);-Schiatti (2017); Vallejo (2016) y

Witten, Frank y Hall

(2011).

El tercer algoritmo seleccionado a utilizar-fue el algeritmo A priori, el cual pertenece a

la técnica de reglas de asociacién. La figura 22 contienen’las tipos de algoritmos que

existen de esta técnica e informacion sobre el algoritmo A priori” (ver figura 22).
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Figura 22
Tipos de algoritmos y Algoritmo A priori de reglas de asociacion.

Reduce el conjunto de elementos
candidatos al podar aquellos

Equivalence Class conjuntos de elementos candidatos
Transfermation que no pueden ser frecuentes.
(ECLAT)
Hash-Based ‘[
Concepto
Apriari ‘—l— I
1 —L Reglas de » Algoritmo > o
(' asociacion seleccionado Apriori
[Frequent Pattern 1
Growth (FP-Growth) l Etapas —
Partitioning
| Segunda |
lldentiﬁcacién de todos los items
gue ocurren con frecuencia por

encimasde un determinado limite.

Convertir esos items frecuentes en
reglas de asociacion.

Nota: Elaboracion propia con base_en Amat (2018) y Kantardzic (2011).

Por lo anteriormente descrito 'y por ser algoritmos utilizados para la mineria de datos
y analisis de datos, se decidio utilizar.estos algeoritmos.

3.3.7 Mineria de datos

El séptimo paso es el mas importante dentro de lametodologia ya que en este paso
se lleva a cabo el analisis de los datos por medio de la minéria de datos, donde se utiliza
el dataset ya anteriormente preprocesado y realizada la limpieza de los datos a utilizar, y
donde se utilizan las técnicas y algoritmos seleccionados en los pases anteriores.

Segun Fayyad, Piatetsky-Sapiro & Smyth (1996) este paso es donde se realiza la
busqueda de patrones de interés en una forma de representacion en'particular o un

conjunto de representaciones, dependiendo del modelo y algoritmo utilizado.
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Este paso se dividira en tres partes porque se describira el proceso que se llevo a
cabo para la‘implementacion de la mineria de datos utilizando los tres algoritmos en las
tres herramientas:

3.3.7.1 Lenguaje R

La mineria de datos se llevo a cabo utilizando la herramienta RStudio, la cual permite
visualizar y acceder de forma mas rapida y grafica a los cédigos, tablas y gréficos. La
primera técnica de mineria de datos que se implemento en el dataset, fueron los arboles
de decision y se utilizé el paquetei_ libreria de C50 el cual es una libreria para realizar
arbol de decision y modelos basados en reglas, ademas que este algoritmo estd basado
en el algoritmo C4.5 0 J48, el cual/es el algoritmo que se seleccion6 anteriormente.

En primer paso para la realizacion'de los(arboles de decision fue realizar la lectura
del dataset, esto implementando comandos comg read.csv para leer el dataset, view()
para la visualizacion del mismo y summary() para resumir los detalles de cada variable,
ademas de renombrar el dataset dentro de la herramienta’ En la figura 23 se muestra el

cadigo utilizado para la lectura del dataset y la ejecucion de estas (ver figura 23).
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Figura 23

Lectura deldataset en RStudio para arbol de decision.

##LECTURA DEL DAPFASE T##
procras_autornelf=/read.csv("../Mineria-Tesis/procras_autorrel.csv") #Leer dataset
View(procras_atorread) #Visualizacion del dataset

datos <- procras_autogrel #Renombre del dataset]

2
3
4
5 summary(procras_auforfel) #Resumen de las variables del dataset
6
6::3

(Top Level) =

Console

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis§

Terminal

Jobs

##LECTURA DEL DATASET##

View(procras_autorrel) #visualizacien del dataset

>
> procras_autorrel = read.csv("../Mineria-Tesis/procras_autorrel.csv") #Leer dataset
>
>

summary(procras_autorrel) #Resumen dedas variables del dataset
DivisionAcadémica AsignaturaCursa PromedioBachillerato

Géner

o

Min. 1.
1st Qu.:1.
Median :2.
Mean 1.

3rd Qu.:
Max.
Item
Min.
1st Qu.:
Median
Mean :
3rd Qu.:
Max. :
Ttem
Min.

1
Median
Mean
3rd Qu.:
Max. :
Tteml
Min.

0

8

1st Qu.:1.

Median
Mean :
3rd Qu.:
Max.
> datos <~

2
2
2
0
3
4
3
5
5
0.
1st Qu.:4.
4
4
5
5
0
2
2
3
5

000
000
000
631

. 000
. 000

. 000
.000
.000
.934
.000
. 000

000
000

.000
.227
. 000
.000

.000

000

. 000
.001
. 000
.000

Edad

Min. 1 17.00
1st Qu.: 20.00
Median : 21.00
Mean :21.43
3rd Qu.: 22.00
Max. :189.00

Item3
Min. :0.000
1st Qu.:2.000
Median :3.000
Mean :3.032
3rd Qu.:4.000
Max. :5.000

Ttemll
Min. :0.00
1st Qu.:3.00
Median :4.00
Mean :3.74
3rd Qu.:4.00
Max. :5.00

Iteml9
Min. :0.000
1st Qu.:1.000
Median :2.000
Mean :1.985
3rd Qu.:3.000
Max. :5.000

CifcloEsedtar

Min> T 1.00
1st Qu.:23.25
Median :47.00
Mean 43701
3rd Qu. :62400
Max. :68%00
Itemd
Min. 0.000
1st Qu.:2.000
Median :3.000
Mean 3.021
3rd Qu. :4.000
Max. :5.000
Tteml2
Min. :0.000
1st Qu. :4.000
Median :4.000
Mean 4.282
3rd Qu. :5.000
Max. :5.000
Ttem20
Min. :0.000
1st Qu.:1.000
Median :1.000
Mean :1.839
3rd Qu. :2.000
Max. 5.000

.000
.000
.000
466
.000
.000

.000
.000

000

.702
.000
.000

Tteml
:1.000  Min. :1.000 Min. 0. 000
1.000 1st Qu.:1.000 1st Qu.:2.000
2.000 Median :2.000 Median :3.000
12,476 Mean :1.655 Mean 2.477
3.000 3rd Qu. :2.000 3rd Qu.:3.000
5.000 Max. 3.000 Max. 5.000
Item7 Item8 Item9
.000  Min. :0.000 Min. :0.000 Min. 0
000  1st Qu.:4.000 1st Qu.:2.000 1st Qu.:2
000 Median :4.000 Median :3.000 Median :3
792 Mean 14,229 Mean :2.503 Mean 12,
.000  3rd Qu.:5.000 3rd Qu.:3.000 3rd Qu.:3
.000 Max. 15.000 Max. 5.000 Max. 5
Ttemls Ttemlé Tteml?
000  Min. :0.000  Min. :0.000  Min. 0
Q00 1st Qu.:2.000 1st Qu.:1.000 1st Qu.:2
000 Median :2.000 Median :2.000 Median :3.
.147 Mean 2.395 Mean 12.342 Mean 2
. 000 3rd Qu. :3.000 3rd Qu. :3.000 3rd Qu. :4
.000 Max. 15.000 Max. :5.000  Max. 5
2 ClaseEstudiante
000 Length:746
000 Class :character
000 Mode :character
%14
000
000,

Min. : 1.000 Min.
1st Qu.: 3.000 1st Qu.:
Median : 4.000 Median :
Mean 1 5.044 Mean
3rd Qu.: 6.000 3rd Qu.:
Max. :12.000 Max. :
Ttems Itemé
Mint 0.000 Min. :0
ISt Qu. :3.000 1st Qu.:5.
Medianms:4.000 Median :5.
Mean 3.901 Mean 4.
3rd Qira:5p000  3rd Qu.:5
Max. 15.000 Max. :5
Ttemi3 Tteml4
Min. 10.000¢ Min. 0.
1st Qu. : 43000 1st Qu. :4.
Médian :4.000 Median :4
Mean 4. 07 g Mean 04
3rd Qu. :5.000 3pd Qu.:5
Max. :5.000 Max. 5
ItemZ21 Item2
Mig. :0.000  Min. 0.
1st Qu. 71.000 1sErQu. 2.
MediaW™: =000  Median :3.
Mean 11.716 Mean 20
3rd Qu.: 24000 3rd Qui:4.
Max. :5. 000 Max. N

procras_autorrel #Renombre del dataset

Nota: Elaboracion propia.

Una vez realizado la lectura del dataset y comprobar<€l tipo de dato y detalles de las

variables o items, se procedié a instalar el paquete y libreria de C50, utilizando los

comandos install.packages() y library() (ver figura 24).
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Figura 24
Libreria cargada C50 para el arbol de decision en RStudio.
10 ##CARGA DE LIBRERIAS DEL PAQUETE DE ARBOL DE CLASIFICACION C5.0##

11 1install.packages ("C50™)
12 1ibras(C50)

13 -
16:1 (Top L?JED_:_

Console  Terminal ' Jobs

R R41.0 - ~/MAESERIA MELgMineria-Tesis/

> ##CARGA DE LIBRERTAS DEL PAQUETE DE ARBOL DE CLASIFICACION C5.0##

> install.packages &F¢50")

Installing package \int¢ °‘C:/Users/Zully Guzman Caraveo/Documents/R/win-library/4.1"’
(as ‘Tib’ 1is unspecified¥

trying URL "https://cfan.pgstudio.com/bin/windows/contrib/4.1/C50_0.1.5.zip"'

Content type 'applicatigh/zip' length 476599 bytes (465 KB)

downloaded 465 KB

package ‘C50" successfully umpacked and MD5 sums checked

The downloaded binary packages arsnim
C:\Users\Zully Guzman Caraveo\AppData\Local\Temp\RtmpiOrEiz\downloaded_packages
> Tibrary(C50)
warning message:
package ‘C50" was built under R versi@n™.1.1
> Tibrary(C50)

Nota: Elaboracion propia.

Después de cargar las librerias-gue se utilizaron, se procedio a realizar un cambio del
tipo de dato de la variable ClaseEstudiante de“Caracter a factor, ya que el dato de la
variable categorica en RStudio debe ser‘de-tipo facter, ademas de renombrar la variable
ClaseEstudiante a clase (ver figura 25).

Figura 25
Cambio del tipo de dato de la variable categorica ClaseEstudiante para arbol de
decision en RStudio.

16 ##CAMBIO DEL TIPO DE DATO DE CARACTER A FACTOR DE LAECOLMMNA CLASE##
17 «clase <- vector(length = dim(datos)[1])

18 «clase [datosiClaseEstudiante=="Autorregulador"] <-"AUTORREGULADOR"
19 clase [datos$ClaseEstudiante=="Procrastinador"] <-"PROCRASTINADOR"
20 datosSClaseEstudiante <- factor(clase)

22:1 (Top Level) =
Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/

##CAMBIO DEL TIPO DE DATO DE CARACTER A FACTOR DE LA COLUMNA CLASE## |
clase <- vector(length = dim(datos)[1])

clase [datosiClaseEstudiante=="Autorregulador"] <-"AUTORREGULADOR"
clase [datos$ClaseEstudiante=="Procrastinador"] <-"PROCRASTINADOR"
datos $ClaseEstudiante <- factor(clase)

Nota: Elaboracion propia.

VOWOW VY
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El siguiente paso para la creacion del modelo de arbol de decision, fue la creacion de
un set de entrenamiento para generar un modelo predictivo y un set de prueba para
comparar la eficaCia de este modelo para realizar predicciones correctas en cuanto al
dataset. En la figura 26 se muestra la creacién de estos dos sets, donde el set de
entrenamiento representa.el 80% de total de los datos y el set de prueba representa el
20% de los datos del dataset (ver figura 26).

Figura 26
Creacién de sets de entrenamiente.y, prueba del modelo de arbol de decision en
RStudio.

24  ##CREACION DE LOS SETS DE ENTRENAMIENTO Y PRUEBA##

25 set.seed(125) #Establecér Semilla

26

27 #Devuelve el numeflo de TNlas o columnas presentes en el dataset
28 tamano.total & prow(datos)

29

30 #0btencion de uh ye#€tor o subd@hjunto del 80% de los datos

31 tamano.entreno << petihdttamang. tetal*0.8)

32

33 #0btencion de datos“de fanera atg@tofwa

34 datos.indices <- samgTé@@mtamano.tetal , size=tamano.entreno)
35

36 datos.entreno <- datos|[d@tos.indices,] #5et de entrenamiento
37 datos.test <- datos[-datog.indices,] ¥Seifde prueba

3_8:_1 (Top Level) =
Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/
##CREACION DE LOS SETS DE ENTRENAMIENTO Y PRUEBA##
set.seed(125) #Establecer semilla

#Devuelve el numero de filas o columnas presentes en @Nhdataset
tamano. total <- nrow(datos)

#0btencion de un vector o subconjunto del 80% de Tos datos
tamano.entreno <- round(tamano.total*0.8)

#0btencion de datos de manera aleatoria
datos.indices <- sample(l:tamano.total , size=tamano.entreno)

datos.entreno <- datos[datos.indices,] #Set de entrenamiento
datos.test <- datos[-datos.indices,] #Set de prueba

Nota: Elaboracion propia.

R A A R

La figura 27 se presenta el codigo utilizado para la creacion del modelo de Jarbol de
decision, utilizando la libreria de C5.0(), en la cual se utiliza la variable que representa la

clase categorica a clasificar con las demas variables que se tienen en el dataset, en.este
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caso utilizando el set de entrenamiento, ademas utilizando el comando summary() se
obtiene informacion del arbol de decision y con plot() el grafico del mismo (ver figura 26).
Figura 27
Caodigo para la creacién.del arbol de decision en RStudio.
41 ##CREACION DEWMBDELO DE ARBOL DE DECISION##
4?2 modelo <- C5.0€TaseEstudiante ~ . ,data = datos.entreno) #Arbol de decisiodn
43 summary(modelo) @G\Informacidn sobre el modelo

44 plot(modelo) # GrEiieo
381 (Top Level) =

Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/s®

> ##CREACION DEL MODELO DE ARBQINDE DECISION##
> modelo <- C5.0(ClaseEstudiant&™~« ,data = datos.entreno) #Arbol de decision

Nota: Elaboracién propia.

Después de la creacion del modelo de arbol de decision, se ejecutd el comando
summary() para visualizar la informacion del/arbol de decision obtenido, en el cual se
aprecia el modelo de arbol de decision, asi comorsinformacion de los atributos utilizados

y clasificacion de la variable categérica o €lase (verfigura 28).
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Figura 28

Modelo e informacion del Arbol de decision en RStudio.

Class specified by at&ribute outcome’
Read 597 cases (29 attPibutes) from undefined.data

Decision tree:

Iteml0 <= 3:
.. Item20 > 2:
: t...1teml3 <= 3: PROCRASTINADOR (17)
Iteml3 > 3:
t...Iteml9 > 3: AUTORREGULABORN(S)
Iteml9 <= 3:
:...PromedioBachillerata <=g2; PROCRASTINADOR (7/1)
: PromedioBachillerato # 2: AWTORREGULADOR (2)
Item20 <= 2:
:...Ttem18 > 3: PROCRASTINADOR (3)
Tteml8 <= 3:
t...Item8 > 3:
r...1tem5 <= 4: PROCRASTINADOR (4)
item5 > 4: AUTORREGULADOR (2)
Item8 <= 3:
r...Item7 > 3: AUTORREGULADOR (39)
Item?7 <= 3:
:...CicloEscolar <= 54: AUTORREGULADOR €8)
: CicloEscolar > 54: PROCRASTINADOR (3)
Iteml0 > 3:
rL..Iteml8 > 3
t...Tteml > 3: PROCRASTINADOR (8)
Iteml <= 3:
r...Ttem9 > 4: PROCRASTINADOR (4)
Ttemd <= 4:
r...Item2l <= 3: AUTORREGULADOR (1942
: Item21l > 3: PROCRASTINADOR (4/1)
Tteml8 <= 3:
:...1tem6 > 4: AUTORREGULADOR (417/4)
Ttemb <= 4:
t...item5 > 3: AUTORREGULADOR (31)
items <= 3:
r...Iteml7 <= 2: AUTORREGULADOR (15)
Iteml? > 2:

r...Iteml <= 2: AUTORREGULADOR (2)
Tteml = 2: PROCRASTINADOR (7/1)

Nota: Elaboracién propia.

Decision Tree

(@

534
6

Errors

9( 1.5%) <<

(h) <-classified

Evaluation on training data (597 cases):

as

3 (a): class AUTORREGULADOR
54 (b): class PROCRASTINADOR

Attribute usage:

100.
94.
79.
15.
10.

9.

H R g s s - Co

00%
81%
06%
08%

. 51%

0.0 secs

Iteml0
Itemls

Itemb

item20

items

Item8

item?

Iteml

Iteml3

item9

Iteml7
Item2l
item19
CicloEscolar
PromedioBachillerato

En la figura 29 se muestra el arbol de decisién obtenido“de forma gréafica, para que la

visualizacion de la informacion del arbol de decision sea mas’clara (ver figura 29). De

igual forma, se puede visualizar un nodo en particular, esto con eke@digo plot(nombre del

modelo, subtree = niumero del nodo del arbol) y se subdividira o extraeraiinformacion de

ese nodo.
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Figura 29
Arbol de decision en RStudio.
s
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Nota: Elaboracién propia.

La figura 30 se muestra la realizacion de la prediccion realizada al modelo, es decir,
verificar si el modelo de arbol de decisién realizé~la clasificacion de la clase
correctamente, esto utilizando el comando o la funcién predict() en el set de prueba, para
generar un vector con los valores predichos por el set de entrenamiento. Ademas de

verificar la validacion de los resultados predictivos con los reales.(ver figura 30).
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Figura 30

Verificacion“de la capacidad de prediccion del arbol de decision en RStudio.

50 ##PREDICCION##

51 #validacion de W& capacidad de prediccidon del arbol con el set de prueba

52 prediccion <- pre@det(modelo,newdata=datos. test)

53

54 #validacidén de reguWtddos predictivos con reales

55 res=data.frame(predicciones=prediccion,reales=datos.testiClaseEstudiante)

13
14
15

predicciones
AUTUHRREGULAUUR

AUTORREGULADOR.
AUTORREGULADOR

6 AUTORREGULADOR

reales
AUTURREGULALDK

AUTORREGULADOR
AUTORREGULADOR
AUTORREGULADOR

56

57 17 PROCRASTINADOR = PROCRASTINADOR

co \ &

59:1 (Top Level) 3 _ 18 AUTORREGULADOR AUTORREGULADOR
Console  Terminal Jobs 19 AUTORREGULADOR AUTORREGULADOR
R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/ 20 AUTORREGULADOR AUTORREGULADOR
> ##PREDICCTON## ) o 21 AUTORREGULADOR AUTORREGULADOR
> #Vvalidacion de la capacidad de prediccign del arbol con el set de prueba
> prediccion <- predict(modelo,newdatd=ddtes.test) 22 PROCRASTINADOR  AUTORREGULADOR
> #validacion de resu]ta@os pred1ct1vgs €on reales ‘ 23 PROCRASTINADOR | PROCRASTINADOR
> res=data. frame(predicciones=predicciomredles=datos.testiClaseEstudiante)
> View(res) 24 AUTORREGULADOR AUTORREGULADOR

Nota: Elaboracion propia.

Por ultimo, se realizé la matriz ‘"de confusion del modelo de arbol de decision,
utilizando los datos almacenados en la funcion, prediccion y los datos de la clase del set
de prueba del modelo, de igual forma se realizo el calculo de porcentaje de aciertos
clasificados correctamente de la clase (verfigura 31),

Figura 31
Matriz de confusién y porcentaje de aciertos-de arbol dé decision en RStudio.

59 ##MATRIZ DE CONFUSION##

60 tabla <- table(prediccion, datos.testiClaseEstudiante)

61 tabla #visualizacidén de 1a matriz de confusion

62

63

64

65 ##CALCULO DEL PROCENTAJE DE ACIERTOS##

66 100 * sum(diag(tabla)) / sum(tabla) # % correctamente clasdfticados

67 |

68 {

67:1 (Top Level) = \
Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI|/Mineria-Tesis/

> ##MATRIZ DE CONFUSION##

> tabla «- table(prediccion, datos.test$ClaseEstudiante)
> tabla #visualizacion de la matriz de confusion

prediccion AUTORREGULADOR PROCRASTINADOR
AUTORREGULADOR 130 6
PROCRASTINADOR 5 8
> ##CALCULO DEL PROCENTAJE DE ACIERTOS##
> 100 * sum(diag(tabla)) / sum(tabla) # % correctamente clasificados
[1] 92.61745

Nota: Elaboracion propia.
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Una vez implementado el algoritmo de arbol de decision a los datos, se procedio a
realizar la mineria de datos con el algoritmo K-means de la técnica de agrupamiento o
conocida también’como clustering.

De igual forma ceme en la realizacion de los arboles de decision se realiz6 la lectura
del dataset, visualizacion'de los datos y detalle o resumen de cada una de las variables,
asi como renombrar el dataset en RStudio. Lo anterior, se realiz6 de manera correcta y
el resumen o detalle de las variables fue lo mismo que se obtuvo anteriormente.

El segundo paso fue instalar y cargar las librerias o paquetes para realizar el modelo
de agrupamiento, estas librerias fueron:‘tidyverse() para analisis, tidyr() para ordenar los
datos, cluster() se utilizé para el"analisis dedatos conglomerados o grupos, NbCluster()
libreria para determinar el mejor nimero de cllster para un implementar en un conjunto
de datos, factoextra() visualizacion de lossfesultados de analisis de datos multivariados y
ggplot2() para la visualizacion de datos (verffigura 32).

Figura 32
Librerias utilizadas para la creacion del modelo de agrupamiento en RStudio.

9 Tlibrary(tidyverse)
10 Tibrary(cluster)
11 Tibrary(factoextra)
12  Tibrary(NbCTust)
13  Tibrary(tidyr)
14 Tibrary(ggplot2)
15
17:1 (Top Level) 2

Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/

##CARGA DE LIBRERIAS DEL PAQUETE DE ARBOL DE CLASIFICACION C5.0##
Tibrary(tidyverse)

Tibrary(cluster)

Tibrary(factoextra)

Tibrary(NbClust)

Tibrary(tidyr)
> library(ggplot2)

Nota: Elaboracion propia.

YoV OV W VY
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Despugés de instalar las librerias, se procedié a normalizar o escalar los datos del
dataset, para-quie ninguna variable tenga mas peso que otras variables, esto utilizando la
funcion o comando 'scale() y solo se normalizan las variables numéricas, en este caso
son 28 variables y se’utiliza el comando head() para visualizar las primeras lineas de las
variables escaladas. Entla figura 33 se muestra el codigo completo utilizado para
normalizar los datos de las*variables y a su vez la visualizacién de los mismos datos
escalados (ver figura 33).

Figura 33
Normalizacion de los datos para el modelo de agrupamiento en RStudio.

17 ##NORMALIZACION DE LOS DATOS##

18 datos.scale <- as.data.frame(scale(datos[14281)) ¥Normalizar datos para que ninguna variable tenga mas peso que otra

19 head(datos.scale) #visualizar las primepg@&dTilas d& datos

B

15 (Top Level) 5 R!
Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/
> ##NORMALTZACTON DE LOS DATOS##
> datos.scale <- as.data.frame(scale(datos[1:28])) #Nermalizar datosdpara que ninguna variable tenga mas peso que otra

> head(datos.scale) #visualizar las primeras filas de gatos
Género Edad CicloEscolar DivisionAcadémica ASignaturaCur§a PromedioBachillerato Iteml Item2
1 0.7635977 -0.06199767 0.05131516 -1.5473029 =1.0883183 0.5051779 -1.7097773 -1.12727479
2 0.7635977 -0.06199767 -1.24022036 -1.1647083 <0.3509110 0.5051779 -0.5523418 1.28577254
3 0.7635977 -0.20563201 -0.72360615 -0.7821137 =0m3509110 -0.9612140 0.6050936 -1.12727479
4 0.7635977 -0.34926636  0.98122074 -1.5473029 0.3864963 -0.9612140 -1.7097773 0.07924887
5 0.7635977 3.52886096 0.20629943 -0.3995190 =140883183 1.9715697 0.6050936 0.07924887
6 -1.3078346 -0.20563201 0.98122074 -0.7821137 1,.1239036 -0.9612140 -0.5523418 0.07924887
Item3 Itemd Item5 Item6 Item? Item8 Itemd Iteml0 Itemll Iteml2
1 -2.14093517 1.79648625 1.08925536 0.3291871 -0.2798569 -1.4833980 -1.4208191 0.9491565 -0.8220948 -1.6472687
2 2.07314830 -1.83543446 0.09829865 0.3291871 0.9410393 -1.4833980 -1.4208191 0.9491565 0.2889246 0.9235732
3 -0.03389343 -0.01947411 -1.88361476 0.3291871 -0.2798569 -1.4833980 -1.4208191 -0.2480025 0.2889246 -1.6472687
4 1.01962743 -0.01947411 -0.89265805 0.3291871 -0.2798569 -0.4962304 -0.4519607 -002780025 -0.8220948 -1.6472687
5 -1.08741430 -0.92745428 1.08925536 0.3291871 0.9410393 -0.4962304 -0.4519607 0.9491565 1.3999441 0.9235732
6 -0.03389343 -0.01947411 -0.89265805 0.3291871 -0.2798569 0.4909373 0.5168976 -1.5051615 0.2889246 0.9235732

Tteml3 Itemld Itemls Iteml6 Iteml?7 Iteml8 Iteml9 Ttem20 Item2l Item22
-0.08783044 0.9377425 -1.4413026 -1.1536621 -0.578605 -0.925024259 -0.99475504 -0.7683105 ~0.7504897 1.0549802
1.10346976 0.9377425 -0.4084383 1.4256544 -0.578605 -0.925024259 -0.99475504 -0.7683105 -0.7504897 -0.5863446
-0.08783044 -1.2621188 -0.4084383 -1.1536621 -0.578605 0.922547621 1.02453002 -0.7683105 -0=504897 0.2343178
-0.08783044 -0.1621882 -0.4084383 -0.2938900 -1.402344 -0.925024259 -0.99475504 -0.7683105 ~047504897 -0.5863446
1.10346976 -0.1621882 -0.4084383 -1.1536621 -0.578605 -0.001238319 0.01488749 -0.7683105 =0.7504897 1.0549802
-0.08783044 -0.1621882 0.6244260 0.5658822 -0.578605 -0.001238319 0.01488749 0.1472800 1.3463841 0.2343178

Nota: Elaboracion propia.

D W

La figura 34 muestra la creacion y calculo de la matriz de distancia de_eada uno de
los datos escalados, utilizando el método euclidea, que es una de las mas ‘utilizadas y
esta distancia se calcula entre dos puntos y define la longitud del segmento que“une a

ambos puntos (ver figura 34).
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Figura 34
Calculo deda matriz de distancia utilizando el método euclidea en RStudio.

ii ##CALCULO DPNLAYMATRIZ DE DISTANCIAS##

23 m.distancia'< Vget_dist(datos.scale,method "euclidean") #E1 metodo euclidean es el mas utilizado

24 fviz_dist(m.disg@ncia, gradient = Tist(low = "blue", mid = "white", high = "red")) #Grafico de la matriz

25

26 )

27 \D) .

271 (Top Level) = & R Scri
Console  Terminal Jobs —

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesigfug"
> ##CALCULO DE LA MATRIZ DE DISTANCIAS##
> m.distancia <- get_dist(datos. se@Me,method
> fviz_dist(m.distancia, gradient = ddst(low
ancia

Nota: Elaboracion propia.

"euclidean") #E1 metodo euclidean es el mas utilizado
"blue", mid = "white", high = "red")) #Grafico de Ta matriz de ¢

Aunado a lo anterior, la figura~35 se muestra la matriz de distancia obtenida por el
método euclideo, donde las distancias®ajas se muestran en azul, las distancias medias
en blanco y las distancias mas lejanas\o altas de color rojo (ver figura 35); al ser un
dataset con varias variables calculando. la distancia entre los datos se dificulta apreciar
de forma mas clara las distancias.

Figura 35
Matriz de distancias de los datos en RStudio.

R R T g A T e e R W R O g T PP R I R T T Y SRl
Nota: Elaboracion propia.
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Subsecuentemente se realizo el calculo o estimacion de numeros de cluster 6ptimos
o favorables para implementarse en el modelo de agrupamiento, por lo cual se realiz6 la
estimacion por tres*métodos, el método wss o método del codo, el cual se tiene que
encontrar en el grafico.el punto de corte como la flexiéon del codo, el segundo método el
silhouette, donde se maximiza la media de los coeficientes de los datos y por ultimo el
método gap_statistic en el etal se realiza una comparacion entre los valores y varianza
de los mismos. La figura 36 se muestra las lineas de codigo y la ejecucion de éstas para
encontrar el nimero de cluster éptimeea utilizar en el modelo (ver figura 36).

Figura 36
Estimacion de nimero de cluster para el modelo de agrupamiento en RStudio.

27 ##ESTIMACION DEF”_NUMERDO DR\LLUSTER PARA EL MODELO##

28 fviz_nbclust(datossscale, kmeans, method = "wss")
29 fviz_nbclust(dataesscale, Kmeans, method = "silhouette")
30 fviz_nbclust(datos.scale, kmeans, method = "gap_stat")
31
e A , - r “
34:1 (Top Level) =

Console  Terminal Jobs

R R4.10 - ~/MAESTRIA MATI/Mineria-Tesis/
> ##FESTIMACION DEL NUMERO DE CLUSTER PARA EL gMOBELO##

> fviz_nbclust(datos.scale, kmeans, method = "wss')

> fviz_nbclust(datos.scale, kmeans, method = "sidhouette")
> fviz_nbclust(datos.scale, kmeans, method = "gapastat')
Clustering k = 1,2,..., K.max (= 10): .. done
Bootstrapping, b = 1,2,..., B (= 100) [one "." per sample]:
.................................................. 50
.................................................. 100

Nota: Elaboracion propia.

En la figura 37 se muestran los gréficos obtenidos a partir de “los.tres métodos
utilizados para la estimacion de los clusteres 6ptimos implementados en el modelo; como
se aprecia en el grafico del método wss o del codo, la “flexion del codo” se realiza mas

notoriamente en el nimero dos, por lo tanto, el nimero de cllsteres 6ptimos estimados
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por este método a implementar en el dataset son dos clusteres. De igual manera con el
método silhouette indica que el nimero Optimo de clister a implementar es de dos
clusteres, y por ultimo el método gap_statistic indica que debe ser uno, pero al ser dos
métodos que indican_que deberian ser dos cllsteres, se decidié implementar dos
clusteres en el modelo de\agrupamiento (ver figura 37).

Figura 37
Estimacion del nimero éptima de clusteres a implementar en los datos en RStudio.

Optimal number of clusters Optimal number of clusters
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Nota: Elaboracion propia.
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Después de determinar el nUmero optimo de clister a implementar en el dataset, se

realizé la creacion del modelo de agrupamiento, utilizando la funcion kmeans, los datos

escalados o normalizados con anterioridad y especificando que seran dos cllsteres a

implementar en los datos. La figura 38 se muestra el codigo utilizado para creacion del

modelo de agrupamient@, asi mismo se muestran lineas de cédigo de cdmo visualizar los

resultados obtenidos por los*Clustering (ver figura 38).

Figura 38
Creacién del modelo de agrupamiento en RStudio.

34
35
36
37
38
39
AN
32:1

Console

##CREACION DEL CLUSTERS##

set.seed(456) #Establecer semilla

agru <- kmeans (datos.scale, centers's 2) #Realizacion del modelo de agrupamiento o cluster
agru #Informacion del modelo

names (agru) #Nombre de los objei@s que\contiene el modelo

str(agru) #Para obtener mas igfgrmacion

(Top Level)

Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/

> ##CREACION DEL CLUSTERS##

> set.seed(456) #Establecer semilla

> agru <- kmeans (datos.scale, centers = 2) #Realizacion del modelo de agrupamiento o cluster
> agru #Informacion del modelo

Nota: Elaboracion propia.

En la figura 39 se muestra el resultado obtenido del medelo de agrupamiento, como

lo son los vectores de cluster, los nombres de los objetos gue contiene el modelo y

visualizar el resultado obtenido de ello, esto utilizando la funcion ‘str()-(ver figura 39).
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Figura 39
Informacién’obtenida por el modelo de agrupamiento en RStudio.

K-means clusteringfwith 2 clusters of sizes 370, 376

Cluster means:

Género Edad €icloEscolar DivisionAcadémica AsignaturaCursa PromedioBachillerato Tteml Ttem2
1 -0.1545507 -0.06782068 ¢™=0.02980723 0.177475 -0.03402514 0.1524512 0.4486834 -0.4098823
2 0.1520844 0.06673844 0.02933158 -0.174643 0.03348219 -0.1500185 -0.4415236 0.4033417
Ttem3 Ttem4, Ttem5 Ttemb Ttem7 Ttem8 Ttem9 Tteml0 Ttemll Tteml2
1 0.1056269 .03942191 0-3757536 -0.2103468 -0.3392518 0.4882692 0.4985679 -0.3310688 -0.3866953 -0.4243817

0
2 -0.1039414 -0.03879283 03697575 0.2069902 0.3338383 -0.4804777 -0.4906120 0.3257858 0.3805246 0.4176097
Iteml3 Itemld Itemls Iteml6 Iteml7 Iteml8 Iteml9 Item20 Item21 Item22
1 -0.4162429 -0.3673104 0.5211396, 0.4659628 0.3787135 0.4781317 0.5469964 0.4590756 0.4991338 0.3008580
2 0.4096008 0.3614490 -0.5128235 10.4585272 -0.3726702 -0.4705019 -0.5382677 -0.4517500 -0.4911689 -0.2960571

Clustering vector:

[1122122121222222022472221222211121121112212221211212221221122

[591 2212111112111 22N27111112222222121121222111122112121211222122
[117] 2221111112221222222111212221211212212211111222222212221122
[A75]12222222212212112,12111121112212112222212111221222122111121
[233] 2211122111221121%821211111121211112212112221222111222211212
[2901] 2112121121112212224212112111222122121212122221212222122222
[349] 2111212211112112122122212211112112121121222112111112212112
[407] 1 22221222121121121211v221221122211121221211212112221221212
[465] 22 212111121122222121¥N2)222111221121221221121111212211122112
[523 21 212111222111111111N2212122112112121121212112221121211112
[581]1111221112221122222222¢4%2211222212121112111111122111211111
[639] 2222121122112221211229111211122221111221111112122212121222
[697] 21 22111121211111121222¥122212122112121211112222121
within cluster sum of squares by cluster:

[1] 9687.255 8447.364

(between_ss / total_ss = 13.1 %)
Available components:

[1] "cTuster" "centers" "totss" "withinss" "tot.withinss" "betweenss" "size"

[8] "iter" "ifault”
> str(agru) #Para obtener mas informacién
List of 9

$ cluster :int [1:746] 2 212 21/2 12 2 .0

§ centers Donum [1:2, 1:28] -0.1546"0¢1521 -0.0678)0.0667 -0.0298 ...

.- attr (¥, "dimnames")=List of 2
.$ 1 chr [1:2] "1™ 2"
.5 : chr [1:28] "Género" "Edad" "CicloEScolar" "DiwxisionAcadémica"

§ totss num 20860

$ withinss :num [1:2] 9687 8447
§ tot.withinss: num 18135

§ betweenss T onum 2725

§ size :int [1:2] 370 376

§ iter :int 1

§ ifault :int 0

attr(*, "class")= chr "kmeans"

Nota: Elaboracién propia.

Aunado a lo anterior en la figura 40, se puede visualizar la informacién obtenida por
el modelo de agrupamiento, esto ejecutando el nombre del modelo junto.con el nombre
del objeto o componente; por ejemplo, si se quisiera saber cual fue la inercia total del
modelo, solo se ejecuta el siguiente cédigo: agru$totss, donde en el apartado de ‘consola
se visualizara el resultado. Por lo anterior explicado en la figura 3 se muestran-estas
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funciones yel resultado de estas, que es igual al resultado que se muestra en la figura
39 (ver figura-40).

Figura 40
Segunda forma de| visualizar los resultados del componente del modelo de
agrupamiento en RStudio.

41 #Tambien se puede visual¥Zar v informacién del modelo de Ta siguiente manera
42 agruScluster #Asignacion d€ dbservaciones a los cluteres

43 agruStotss #Inercia total

44 agru$betweenss #Inercia intefr @rupps

45 agruSwithinss #Inercia intra arupes

46 agrulStot.withinss #Inercia intr@ grupos (total)

44:37 (Top Level) 2 R
Console  Terminal Jobs

R R41.0 - ~/MAESTRIA MATI/Mineria-Tesis/
> #Tambien se puede visualizar la informacionfdal modelo de la siguiente manera
> agrufcluster #Asignacion de observaciones cluteres

[1] 21 1 1 2 2

[59]
[117]
[175]
[233]
[291]
[349]
[407]
[465]
[523]
[581]
[639]
[697]
> agruftotss #Iner
[1] 20860
> agrufbetweenss #Inercia inter grupos
[1] 2725.381
> agrulwithinss #Inercia intra grupos
[1] 9687.255 8447.364
> agru$tot.withinss #Inercia intra grupos (total)
[1] 18134.62
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Nota: Elaboracion propia.

También se pueden visualizar de forma gréfica los~cluster o vectores de
agrupamiento, utilizando la funcién fviz_cluster(), que proporciena_una grafica de los
vectores de agrupamiento y cada vector o cluster estd representado por un color
diferente, de igual forma se puede describir el tipo de elipse que se quiere presentar los
datos en el gréfico. La figura 41 muestra la ejecucion de cédige”y las dos

representaciones graficas de los vectores de agrupamiento (ver figura 41).
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Figura 41
Representacion grafica del modelo de agrupamiento en RStudio.

50 ##PLOTEAR LOS CLUSTER DEL MODELO##
51 fviz_cluster(agru, data = datos.scale)
52% fviz_cluster(agru, data = datos.scale, ellipse.type = "norm™)

41 (Tgp Level) =

Console _ Terminal Jobs

R R 4. % ~MAESTRIA MATI/Mineria-Tesis/
> ##PLOTEARN\LOS CLUSTER DEL MODELO##
> fviz_clusteptagru, data = datos.scale)
> fviz_cluster(agru, data = datos.scale, ellipse.type = "norm")

Cluster plot Cluster plot

)

Dim2 (11.5%

»
Dim2 (11.5%)
»

Dim1 (20.2%)

Nota: Elaboracion propia.

Dim1 (20. 2:;‘,1

Por ultimo se realizé una inspeccion o.revision de los datos, utilizando dos variables
del dataset y el modelo de agrupamiento, para visualizar.de forma grafica como han sido
agrupados los datos en funcion de los dos cluster creados en.el modelo, ademas se utilizé
la funcién aggregate() para agrupar las variables y agruparlas de.acuerdo a los cluster
gue han sido asignadas y generar la media de los datos.

En la figura 42 se visualiza el codigo utilizado para realizar lo anteriormente descrito
y las variables utilizadas del dataset solo se utilizan como ejemplo para~isualizar el
gréfico, pero se puede utilizar cualquier variable del dataset para realizar esta.revision de
los datos en funcién del modelo de agrupamiento, asi como el calculo de las medianas

de los datos del dataset sin normalizar ordenas de acuerdo con los cluster (ver figura4?2).
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Figura 42
Revision de’los datos en funcién y medias en funcién de los cluster del modelo de
agrupamiento-en RStudio.

56 ##INSPECCIONAR LO® RESULTADOS##

57 plot(datosiDivisionAcadémica, datos$iteml6é, col=agruicluster ,xlab = "grupol", ylab = "grupo2")

58 aggregate(datos[,1{28] ,by = list(agrulcluster),mean)
59 text(datosiDivisionAcadémica, datos$iteml6é, labels = datesSClaseEstudiante, pos = 1, col = agrulcluster,cex =

60

61 ggplot(datos, aes(x'= datostDivisionAcadémica, y = datosSIiteml6)) + geom_point()

62 (« iIr »

53:1 (Top Level) 3 N R Script
Console  Terminal Johs -

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/

> ##INSPECCIONAR LOS RESULTADOS##

> plot(datos$DivisionAcadémica, datos$itemkf, col=agrulcluster ,xlab = "grupol", ylab = "grupo2™)
> aggregate(datos[,1:28] ,by = list(agruleluster),mean)

Group.l  Género Edad CicloEscolaf BivisionAcadémica AsignaturaCursa PromedioBachillerato Iteml
1 1 1.556757 20.95946 42.42973 5.508108 2.429730 1.759459 2.864865
2 2 1.704787 21.89628 43.57447 4.587766 2.521277 1.553191 2.095745

Ttem2 Item3 Ttemd Ttem5 Ttemg ITtem? Ttemd Item9 Iteml0 Iftemll Iteml2  Iteml3
3.594595 3.132432 3.064865 3.521622 4.65945993.951351 2.997297 2.981081 3.956757 3.391892 3.951351 3.724324
4.268017 2.933511 2.978723 4.273936 4.922872 40502660 2.015957 1.960106 4.492021 4.082447 4.606383 4.417553

Ttemld Iteml5 Iteml6e Iteml? Iteml8” Iteml9 Item20 Item2l Item22
1 3.813514 2.900000 2.883784 3.162162 2.518919 2427027 2.340541 2.191892 3.081081
2 4.476064 1.898936 1.808511 2.250000 1.492021 1.452028 1.345745 1.247340 2.353723
> text(datos$DivisionAcadémica, datos$iteml6, labels = datos$ClaseEstudiante, pos = 1, col = agrulcluster,cex = .7)
> ggplot(datos, aes(x = datos$DivisidnAcadémica, v = datosfiteml6)) + geom_point()

Nota: Elaboracion propia.

N

La figura 43 muestra dos formas de (graficos para visualizar la revision de
agrupamiento de los datos de dos variables en funcion de los cluster creados con la
técnica de agrupamiento de mineria de dates; esta‘revision se puede realizar con cada

una de los variables que conforman el dataset (ver figura 43).

Figura 43
Ejemplo de revision de datos en funcién al modelo de agrupamiento en RStudio.

o (o] o] (o] o (e} (e} (e} [} - - - . . . . - . .

eg 0 Autorr

v 1 9! o . O 3 S O O 9 4- - - - . - . - - - - . .
% ‘_Z . . . . . . . . . . . .

_ . . ) Zo- e . . . . . - . - . .

L dultsdwe guiador
. T = I - T I (I> I
2 4 6 8 10 12 0- . . .
grupo1 * d§IES$DIViSIénACELngCE e ~

Nota: Elaboracion propia.
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Por ultimo se realiz6 la asignacion de los clusteres al dataset, para poder visualizarlos
en conjunto €er _las variables y datos que contiene el dataset, ademas se realiz6 una
matriz de confusion o tabla de frecuencia con el fin de visualizar la distribucién y
agrupamiento de los*746 registros que conforman el dataset en cada grupo de cluster
implementados, de acuéerdo con la variable clasificatoria, en este caso es la variable
ClaseEstudiante, la cual contiene el dato de la clase a la cual pertenece cada registro.

En la figura 44 se muestra(lo_anteriormente descrito y a su vez el agrupameinto de
los registros, donde se agruparon registros de la clase autorregulador en los dos cluteres
y de la clase procrastinador solo en“un ‘clister, ya que el proposito de la tecnica de
agrupamiento es agrupar los datgs o registres en grupos que compartan similitudes o
semejanzas entre los datos del miSmo, grup@ y.en este caso hay similitudes entre los
registros de ambas clases, esto se visualiza en el/Cluster uno donde el algoritmo agrupo

registros de ambas clases (ver figura 44).
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Figura 44
Visualizacion de la asignacion de los cluster al dataset del modelo de agrupamiento en
RStudio.

65 ##ASIGNACION DE LOS CLUSTERES AL DATASET##
66 tabla <- data.frame (datos) %%

67 mutate(Cluster = agruicluster)

68 #tabla #visualizacion de la tabla

69

)

#1_ ##MATRIZ DE CONFUSION DE LOS AGRUPAMIENTOS##

#2, cluster=agrufcluster
3¢ table(tabla%ClaseEstudiante,cluster)

74
70:1 {dop Level) 5
Console  Terminal Jobs

R R4.1.0 - @MAESTRIA MATI/Mineria-Tesis/
#EASIGNACTON DE_LOS CLUSTERES AL DATASET##
tabla <- dafa, frame (datos) %>%
mutate(Closter,= agrufcluster)
#EMATRIZ DE CONFUSION DE LOS AGRUPAMIENTOS##
cluster=agru$clusfeyr
table(tablaSClaseEstudiante,cluster)
cluster
1 2
Autorregulador 296 376
Procrastinador_.74 @

Nota: Elaboracion propia.

VoWV VY

La dltima técnica de mineria de dates implementada al dataset fue la de reglas de
asociacion con el algoritmo A priori. Lo primero que se‘realizé fue la lectura y visualizacion
del dataset en RStudio, utilizando las mismas funciones o comandos utilizados
anteriormente, de igual forma el tipo de dato se modificé desde el archivo del dataset para
sea de tipo nominal o caracter y no numérico como anteriorménte_se habia utilizado con
las otras dos técnicas de mineria.

En la figura 45 se visualizan las caracteristicas o resumen de las ‘variables que
conforman el dataset, las cuales indican que el tipo de dato, denominado class€n RStudio

son de tipo caracter y otros datos de las variables (ver figura 45).
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Figura 45
Resumen de las variables del dataset con tipo de dato caracter en RStudio.
##| ECCTURA DA DATASET DE PRUEBA##

procras_autorrays read.csv("../Mineria-Tesis/procras_autorre.csv") #Leer dataset
View(procras_autosbe) #visualizacion del dataset

datos <- procras_aufokre #Renombre del dataset

1

2

3

4  summary(procras€autorre) #Resumen de las variables del dataset
z
7:1

(Top Level) =

Console  Terminal

Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tasisig®

> ##LECCTURA DEL DATASET DE PRUEBA##
read. csv(". W /Mineria-Tesis/procras_autorre.csv'") #lLeer dataset
> View(procras_autorre) #Visualizagi®n, del dataset
> summary(procras_autorre) #Resumen de das variables del dataset

> procras_autorre

Género Edad CicloEscolar DivisionAcadémica AsignaturaCursa PromedioBachillerato
Length:746 Length:746 Length:746 Length:746 Length:746 Length:746
Class :character Class :character gClaSs :character Class :character (Class :character Class :character
Mode :character Mode :character Modé :character Mode :character Mode :character Mode :character
Iteml Item2 Item3 Itemd Items Itemb
Length:740 Length:746 Length : 746 Length:746 Length:746 Length:746
Class :character Class :character Class™character Class :character Class :character Class :character
Mode :character Mode :character Mode “wieharacter Mode :character Mode :character Mode :character
Item? Item8 Item9 Iteml0 Itemll Iteml2
Length:740 Length:746 Length:746 Length:746 Length:746 Length:746
Class :character Class :character Class :chafaeter Class :character Class :character Class :character
Mode :character Mode :character Mode :character Mode :character Mode :character Mode :character
Iteml3 Itemld Iteml5 Iteml6 Iteml7 Iteml8
Length:746 Length:746 Length:746 Length:746 Length:746 Length:746
Class :character Class :character Class¢#icharacter Class :character Class :character Class :character
Mode :character Mode :character Mode ficharacter __Mede) :character Mode :character Mode :character
Iteml9 Item20 Item2l Ttem22 ClaseEstudiante
Length:746 Length:746 Length ;746 Length:746 Length:746
Class :character Class :character Class :ch@racter Class :character Class :character
Mode :character Mode :character Mode :chamacter Mode :echaracter Mode :character

> datos <- procras_autorre #Renombre del dataset

Nota: Elaboracién propia.

El segundo paso fue cargar la libreria‘de-arules,”para la identificaciéon de conjunto de
elementos frecuentes y creacion de reglas de*asociacion, a.través del algoritmo A priori.
Para la obtencion de las reglas de asociacién con el algoritmo antes mencionado, fue
necesario trabajar con la funcién apriori(), la cual contempla varies_argumentos que el
usuario puede utilizar.

Los argumentos que se utilizaron de esta funcion fueron: data, parameter, del cual se
utilizaron los parametros soporte igual a 0.1, confianza igual a 0.8 (estos valores son por
defecto en el algoritmo, pero se pueden modificar los valores) y target cen_.el cual

indicamos qué tipo de resultado que debe de generar el algoritmo es rules (reglas).
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La figura 46 muestra la carga de la libraria arules() y la realizacion del modelo de
reglas de asoeciacion, ademas muestra algunos parametros e informacion obtenidos de
la creacion del modelo (ver figura 46).

Figura 46
Creacion del modelo A priori de reglas de asociacion en RStudio.

9 ##CARGA DE LIBRER®AS DEL PAQUETE ARULES##
10 Tibrary(arules)

11

12

13

14 ##REGLAS DE ASOCIACION#¥

15 reglas <- apriori(data = (datos,|

16 parameteys= list(support = 0.1,
17 confidence = 0.8,
18 target = "rules™)) #Especificacion gue se creen reglas

15:32 (Top Level) =
Console  Terminal Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/
> FFLAKGLA UbE LIBKEKLIA> UEL FAUUEITE ARULEDTE

> Tlibrary(arules)
> ##REGLAS DE ASOCIACION##
> reglas <- apriori(data = datos,

+ parameter = lisd(suppact = 41,

+ copfidence =€0.8,

+ vargaet = "rulesd ) #Especificacion que se creen reglas
Apriori

Parameter specification:
confidence minval smax arem aval originals@ppdrt maxtime support minlen maxlen target ext
0.8 0.1 1 none FALSE TRUE 5 0.1 1 10 rules TRUE

Algorithmic control:
filter tree heap memopt load sort verbose
0.1 TRUE TRUE FALSE TRUE 2 TRUE

Absolute minimum support count: 74

set item appearances ...[0 item(s)] done [0.00s]

set transactions ...[244 item(s), 746 transaction(s)] done [0.00s].
sorting and recoding items ... [89 item(s)] done [0.00s].

creating transaction tree ... done [0.00s].

checking subsets of size 1 2 3 4 5 6 7 8 done [0.02s].

writing ... [13215 rule(s)] done [0.01s].
creating sS4 object ... done [0.02s].

Nota: Elaboracién propia.

Lafigura 47 muestra la ejecucion del comando summary(), para visualizar informacion
del modelo, con el nimero de las reglas de asociacion identificadas del dataset’y.resumen
de las medidas que cuantifica la calidad de las reglas como: lift, support, confidence,
count y coverage (ver figura 47).
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Figura 47
Informacién“del modelo de reglas de asociacién en RStudio.

21 gslmwary(reglas) #visualizacion de Ta informacion de modelo
22
23:1 (Togileyel) =

Console  Terminal ) Jobs

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/

> summary(reglag8)N\#\Lisualizacion de la informacion de modelo
set of 13215 rules

rule length distriibution (Ths + rhs):sizes
1 2 3 4 S 6 7 8
2 168 2187 4412 (390442044 486 12

Min. 1st Qu. Median Mean 3rd qQu. Max.
1.000 4.000 4.000( _#£.527 5.000  &.000

summary of quality measures:

support confidence coverage Tift count
Min. :0.1005 Min. :0.8000 Min. :0.1005 Min. :0.8881 Min. : 75.00
1st Qu.:0.1059 1st Qu. :0.8652 1st Qu.:0.1166 1st Qu.:1.0849 1st Qu.: 79.00
Median :0.1180 Median :0.9259 Median :0.1287 Median :1.1176 Median : 88.00
Mean :0.1306 Mean :0.9191 Mean :0.1428 Mean :1.3996 Mean : 97.46
3rd Qu.:0.1381 3rd Qu. :0.9802 3¥d Qu. :0.1528 3rd Qu. :1.6955 3rd Qu. :103.00
Max. :0.9008 Max. :1.0000 Max. :1.0000 Max. 14,6548 Max. :672.00

mining info:
data ntransactions support confidence
datos 746 0.1 0.8

Nota: Elaboracion propia.

Para visualizar las reglas de asociacion identificadas con el algoritmo A priori, se
utilizé la funcion inspect(), que pertenece*afa libréria’de arules, esta funcion permite
mostrar asociaciones y transacciones mas ‘informacion.adicional sobre las ellas. La
utilizacion de esta funcion se muestra en la figura 48, donde se visualizan todas las reglas
de asociacion obtenidas por el modelo, pero se indica que éstas sean ordenadas en forma

descendente, de acuerdo al numero de confianza de las reglas (ver_figura 48).
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Figura 48
Visualizacion de las todas las reglas de asociacion identificadas por el modelo en
RStudio.

23 #visualizacion de T3s toda® 1as reglas de asociacion obtenidas del modelo ordenas por orden descendente de confianza
24 dinspect(sort(x = reglasg dedreasing = TRUE, by = "confidence"))
25
271 | (Top Level) & R Script
Console  Terminal Jobs
Spelicheck

R R4.1.0 - ~/MAESTRIA MATI/Mineria-Tesis/

ClaseEstudiante=Autorreguladof} => {Iteml8=Nunca} 0.1394102 0.8000000 0.1742627 1.9631579 104
[13207] {Item5=Siempre,

ITtemb=Siempre,

Item7=Siempre,

ItemlZ=Siempre,

ClaseEstudiante=Autorregulador} => {Tteml0=Siemprel} 0.1179625 0.8000000 0.1474531 1.9439739 88
[13208] {Iteml3=Siempre,

ITteml4=Siempre,

ITteml9=Nunca,

Ttem20=Nunca,

ClaseEstudiante=Autorregulador} => {Iteml0=Siempre} 0.1018767 0.8000000 0.1273458 1.9439739 76
[13209] {Iteml2=Siempre,

Iteml4=Siempre,

Iteml9=Nunca,

Item21l=Nunca,

ClaseEstudiante=Autorregulador} => {Tteml3=Siemprel} 0.1072386 0.8000000 0.1340483 2.3588933 80
[13210] {Item6=Siempre,

Iteml3=Siempre,

ITteml9=Nunca,

Ttem20=Nunca,

ClaseEstudiante=Autorregulador} => {Iteml2=Siempre} 0.1179625 0.8000000 0.1474531 1.8030211 88
[13211] {Item6=Siempre,

Iteml3=Siempre,

Iteml8=Nunca,

Item21l=Nunca,

ClaseEstudiante=Autorregulador} —> W {Tteml4=Siempre} 0.1179625 0.8000000 0.1474531 1.9631579 88

Nota: Elaboracion propia.

Aunado a lo anterior, se filtraren.e presentaron las reglas de asociacién con mayor
confianza y ordenadas por orden descendente,¢maximo 20 reglas de asociacion. En la
figura 49 se muestra la ejecucion y visualizacion de estas reglas, que las podemos definir

como las asociaciones mas relevantes de los.datos (verfigura 49).
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Figura 49
Reglas consmayor confianza de las reglas de asociacion en RStudio.

27 #Filtrado de 1a8 M reglas de asociacion con mayor confianza .
28 filtrado_reglas %4sort(reglas, decreasing = TRUE, by = "confidence")[1:20]
29  dinspect(filtrade.reglas) #visualizacion de las reglas

30:1 (Top Level) = R Script &

Console  Terminal Jobs =

R R4.10 - ~/MAESTRIA MATI/Mineria-Tesis/

> #Filtrado de las 20 reglas dé aseciacion con mayor confianza

> filtrado_reglas <- sort(reglas, decreasing = TRUE, by = "confidence")[1:20]
> inspect(filtrado_reglas) #visualizacion de las reglas

Ths rhs support confidence coverage 1ift count
[1] {Iteml=Nunca,Item7=Siempre} => {Itemb=Siempre} 0.1058981 1 0.1058981 1.172956 79
[2] {ftem8=Nunca,fteml3=Siempre} => {ClaseEstudiante=Autorregulador} 0.1166220 1 0.1166220 1.110119 87
[3] {Item7=Siempre,Item8=Nuncal} => {ClaseEstudiante=Autorregulador} 0.1193029 1 0.1193029 1.110119 89
[4] {ftem8=Nunca,ftemld=Siempre} => {ClaseEstudiante=Autorregulador} 0.1179625 1 0.1179625 1.110119 88
[5] {Item8=Nunca,ItemlO=Siempre} => JClaseEstudiante=Autorregulador} 0.1072386 1 0.1072386 1.110119 80
[6] {ftem8=Nunca,fteml2=Siempre} =£ {itemb=Siempre} 0.1139410 1 0.1139410 1.172956 85
[7] {Item8=Nunca,lIteml2=Siempre} =% {ClaseEstudiante=Autorregulador} 0.1139410 1 0.1139410 1.110119 &5
[8] {ftemb=Siempre,ftem8=Nunca} => {GlaseFstudiante=Autorregulador} 0.1729223 1 0.1729223 1.110119 129
[9] {ItemlO=Siempre,lteml7=Nunca} =>J{ClaseEstudiante=Autorregulador} 0.1058981 1 0.1058981 1.110119 79
[10] {fteml12=Siempre,fteml7=Nunca} => {Claserstudiante=Autorregulador} 0.1085791 1 0.1085791 1.110119 81
[11] {ftemb6=Siempre,fteml7=Nunca} => {Glaseestudiante=Autorregulador} 0.1595174 1 0.1595174 1.110119 119
[12] {DivisionAcadémica=DACB,Ttem21=Nuncal => {ClaseEstudiante=Autorregulador} 0.1045576 1 0.1045576 1.110119 78
[13] {ftem7=Siempre,fteml5=Nunca} => {Itemo=Siempre} 0.1200434 1 0.1206434 1.172956 90
[14] {Item5=Siempre,Item9=Nunca} => {Claseestudiante=Autorregulador} 0.1018767 1 0.1018767 1.110119 76
[15] {Item9=Nunca,Iteml3=Siempre} => {ClaseEstudiante=Autorregulador} 0.1246649 1 0.1246649 1.110119 93
[16] {Item7=Siempre,Item9=Nunca}l => {ClaseEstudiante=Autorregulador} 0.1246649 1 0.1246649 1.110119 93
[17] {ftem9=Nunca,ftemld=Siempre} => {ClaseEstudiante=Autorregulador} 0.1260054 1 0.1260054 1.110119 94
[18] {Item9=Nunca,ItemlO=Siempre} => {GlaseEstudiante=Autorregulador} 0.1206434 1 0.1206434 1.110119 90
[19] {ftem9=Nunca,fteml2=Siempre} =>fClaseEstudiante=Autorregulador} 0.1286863 1 0.1286863 1.110119 96
[20] {Item6=Siempre,Item9=Nunca} => {{laseEstudiante=Autorregulador} 0.1836461 1 0.1836461 1.110119 137

Nota: Elaboracién propia.

3.3.7.2 Microsoft Azure Machine-earning

Microsoft Azure Machine Learning es el servicio que Microsoft Azure ofrece para
implementar algoritmos de mineria de datos, pero esta/misma herramienta tiene otra
instancia para realizar los esquemas y modelos de los algoritmos para ejecutar en el
dataset, esta instancia es Azure Machine Learning Studio.

Lo primero que se realiz6 para realizar mineria de datos con gsta herramienta, fue
crear una instancia de proceso para utilizar paquetes de MachinesLearning (ML),
herramientas como JupyterLab, Jupyter y RStudio, esto dando clic en la opCién proceso.
En la figura 50 se muestra la instancia para la creacion de la instancia de proceso, donde
se configuran y seleccionan los valores pertinentes para la creacion de esta instancia,

uno de los parametros o valores a seleccionar es la instancia de trabajo con la-que
122



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

trabajara, .ecomo ya se habia mencionado anteriormente la instancia de trabajo
seleccionada-fue la instancia DS11_v2 (ver figura 50).

Figura 50
Creacioén de instancia de proceso para trabajar en Azure Machine Learning Studio.

Creacion de instancias de proceso

Configurar los valores obligatorios

* (D @
@ Valores obligatorios Nombre@E! pygitng * (U
Datos
Configuracién avanzada Ubicacién O
southcentralus
Tipo de maquina virtual (3
(®cru (O cru
Tamario de la maquina virtual (O
‘/9‘ Seleccionar de entre las opciones recamendadas O Seleccionar de entre todas las opciones
Cuota total disponible: 6 nticleos &
Nombre Categoria Tipos de carga de trabajo Cuota disponible (D Costo (O
(] Standard_DS11_v2 Optimiza@a para ... Desarrollo en cuadernos (u otros IDE) y pruebas atenuadas 6 nlicleos 0.17 US...
2 nucleos, 14 GB de RAM, 28'GB degalimg cenamic
O Standard_DS3_v2 De uso geeral Entrenamiento de modelos de ML clsico, ejecuciones de 6 nticleos 0.25 US..
Atrés Siguiente: configuration avanzada Cance

Nota: Elaboracion propia.

Aunado a los anterior se pueden crear-otros procesos, por ejemplo, clisteres de
proceso, clusteres de inferencia y proceso asociados. Déspués de la creacion de la
instancia de proceso, se procedio a la creacidén de un conjuntorde datos para acceder de
forma facil y rdpida a los datos durante el entrenamiento del modelos-sin preocuparse de
las cadenas de conexidn o rutas de acceso a los datos.

La creacion del conjunto de datos se realiz6 seleccionando la opcion de archivos
locales y se presenta un cuadro de dialogo, donde se configura como primerjpunto la
informacion basica del conjunto de datos, es decir, nombre, tipo de conjunto de.datos

(puede ser tabular o archivo) y la descripcion correspondiente al conjunto de datos. ‘En‘la
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figura 51 se visualiza el cuadro de dialogo para la creacion del conjunto de datos y el
llenado de los-valores o pardmetros descritos anteriormente (ver figura 51).

Figura 51
Creacion del conjunto de datos en Azure Machine Learning Studio.

Creacion de unfconjunto de datos a partir de archivos locales

Informacion basica

Nombre * @

® Informacién bésica .
procras_autorre1

Tipo de conjunto de datos * ©

Almacenamiento de datos y ‘ Tabular ~
seleccion de archivos

Descripcion

dataset con datos sobre procrastinacion y autorregulacion académica

Configuracion y vista previa

Esquema

Confirmacion de detalles

Nota: Elaboracién propia.

La figura 52 muestra el almacenamiento.de los<datos y la seleccion del archivo, en
este caso el archivo seleccionado es de tipo €SV (delimitado por comas), el cual es uno
de los tipos de archivo que acepta esta herramienta y el almacenamiento de los datos fue
en el almacén de workpaceblobstore que es uno de los almacenes-que la herramienta da

por predeterminado (ver figura 52).
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Figura 52
Almacenamiento y seleccion del archivo para la creacion del conjunto de datos en
Azure Machine“Learning Studio.

Almacenamiento de datos y seleccion de archivos

Seleccionar o crear un almacén de datos *

& Informacion basica
paceblobstore

Crear nuevo almacén de datos
p Almacenamiento de datos
y selkceibn de archivos

Seleccionar archivos para el conjunto de datos

rgarén en el almacén de datos seleccionado y estaran
of t mit

Configuhséion y vista previa
Esquema

Confirmacién de detalles
Nombre de archivo Tamafo (MiB) Porcentaje de Estac

Rutade acceso de carga
- -
e

Nota: Elaboracion propia.

Lo siguiente es realizar la configuracion yvista previa, es decir, verificar y visualizar
que el archivo seleccionado se haya/leido ‘de forma correcta y configurar algunos
parametros de ser necesario (ver figura 53):

Figura 53
Configuracion y vista previa del conjunto de datos en Azdre:Machine Learning Studio .

Configuracion y vista previa
Esta configuracion se ha detectado autométicamente. Compruebe qué'se hayan seleccionado las opciones

@ Informacién basica correctas o modifiquelas.
Formato de archivo
| Delimitado v ‘
® Almacenamiento de datos y Delimitador Ejemplo
seleccion de archivos
Coma v~ | Campol.Campo2,Campo3
| Codificacion
° Configuracién y vista | 1S0-8859-1 v ‘
previa
Encabezados de columna
| Todos los archivos tienen los mismos encabezados hd ‘
Esquema Omisién de filas
| Ninguno v ‘
Confirmacién de detalles [CJ &l conjunto de datos contiene datos de varias lineas ©

(@ Nota: El procesamiento de archivos tabulares con datos de varias lineas es mas lento,
porque no se pueden usar varios nicleos de CPU para procesar los datos en paralelo.
Activar esta opcion puede ocasionar tiempos de procesamiente més lentos.

=1d, Género = Edad =] CicloEscolar =) DivisionAcadém... [
1 2 21 44 1 1

Nota: Elaboracion propia.
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De igual'forma se puede visualizar el esquema del conjunto de los datos y se muestra
el tipo de datesde cada variable. Y por ultimo se visualiz6 el cuadro de didlogo donde
se visualizaron tedos los detalles del nuevo conjunto de datos a crear y dar clic en el
boton crear (ver figura 54).

Figura 54

Confirmacion de los detalles'y ereacion del conjunto de datos en Azure Machine
Learning Studio.

Confirmacion de detalles

© Informacién bisica Ipformacion basica Almacenamiento de datos y seleccion ...
‘ Nopibre Almacén de datos
Procragautorre kspaceblobstore
) Almacenamiento de datos y
seleccion de archivos Tipo de cohjunto de datos Archivos seleccionados (1)
Tabu torrel
| Descrifiion Ruta de acceso
@ Configuracién y vista previa dataset'®n datoQgobre procrastinacio UI/10-1
| autorregUiueGmEsa e 1 1.035649_UTC/pr
@ Esquema
Configuracion dearchive
| Fgfmato de archivo
r ;
" " © lymitacio:
® Confirmacién de detalles ™
Delimitador
Com
Codificacion
Y |
Encabezadosgecolumna

Nota: Elaboracién propia.

Una vez creado el conjunto de datos, este aparecera ens€l.area de trabajo Conjunto
de datos, donde se indicara el nombre, version, origen de datos, feeha de creacion, fecha
de modificacién, propiedades (si es tabular o archivo), autor y etiquetas.

Después de crear el proceso y el conjunto de datos, se proceden a realizar los
modelos de algoritmos para realizar mineria de datos, esto se realiza donde clic en la
opcion experimentos y se parecera la ventana para la creacion de este, donde.escogera

la opcion de canalizacion, la cual nos mandara a la instancia de trabajo de disefiador para
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crear un medelo. La figura 55 muestra la instancia de trabajo para creacion y ejecucion
de los modelos de algoritmos para realizar mineria de datos (ver figura 55).

Figura 55
Instancia de trabajo'de Azure Machine Learning Studio.

= Inicio Diseriador g8 Créacion
Nuevo 0 0 B Pipeline-Created Publicar
m Inicio
¥ Buscar por nombre, etiqheiaaMescrip @D Autoguardado activade B i] el lie @ Borrador guard,
El Notebooks
Hay un total de 97 recursos o] Configuracion

#& ML automatizado

&5 Disefiador

£

Conjuntos de datos

A Experimentos

b Datasets (2)
b Sample datasets (16)
b Custom Module (0)

¥ Data Input and Output (3)

Destino de proceso
predeterminado ©

Seleccione un proceso predetermina.

Seleccionar un tipo de proceso

Instancia de proceso

#¥ Canalizaciones } Data Transformation (19)

Seleccionar instancia de proceso de Azure

§ Modelos } Feature Selection (2) ML
3> Puntos de conexidn b Statistical Functions (1) Sele
P Machine Learning Algorithms (19) = Lrea
= Proceso » Model Training (4)
B Entornos » Model Scoring & Evaluation (6)
E  Almacenes de datos b Python Language (2} Parametros de canalizacion
& Etiquetado de datos » Rlanguage (1) Sin pardmetros seleccionados
P> Servicios vinculados b Text Analytics (7)

Configuracion de salida
predeterminada ¢
workspaceblobstore

» Computer Vision (6)
» Recommendation (5)

b Anomaly Detection (2)

Nota: Elaboracién propia.

B NavegadoPiiosem, ©. € £3 o e predeteminado

La primera técnica de mineria de datoS que se. mplementara en el dataset es la
técnica de arbol de decisién, por lo cual se tiene que elegif €l destino de proceso, que en
este caso es la instancia de proceso creada anteriormente y se selecciona el nombre de
esta instancia, a su vez se modifica el nombre del modelo, en este’caso el nombre es

Arbol_1 (ver figura 56).
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Figura 56
Configuracién/de la instancia de trabajo en Azure Machine Learning Studio.

Arbol 1 (% Publicar
e Autoguardado activado W N m ‘ L Busqueda en el lienzo (] Eio*-'ador guardado automéaticamente ¢
Configuracién
Destino de proceso o
predeterminado @
Seleccionar un tipo de proceso
‘ Instancia de proceso ~

Seleccionar instancia de proceso de Azure
ML

‘ Datos - Ejecucién en curso ~

2 Create Azure ML instancia de proceso

() Actualizar el proceso

Parametros de canalizacion @ +

Nota: Elaboracion propia.

Después de realizar la configuracion de.la instancia, se procedi6é a seleccionar el
dataset, esto dando clic en pestafia Dataset, que se encuentra en la parte izquierda de la
pantalla y se arrastra el conjunto de datossal area de\trabajo (ver figura 57).

Figura 57
Seleccion del dataset para realizar arbol de décision em Azure Machine Learning Studio.

Hay un total de 97 recursos. . procras_autorrel

b Datasets (2) Parametros Resultados

» Sample datasets (16) B procras autorrel

» Custom Module (0) 1d-4609-85£2-13c1c1aeTb

» Data Input and Output (3) higsbre del conjunta de dato
procfasgatorrel

» Data Transformation (19)
Lig¥e conjunto de datos

b Feature Selection (2) Tabular

» Staistical Functions (1) il de Shight de datos
Am[Dataset

¥ Machine Learning Algorithms (19) —
po de datos

» Model Training (4) DataFrameDirecigfy

P Model Scoring & Evaluation (6) Nomb

} Python Language (2)

¥ Rlanguage 1) uly

» Text Analytics (7)
b Computer Vision (6)

» Recommendation (5)

Nota: Elaboracion propia.

2021_075035_UTC/procig@iautor@i.csv

[] Establecer como parsmetrd/@®eandliz
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Lo siguiente a realizar es entrenar los datos, es decir, se dividen los datos en dos
dataset: uno‘de“entrenamiento y otro de prueba, esto con la opcion de Split data que se
encuentra en la pestafia Data transformation. La figura 58 muestra la conexion entre el
dataset y la division de_los datos que crear un dataset con 80% de los datos y otro con el
20% de los datos (ver figura 58).

Figura 58

Creacion de los sets de entrenamiento y prueba del arbol de decision en Azure Machine
Learning Studio.

Split Data X
1
B procras_autorrel

Splitting mode & *
‘ Split Rows e ‘
Fraction of rows in the first output dat..

,. T |

G spiit Data Randomized split @ *
‘ True A ‘
Random seed @ *
8 |
Stratifigd\split @ *
False W ‘

Configuracién de salida >
Configuracion de\ejecucion »

Nota: Elaboracion propia.

Se prosigue a realizar el modelo de entrenamiento, es decir, seleccionar la variable
gue se desea entrenar o clasificar, es este caso es la variable ClaseEstudiante. Para
realizar este paso antes se tiene que elegir la opcion train model, que se encuentra en la
pestafia Model training y se cual se arrastra al &rea de trabajo y se conecta con.el Split

data, después en la opcion editar columna que aparece en el cuadro de dialogo derecho
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de la interfaz de trabajo se seleccionara la columna a entrenar o clasificar. En la figura 59
se presenta la=seleccién de la variable a clasificar y la conexion de los recursos utilizados
hasta para realizar el modelo de &arbol de decision (ver figura 59).

Figura 59

Entrenamiento del modelo y seleccion de la variable a entrenar en el arbol de decision
en Azure Machine Learning Studio.

Train Model X
B procras_autorrel
Label column @ * Editar columna
¢ ‘
s
¥ Se requiere un valor.
Ii\ Model explanations @
5 Split Data False ~ |
. | Y
/ Configuracion de salida >
o O Configuracion de ejecucion >
&0 Train Model A
Comentario >
Label column X

Seleccionar una columna Nombres de columna ~ ClaseEstudiante <

Nota: Elaboracion propia.
Aunado a lo anterior, se realiz6 la seleccién del algoritmo de clasificacién.a utilizar,

en este caso es el algoritmo Multiclass Decision Forest, el cual clasifica un objeto con un
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méaximo desdos resultados. Este modelo de clasificacion se encuentra en la pestafa
Machine Learning Algorithms en la opcion de algoritmos Classification.

Por ultimo, se‘utilizaron los recursos de Score model y Evaluate model para terminar
el modelo de arbol de'decision, estos recursos se encuentran en la pestafia Model scoring
& evaluation. En la figura'60 se visualiza el modelo de arbol de decisién creado (ver figura
60).

Figura 60
Modelo de arbol de decision en Azure Machine Learning Studio.

£ procras_autorrel

& Multiclass Decision Forest I » G Split Data
N '
y 2 o )
\ . y/
&= Train Model
I

|:=t Score Mo‘.del
|:-% Evaluate N;odel
Nota: Elaboracion propia.
Una vez terminado el modelo, se procedio a realizar la ejecucion del modelo, esto

dando clic en el boton enviar, el cual es encuentra en la parte superior de la interfaz de

trabajo y aparece un cuadro de dialogo, donde se configuraran el nombre del
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experimento. En la figura 61 se muestra el cuadro de didlogo donde se configurd el
nombre del experimento y se dio clic en enviar. Finalmente se procedio a realizar la
ejecucion del modelo de arbol de decisiéon en el dataset (ver figura 61).

Figura 61
Ejecucion del modelo'de‘arbol de decision en Azure Machine Learning Studio.

Configuraciéon de una ejecucién de canalizacion

Experimento
) . .
(@) Seleccignar existente O Crear nuevo

Experimento existegtey

‘ Modelo_arbol ~ ‘

Descripcidn de la ejecucion

Arbol_1

Continuar €6N paso de error

Destino de proceso

Predeterminado Datos

Nota: Elaboracién propia.
En la figura 62 se muestra que la ejecucién del modelo fue Completado y no ocurrio
ninguan problema al momento de realizar la ejecucion e implementacion del modelo en el

dataset (ver figura 62).
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Figura 62
Ejecucion ecompleta de arbol de decision en Azure Machine Learning Studio.

) procras_autorrel

Completado ¢

| & Multiclass\De€ision Forest | S split Data

Completado &

) . 4
&¢ Train Model
Complefado™ 2
|>} Score Model
Gompletado &2
| |:-* sEvaluate Model

| Campletado £

Nota: Elaboracion propia.

La visualizacién de los resultados se puede realizar«dando clic sobre la caja de
Evaluate model y en la parte derecha del interfaz aparece un cuadro de didlogo con las
opciones de visualizar parametros, resultados y registros, etc., dende se daré clic en la
segunda opcion y por ultimo clic en el icono de una grafica de barras.

La figura 63 muestra los resultados obtenidos a partir del modelo de“arbol de decision
y la matriz de confusién (ver figura 63), a su vez si da clic en cada uno de les,recuadros
del modelo, se visualizan los resultados obtenidos en cada proceso o paso del’arbol de

decision.
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Figura 63
Arbol de dec€ision en Azure Machine Learning Studio.
Scored Scored

ClaseEstudiante Ir;‘robabiIities,Auwrregulado Probabilities_Procrastinador Scored Labels COFIfU S | on M atl’l X
L 1
Autorregulador 1 0 Autorregulador Autorregul. " 07%
Autorregulador  0.875 0125 Autorregulador
Autorregulador ~ 0.875 0.125 Autorregulador ﬂ 06
Autorregulador  0.75 025 Autorregulador 8 '
Autorregulador  0.875 025 Autorregulador =
Procrastinador 0.25 0.75 Procrastinador 2 o
Autorregulador 1 0 Autorregulador %
Autorregulador 1 0 Autorregulador .
Autorregulador 1 0 Autorregulador Procrastin... Bk 02
Autorregulador 1 0 Autorregulador 1™
Autorregulador 1 0 Autorregulador
Autorregulador 1 0 Autorregulador
Autorregulador  0.875 0.125 Autorregulador " -
Autorregulador 1 0 Autorregulador \}' Q{\.
Autorregulador 1 0 Autdrregulador oéq’ (}‘D"
Autorregulador 1 0 Autorrégulador ‘S}' Q(o
Autorregulador 1 0 Agtorregulador Predicted Class

Nota: Elaboracién propia.

Al finalizar de la realizacion del algoritmo‘de arbol de decision, se procedié a realizar
el modelo para implementar la técnica de.agrupamiento en el dataset, esto utilizando el
algoritmo K-means.

Se cre6 un nuevo proyecto para realizacién de este modelo, esto a partir de la pestafia
disefiador y se procedié a seleccionar el destino de procese, el cual sera la misma
instancia de proceso anteriormente creada. Seguidamente se seleccion6 y arrastro el
conjunto de datos al area de trabajo, esto dando clic en la pestafia Dataset, que se
encuentra en la parte izquierda de la pantalla.

Posteriormente se normalizaron los datos, con el objetivo de reducir lastedundancia

que pudieran tener, esta opcion se encuentra en la pestafia Data transformation.con el
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nombre de.Normalize data, la cual realiza la conexion entre éste con el dataset. La figura

64 muestra lo-anterior descrito (ver figura 64).

Figura 64
Normalizar datos en el modelo de agrupamiento en Azure Machine Learning Studio.
Normalize Data X
Transformation method & *
[ 1 ‘ ZScore v ‘

3 procras_autorrel

| Use O for constant columns when checked & *

‘ True ~ ‘

Columns to transform @ * Editar columna

Oe—--—0

5 Normalize Data A ‘

Se requiere un valor.

Configuracién de salida »

Nota: Elaboracion propia.

En la figura 65 se presenta la seleccion de“las:variables a normalizar los datos, en
este caso son las variables de tipo de datonumérice; la Unica variable a no normalizar es
la variable ClaseEstudiante. Esto se realiza‘dando clic/al cuadrado de Normalice Data y
aparecera en la parte derecha de la interfaz un cuadro de dialogo con opciones referentes
a la normalizacion de los datos, dar clic en la opcion editar columna y aparece otro cuadro

de dialogo donde se seleccionaron las variables a normalizar (verfigura 65).
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Figura 65
Seleccion deé |las variables a normalizar para el modelo de agrupamiento en Azure
Machine Learning Studio.

Columinsto transform X

. X N ) N
Seleccionareglummas O Conreglas (@) Por nombre

Columnas disponibles Columnas seleccionadas
Todos los tipos @™\ X Buscar Todos los tipos ~ O Buscar
1 Columnas N & Agregar todo | 28 Columnas Quitar todas
ClaseEstudiante + Género -

Edad -
CicloEscolar -
DivisionAcadémica -
AsignaturaCursa -

PromedioBachillerato — -

=l

Nota: Elaboracion propia.

Seguidamente se selecciona el algaritmo ‘de K-means que se encuentra en la pestafia
Machine Learning Algorithms, en el apartado de~Clustering y se arrastra al area de
trabajo, donde aparecera un cuadro de didlogo en lasparte derecha de la interfaz con
diferentes parametros que se pueden configurar de este algoritmo.

La figura 66 muestra los parametros configurados, donde _se,indica que el nimero de
cluster seran dos y la métrica o método a utilizar para calcular la distancia entre los datos

gue conformaron el cluster sera el método euclidean (ver figura 66).
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Figura 66
Configuracién/de parametros del algoritmo K-means en Azure Machine Learning Studio.
&) procras_autorre K-Means Clustering X

Create trainer mode @ *

SingleParameter v ‘

Number of centroids @ *

Data

& K-Means Clustering / G Normalize ‘ 5 ‘

Initialization @ *

‘ K-Means++ v ‘

Random number seed @

Metric & *

Euclidean ~ ‘

Normalize features @ *

‘ True ~ ‘

Nota: Elaboracion propia.

Subsecuentemente se busca elrecurso de/Train clustering model en la pestafia Model
Training, la cual cumple con la funcidn de entrenar un modelo de agrupamiento en
clisteres y asigna datos al conjunto de datos en‘entrenamiento. Ademas de realiza la
seleccion del set de entrenamiento, las cuales son das variables seleccionadas con
anterioridad en la normalizacion de los datos.

El recurso de Train clustering model se conecta al recurso de Normalize data y al
algoritmo K-means Clustering. Subsecuentemente se utilizo el reedrso de Assign data to
cluster que se encuentra en la pestafia Model scoring y evaluation, el cual devuelve un
conjunto de datos que contiene las asignaciones probables de cada ‘tegistro a los
clusteres, ademas este recurso se conecta con los recursos de Normalize*data y Train

Clustering Model.
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Por ultimo,se utilizo el recurso de Evaluate model que se encuentra en la pestafia
Model scoring-& evaluation, para evaluar y visualizar los resultados obtenidos del dataset.
En la figura 67 se"muestra el modelo de agrupamiento completo y todas las conexiones
entre cada recurso para.poder realizar la ejecucion del modelo (ver figura 67).

Figura 67
Modelo de agrupamiento‘en”Azure Machine Learning Studio.

B procras_autorrel

5 K-Means Clustering 2. Normalize Data

¥

" = C = /
&2 Train Clustering"Model f

|:% Evaluate Model

Nota: Elaboracion propia.

La ejecucion del modelo, se realizdé dando clic en el botdn enviar,.el cual se encuentra
en la parte superior de la interfaz de trabajo y aparece un cuadro de didlogo, donde se
configuraran el nombre del experimento, en esta ocasion el nombre del experimento fue
agrupamiento y por ultimo clic en enviar, donde finalmente se comienza con la’ejecucion

del modelo al dataset.
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La figura 68 muestra la ejecucion del modelo completado y no ocurrié ningan error o
problema al memento de realizar la ejecucion e implementacion del modelo en el dataset
(ver figura 68).

Figura 68
Ejecucion completa de agrupamiento en Azure Machine Learning Studio.

[ procras_autorrel

| 4 K-Means Clustering | 2. Normalize Data

Completado & Completado &

¥ 7 |

Sa Train Clustering Model /
/
Completado g% /

I |:<imAssign Data to Clustérs

Completadio &

| |t Evaluate Model

Completado ¢

Nota: Elaboracion propia.

Una vez terminada la ejecucion del modelo de agrupamiento, Seqprocedio a visualizar
los resultados de la asignacion de los registros a los cllsteres creados por medio del
algoritmo K-means, esto dando clic sobre el recurso de Assign data to clusteres y en la
parte derecha de pantalla se visualizara un cuadro de didlogo, en el cual se encuentra la

opcién resultados y registros, donde se da clic sobre el icono en forma de grafica de
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barras, para poder visualizar los resultados de la asignacién de los registros a los
clusteres.

En la figura 69 se observa la tabla que la herramienta muestra con los resultados
obtenidos de la implémentacion del algoritmo de K-means y la distancia al centro del
grupo de agrupamiento (ver figura 69).

Figura 69

Asignacion de cluster con la técnica de agrupamiento en Azure Machine Learning
Studio.

Results_dataset X ‘

Filas (2 Columnas @

746 32

18 item19 item20 item21 ftem22 ClaseEstudiante  Assignments S:BancesToCIusterCenter Els.:ancesToCIusterCenter
N TP PO PR /% SR/ [ i
5645 -0995422 0768826 -0.750993 1.055688 ‘Autorr@gulador NG 1.185721 1.620564
5645 -0.995422 -0.768826 -0.750993 -0.586738 Autogegtfadgr 0O 1.08998 1.515283
3167 1.025217  -0.768826  -0.750993  0.234475  Autorreg@ifador 0 0.938281 1423447
5645  -0.995422 -0.768826 -0.750993 -0.586738 Autorregdladof) 0 0.893973 1435208
1239 0.014897  -0.768826 -0.750993 1.055688  Autorregul&tlor™\0 1.085226 1472722
1239  0.014897 0147379 1347287 0234475  Autorreguladegr " F278364 0.822059
1239 0.014897 0147379 0298147  1.055688  Autorregulador 4 0 1.056759 1.44309
1239  1.025217 1063584  0.298147 0234475  Autorregulador 0 0.82747 1.300951
1239  0.014897 0147379  -0.750993 -1.407951 Autorregulador 1 1.389502 1.073134
5645 -0995422 -0.768826 -0.750993 0.234475  Autorregulador 0 1.09198¢ 1577952
1239 0.014897 0147379  -0.750993 -1.407951 Autorregulador 1 1.392646 1.069536
5645 0.014897  -0.768826 -0.750993 -0.586738 Autorregulador 1 1.42518 1.109703
5645 -0995422 0768826 -0.750993 0.234475  Autorregulador 0 1.063889 1507115
3167 0.014897  -0.768826 0.298147  1.055688  Autorregulador 0 0.767884 1.227816
1239  1.025217 1063584 1347287  1.055688  Procrastinador 1 1.576961 1.13108
5645 -2.005742 -1.685031 -1.800134 -2.229164 Autorregulador 0 1.235677 1.712766
5645 -0.995422 -0.768826 -0.750993 -1.407951 Autorregulador 0 0.984731 157695]

Nota: Elaboracion propia.
Ademas, con el recurso Evaluate model se obtienen como resultades algunas
meétricas de los clusteres creados anteriormente en el modelo. La visualizacion de estas

meétricas se da a través de la seleccion de este recurso y en la parte derecha de la interfaz
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se despliega un cuadro de diadlogo, donde se da clic sobre el icono de una gréfica de
barras para vistializar dichas métricas. En la figura 70 se muestra los resultados y las

métricas obtenides de este proceso del modelo de agrupamiento (ver figura 70).

Figura 70
Métricas obtenidas con la‘técnica de agrupamiento en Azure Machine Learning Studio.
Evaluation_results x ‘
Filas (2 Columnas (
3 5
Result Description Average Distance to.Other Average Distance to Cluster Number of Points Maximal Distance to Cluster
Center Center Center
Evaluation For Cluster No.0  1.484872 10662451 471 3.125729
Evaluation For Cluster No.1 ~ 1.483162 1.068464 275 1.835802
Combined Evaluation 1.484242 1.067193 746 3125729

Nota: Elaboracion propia.

La tercera y ultima técnica de mineria de datos implementada en el dataset fue la
técnica de reglas de asociacion, utilizando’el algoritmo A priori. Para la creacion del
modelo de reglas de asociacion e implementacion de este, se utilizd el servicio de
Machine Learning Studio (clasico), el cual es una version anterior de Azure Machine
Learning, donde se pueden crear, modelar y ejecutar modelosde aprendizaje automéatico
utilizados para mineria de datos.

Esta version anterior de la herramienta se utilizé porque permite realizar modelos de
reglas de asociacion, ya que dentro de los modelos o librerias cargados'se’encuentra el
Discover Association Rules, el cual se basa en calcular y descubrir las~teglas de

asociaciéon de un conjunto de datos utilizando el algoritmo A priori.
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Para poderutilizar este servicio o herramienta, se tuvo que crear en primera instancia

un plan de servicio web de Machine Learning Studio (cldsico). La figura 71 muestra la

interfaz para la ereacion de dicha instancia, donde se complementan los campos de:

suscripcion, grupo de‘recursos (el cual se crea dentro de la misma instancia), nombre de

la instancia, region y plan\de tarifa, una vez llenado los campos se da clic en la pestafia

revisar y crear, donde por Gltimo se crea el plan de servicio web (ver figura 71).

Figura 71

Creacion del plan de servicio web-de Machine Learning Studio (clasico) para la técnica

de reglas de asociacion.

Todos los servicios > planes de servicio web de Machine Learning Studio (clasico)

plan de servicio web de,Maghine Learning Studio (clasico)

Basics  Revisar y crear

Detalles del proyecto

Seleccione la suscripcién para administrar recursosiimplémentados y fogfcostas. Use los grupos de recursos como

carpetas para organizar y administrar todos los recursos,

Suscripcion * (D

Grupo de recursos * (D

Detalles de la instancia

Nombre *
Region * (O
Plan de tarifa * (O

Nota: Elaboracion propia.

| Suscripcion defAzure 1

| Mineria_datos

Crear nuevo

| datasetFinal

| Centro-Sur de EE. UU.

| DevTestStandard

Subsecuentemente de la creacion del plan de servicio web, se procede a crear el area

de trabajo de Machine Learning Studio (clasico), donde se tienen que comgpletar tres

formularios para finalmente crear el &rea de trabajo. La figura 72 muestra la interfaz-de la

pestafia Basic para complementar datos del proyecto y la instancia, estos campas.se
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complementaron seleccionando la suscripcion que se tiene a Microsoft Azure, el grupo

de recurso creado anteriormente, la region de utilizacion del servicio y el nombre de la

instancia de trabajo’(ver figura 72).

Figura 72

Creacion del area de trabajo de Machine Learning Studio (clasico) para la técnica de

reglas de asociacion.

Areas de trabajo d€ Machine Learning Studio (clasico)

Basics  Cuenta de almacenamiento

Detalles del proyecto

Seleccione la suscripcidn para administrar recursos imiplementados y los costes. Use los grupos de recursos como

Plan de servicio web

carpetas para organizar y administrar todos los recursess

Suscripciéon * (1)

Grupo de recursos * (D

Detalles de la instancia

Nombre *

Regidn * ()

Nota: Elaboracion propia.

Revisar y crear

l Suscripcion deg@tre 1

| Iinera_datos

Cred nugvo

| pruebaAnalisis|

| Centro-Sur de EE_UU.

La figura 73 muestra creacion de la cuenta de almacenamiento, del modelo de reglas

de asociacion a crear en Machine Learning Studio (clasico), esto se'realiza dando clic en

crear nuevo y se despliega una interfaz en la cual se escribe el nombre“de la cuenta de

almacenamiento, el tipo de cuenta (en este caso es de uso general),7Teadimiento y

replicacion (ver figura 73).
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Figura 73

Creacion de cuenta de almacenamiento para el area de trabajo de Machine Learning

Studio (clasice)para la técnica de reglas de asociacion.

"lodos los servicios > Areas de trabajo de Machine Learning Studio (clésico)

Areas de trabajo de Machine Learning Studio (clasico)

Basig§” CQuenta de almacenamiento  Plan de servicio web Revisar y crear

Cuentade almagenamiento * (O | (configurar los valores cbligatorios)
Crear nuevo
Crear cuenta de almacenamie... x
Nomisre *
‘ prughademot J|

core.windows.net

Tipo'de cuenta

‘ Storage (usegeneral v1) ~ |

Rendimiento 4@

[(estindo JEESP )

Replicacion @

[ Almacenamiento conpredundapcia local (LRS) ~

Nota: Elaboracién propia.

Una vez creada y seleccionada’ la cuenta de almacenamiento se procede a

seleccionar el plan de servicio web, .en este/caso este servicio ya fue creado

anteriormente, es por lo que se elige la opcién de usar‘existente y se selecciona el plan

creado (ver figura 74).

Figura 74

Seleccion del plan de servicio web para el area de trabajo de Machine Learning Studio

(clasico) para la técnica de reglas de asociacion.

Areas de trabajo de Machine Learning Studio (clasico)

Basics  Cuenta de almacenamiento Plan de servicio web  Revisar y crear

Seleccione un plan de servicio web. * Q Crear nuevo

(®) Usar existente

Seleccione un plan de servicio web. | datasetFinal

Nota: Elaboracion propia.
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Para fipalizar la creacion del area de trabajo, la herramienta realiza una validacion de
los campos llenados anteriormente en cada interfaz, si la validacion es superada se crea
el &rea de trabajorLa figura 75 muestra que la revision para la creacion del area de trabajo
fue correcta y se procede a realizar la creacion de ésta, esto dando clic en el boton crear
(ver figura 75).

Figura 75
Revision y creacion del area de-trabajo de Machine Learning Studio (clasico) para la

técnica de reglas de asociacion.

Areas de trabajo ‘deMachine Learning Studio (clasico)

O Validacién superada

Basics  Cuenta de almacgnamignto Planidefservicio web Revisar y crear
Basics

Suscripcion Susciipcion de Azuses]

Grupo de recursos Minesia_datos

Nombre prusbaAnalisis

Regién Centfo-Suride EE. UU.

Cuenta de almacenamiento

Cuenta de almacenamiento pruebademo

Plan de servicio web

Seleccione un plan de servicio web. Usar existente

Seleccione un plan de servicio datasetFinal

Crear | < Anterior Descargar una plantilla para la automatizac

Nota: Elaboracion propia.

Después de la creacion del area de trabajo ya se puede comenzar la utilizacioén. de
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ésta, para desarrollar el modelo de reglas de asociacion. Por lo consiguiente se dio clic
en el &rea de‘trabajo para seleccionar la opcién de compilar e implementar soluciones en
la opcion de Machine Learning Studio (cléasico), donde direcciona a otra pagina para
comenzar a trabajar«on.los modelos y creacion de los mismo.

En primera instancia“se tiene que exportar el dataset desde los archivos locales y
aparece un cuadro de didlogo para seleccionar y subir el conjunto de datos a la
herramienta. La figura 76 presenta.el cuadro de didlogo para seleccionar el archivo y una
vez cargado, se da clic en el botén.de marca de verificacion o mejor conocido como
paloma o revisado (ver figura 76).

Figura 76

Subir el conjunto de datos a Machin€ Learning Studio (clasico) para la técnica de reglas
de asociacion.

Upload a new daFaset

SELECT THE DATA TO UPLOAD:

‘ Seleccionar archivo | procras_autorre2.csv
O This is the new version of an existing dataset
ENTER A NAME FOR THE NEW DATASET:

procras_autorre2.csv

SELECT A TYPE FOR THE NEW DATASET:

Generic CSV File with a header (.csv) v

PROVIDE AN OPTIONAL DESCRIPTION:

Nota: Elaboracion propia.
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Subsecuentemente antes de crear un experimento y disefio del modelo de regla de
asociacion, se-importa el modelo de Discover association rules, esto con la opcion de
Module, dando clic en el icono New, que se encuentra en la parte inferior de la interfaz
de la herramienta. En'la.figura 77 se visualiza lo anteriormente descrito, ademas de este
modelo o paquete se @ncuentran diversos modelos que se pueden importar para
utilizarlos (ver figura 77).

Figura 77
Importar el modelo de Discover association rules en Machine Learning Studio (clasico)
para la técnica de reglas de asociacion,

FROM ZIP -
PACKAGE Upload a new custom module from a local file

PROJECT S search custef meduiles
[
4 e RN ST

Concatenate Columns R Create Scatterflot ®

View in Gallery &

Discover a set of association
rules or frequent itemsets, along

evant metrics, from the
concatenate R merge scatterplot  visualize input dataset

Nota: Elaboracién propia.

Después de importar el modelo para reglas de asociacion, se procedio a realizar un
nuevo experimento, esto con la opcion New en la parte inferior de la interfaz, opcion
Experiment, opcién Blank Experiment, a partir del cual se presentara el aréa)de trabajo

para realizar el modelo.
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Dentrodel area de trabajo se modifica el nombre del experimento o modelo y
posteriormente~se busca la pestafia Saved Dataset — My Dataset, en esta Ultima se
encuentra el dataset a utilizar para implementar las reglas de asociacion. La figura 78
muestra la interfaz del.area de trabajo y el recurso del dataset en la misma (ver figura
78).

Figura 78
Seleccion del dataset para ejecutar la regla de asociacién en Machine Learning Studio
(clésico).

¢ Reglae]

Search experiment items

4 -";i Saved Datasets

4 My Datasets

procras_autorre.csv a
e rocras autor're.?.csv
i o
procras_autorre1.csv 1
\

procras_autorre2.csv

Nota: Elaboracion propia.

Para implementar las reglas de asociacion se selecciona el recurso de Execute R
Script, que se localiza en la pestafia R Language Modulés,)en donde se escriben las
lineas de cddigo para la ejecucion del algoritmo A priori de |as reglas de asociacion. La
figura 79 muestra el cédigo para la identificacion de reglas de asociacion del dataset, el
tipo de dato de las variables es de tipo numérico y se utiliza la libreria arules (ver figura

79).
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Figura 79
Caodigo para’identificar reglas de asociacion en Machine Learning Studio (clasico).

R Script

# Map 1-based optiaedal Ihput ports to variables
# Lectura del dataseti
} procras_autorre2 <- maml.mapIfiputPort(1) # class: data.frame

5 library(arules)

1

2

3

4

5 # Cargar libreria de arules#

6

7

g procras_autorre2 <- procras_autorpez[, 1:29]
9

10 # Discretizan las variables para @pligaf reglas de asociacion#

12 procras_autorre2fGenero <- discretize(procpas_autorre2$Genero, method="interval",categories=2)

13 procras_autorre2$edad <- discretize(preerasgautorre2$edad, method="interval", categories=21)

14 procras_autorre2f$CicloEscolar <- discretize(procras_autorre2$CicloEscolar, method="interval”, categories=68)

15 procras_autorre2¢DivisionAcademica <- diseretize(procras_autorre2$DivisionAcademica, method="interval”, categories=12)
16 procras_autorre2§AsignaturaCursa <- discretigzé(procras_autorre2$AsignaturaCursa, method="interval"”, categories=5)

17 procras_autorre2§PromedioBachillerato <- diseretize(procras_autorre2¢PromedioBachillerato, method="interval”, categories=4)
18 procras_autorre2$Iteml <- discretize(procras_autorra2¢Iteml, method="interval”, categories=5)

19 procras_autorre2¢Item2 <- discretize(procras_autorre2$Item2, method="interval”, categories=5)

20 procras_autorre2f§Item3 <- discretize(procras_autorre2$Item3, method="interval”, categories=5)

21 procras_autorre2§Item4 <- discretize(procras_autorre2$Item4, method="interval”, categories=5)

22 procras_autorre2$Items <- discretize(procras_autorre2$Items, method="interval”, categories=5)

22 procras_autorre2$Iteme <- discretize(procrasgautorre2$¥tem6, method="interval”, categories=5)

24 procras_autorre2§Item? <- discretize(procw@s @autorre2$Item7, method="interval”, categories=5)

25 procras_autorre2$Item8 <- discretize(procr@as”auterre2$Item8, /method="interval"”, categories=5)

26 procras_autorre2$Item9d <- discretize(procrasdauterre2$Itemd, method="interval”, categories=5)

27 procras_autorre2$Iteml® <- discretize(procras (@utorre2$Itemld, method="interval", categories=5)

28 procras_autorre2$Itemll <- discretize(procras_autorre2$Itemlly method="interval", categories=5)

29 procras_autorre2$Iteml? <- discretize(procras_auterre2$Iteml2, method="interval", categories=5)

30 procras_autorre2$Iteml3 <- discretize(procras_autorre2$dtem13, methed=Iimterval", categories=5)

31 procras_autorre2$Itemld <- discretize(procras_autorre2$lteml4, method="interval", categories=5)

32 procras_autorre2$Iteml5 <- discretize(procras autorre2$Iteml5, method="dhterval", categories=5)

33 procras_autorre2$Iteml6 <- discretize(procras autorre2$ttemis, method="interval", categories=5)

34 procras_autorre2$Iteml7 <- discretize(procras autorre2$Iteml7, method="dhtepual", categories=5)

5 procras_autorre2$Iteml8 <- discretize(procras autorre2$Itemi8, method="interval", categories=5)

6 procras_autorre2$Iteml9 <- discretize(procras_autorre2$Item1®, method="interval®, categories=5)

37 procras_autorre2$Item2@ <- discretize(procras_autorre2$Item2@, method="interyal",) categories=5)

38 procras_autorre2$Item21l <- discretize(procras_autorre2$Item21, method="interval!®, categories=5)

39 procras_autorre2$Item22 <- discretize(procras_autorre2$Item22, method="interval", £ategories=5)

4@ #procras_autorre2$ClaseEstudiante <- discretize(procras_autorre2$ClaseEstudiante, gmeihed="frequency"”, categories=2)
41 procras_autorre2$Clasetstudiante <- ifelse(procras_autorre24Clasebstudiante==1, "PROCRASTINADOR", "AUTORREGULADOR")

43 # Envia el conjunto de reglas resultante#
44 maml.mapOutputPort("procras_autorre2™);

Nota: Elaboracion propia.

Lo siguiente a realizar es la ejecucion del codigo esto dando clic.derecho sobre el
recurso Execute R Script, clic en la opcion Run selected, para comenzar la‘ejecucion y
verificar que no haya algun error el codigo que impida la ejecucion del modelo mas

adelante. Una vez terminada la ejecucion del modelo hasta el momento, el cual se gjecutd
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de manerascorrecta el codigo, se procede a utilizar el recurso de Discover Association
Rules de la pestaiia Custom.

La figura 80 muestra el modelo creado para identificar las reglas de asociacion en los
datos, de igual forma‘al.seleccionar el recurso de Discover Association Rules, en la parte
derecha de la interfaz o pantalla se visualiza un cuadro de dialogo de los pardmetros que
contiene dicho recurso, en este caso se decidié que las reglas de asociacién encontradas
se ordenaran de acuerdo a la canfianza de dichas reglas, ademas que el nimero maximo
de reglas a visualizar es de 100 y se seleccionaron las variables a analizar (ver figura 80).

Figura 80
Modelo de reglas de asociacion en/Machine Learning Studio (clasico).

Minimal Number of Ite...
L2 |
Maximal Number of Ite...

s |

Draft saved at 20:32:30

=] procras_autorre2.csv sort By
® ‘ Confidence V|
/ Left Hand Side
(R Execute R Script Right Hand Side

Prune Redundancies

v Return type
[= Discover Association Rules J ‘ Rules v|
(1
1
S Maximatems Returned

| 00 |

Nota: Elaboracion propia.
Finalmente se realiza la ejecucion del modelo de regla de asociacion;*una vez

terminado la ejecucion del modelo se procede a visualizar los resultados, esto dando clic
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derecho sobre«el recurso de Discover Associate Rules, donde se despliega un cuadro de
dialogo con diferentes opciones, dentro de estas se encuentra la opcidn de rulesDataset,
se da clic en estaopcién y clic en Visualize.

La figura 81 presenta algunas las reglas de asociacion obtenidas con la
implementacion del modelo disefiado en Machine Learning Studio (clasico) (ver figura
81).

Figura 81

Reglas de asociacion obtenidas cen €l algoritmo A priori en Machine Learning Studio
(clésico).

Reglas_1 » Discover Association Rules » Rulgs

OWS columns
100 6

id Ihs chs support confidence  lift
view as
m -:»
{Item21=[2.6,3.4)} Tl 17.0, 2520 013807 1 1053672
; {Cl3=epstudiante=AUTOR -
2 {ltem&=[1.0,1. . 0179625 0992593 1101896
2 Item8=T1.0,18)} Rec ADbR 0179625 92593 1101896
3 {Item21=[1.0,1.8)} E(;'ESEE;‘D“;E?E:AUOR 536193 0990099 1099128
4 {Item19=[1.0,1.8)} Eilést;:["}'é';}r"te:A”OR 0378016 00989474 1098434
5 {Item18=[1.0,1.8)} Eﬁ'ést;:["}'é';}r"te:A“OR 04vgfs 0986842 1095512
6 {Item9=[1.0,1.8)} Eﬁ'ést;:["]’é';}r"te:AUOR 0191688_@0%086207 1094807
7 {Item17=[1.0,1.8)} Eﬁ'éfii;’é‘;?te:AUOR 0184987 W9B5714, 109426
8 {ltem16=[1.0,1.8)} Eﬁ'éfii;’é’;?te:AUOR 027748 09894 109426

Nota: Elaboracion propia.
3.3.7.3 Weka
La implementacion de mineria de datos en esta herramienta se llevo~a~cabo

seleccionando la instancia de trabajo explorer, que permite procesar, clasificar, asociar y
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visualizar les datos. De igual manera porque permite ver los graficos obtenidos por cada
algoritmo aplieado al dataset o conjunto de datos.

Una vez elegida’la instancia de trabajo, se muestra la ventana principal de la interfaz,
donde se busca y se/abre el archivo del dataset, esto dando clic en el botén Open file, se
abre un cuadro de dialoge_ para buscar y seleccionar el archivo a abrir en el formato de

tipo CSV (ver figura 82).

Figura 82
Cargar y abrir dataset en Weka.
¢ 58
| Preprocess &
e
Qpenfile . L Open URL .. )L Open DBa. \ Generate.
| L
il
L - © Abrir X
Choose  MNone — = 7 — - ~
— - Buscaren: (B Mineria-Tesis "J (i @ | =] | | LE] B
Surrent relation | y .Y v
ﬁ datasetTesis Modificados __| Invoke options dialog
Relation: Mone ﬁ proyectol
Instances: Mone
ﬁ prueba?
Attributes | ﬁ scrip
(&5 scripFINALES
ﬁTabu\aerjecﬂ
_ Clientes_v3.csv
__ datasetProcras_Autorre.csv
_ datasetReglas.csv
| procras_autorre.csv
| procras_autorrel.csv
| procras_autorre2.csv
| XAPI-Edu-Data csv
)
\ '5}' — @l
Nombre de archivo:  procras_autorrel.csv
Archivos de tipo: CSV data files (* csv) 'J
LM Cancelar

Nota: Elaboracion propia.
Una vez abierto el archivo, se muestra en la interfaz recuentos en relaciéon a los\datos,

las variables que contiene el dataset, ademas si se selecciona una variable o atribute~se
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presenta upa resumen o detalles de la informacion que contiene ese atributo (ver figura

83).

Figura 83
Visualizacion del dataset en Weka.

j Preprocess | Classify l Cluster L Associafel Select attributes l Visualize I

L Open file... J L Open URL,,- ‘J | Cpen DB.. J L Generate... L Edit._ JL Save...
Filte:
T —
Choose | Nene > Apply
Current relation Selected attribute
L &
Relation: procras_autorrel Attributes: 29 Name: item3 Type: Numeric
Instances: 746 Sdm of weights: 746 Missing: 0 (0%) Distinct: 6 Unique: 0 (0%)
Attributes Statistic Value
L 4 -
Minimum 0
| ¢ T - Maximum 5
L All JL None J L Invert 1 U« Pattemn ] Mean 3.032
AN StdDev 0.949
No. Name
1 | Género A
2 | Edad

3 L CicloEscolar
4 || DivisiénAcadémica

5 || AsignaturaCursa o T
6 || PromedioBachillerato N
7 ] itemt LClass. ClaseEstudiante (Nom)

8 [ | item2

10 (] itema e
11 (] items
12 ] item6 )
13 ] item7? I
14 (] items =
15 (] item8 17
16 ] item10 | 142
17 [ item11 |
39
jE—] -0 [1] 0 o 0 ] ]
25

\
n

Nota: Elaboracién propia.

'J Visualize All

Después de cargar y verificar que el dataset y los datos, se hayan cargados

correctamente, se procedio a realizar la mineria de datos en Weka; en primer lugar, se

realizo la mineria de datos con el algoritmo C4.5 o J48, el cual es un algoritmo de arbol

de decision.

En la figura 84 se muestra la seleccion de dicho algoritmo, dando clic en.la‘pestafa

Classify, la cual es la pestafia donde se encuentran algoritmos de clasificacion cama los
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arboles de.decision, luego clic en Choose y despegando la carpeta con el nombre trees
(arboles) y por-tltimo damos clic en J48 (ver figura 84).

Figura 84
Seleccion del algoritmo J48 para arbol de decision en Weka.

Preprocess TC(SSEyj Cluster ‘( AssomateT Select attributes T Visualize 1

lassifier

¥ NP

v E welka

v E classifiers
[ > ﬁ bayes put
L g ﬁ functions
L g ﬁ lazy
> ﬁ meta
» (& misc
> ﬁ rules
v E trees

| DecisionStump
| HoeffdingTree

i _ | LMT

_ | RandomForest |
_ | RandomTree

_ | REPTree |

Nota: Elaboracion propia.

Una vez seleccionado el algoritmo se pueden elegir‘edalquiera de las cuatro opciones
qgue la herramienta ofrece para el andlisis de los datos, en la parte izquierda de la interfaz,
en este caso se selecciond y utilizo la opcion de percentage split, de-igual forma se verifica
gue el item o variable seleccionada para realizar la mineria de datas; sea la variable con
el nombre ClaseEstudiante y se da clic en el boton Start.

En la figura 85 se muestra la aplicacion del algoritmo J48 de &rbol de deeision, donde

se observa el modelo de clasificacion obtenido, niumero de hoja y tamafio.del arbol,
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resumen de‘lainformacion, precision detallada por clase y matriz de confusion (ver figura
85).

Figura 85
Mineria de datos con ‘arbol de decisiéon en Weka.

[ Preprocess TC\assrfyT Cluster TAssncte¥ Select attributes T Visualize ]

Classifier

- =
| Choose |J48-C 0.25-M2 o
Test options Classifier output
~
(_J Use training set Size of the tree = 33
() Supplied test set Se
() Cross-validation Folds 0 Time taken to build modsl: 0.07 seconds

(®) Percentage split % 80

=== Evaluationden test split ===

More options...

Time taken togfest model on test split: 0 seconds

X === Summary ===
(Nom) ClaseEstudiante v
Correctly Classific@'TnSEances 138 92.6e174 %
Start Stop Incorrectly @lassificd Instances 11 7.3826 %
Result list (right-click for opticns) Rappa sjgitogric 0-8232
| " Mean absoliite exzor 0.093
00:00°52 - trees J48 Root mearl Squaréd error 0.2647
Relative abfolutencxzor 49.2e15 %
Root relative(squared error 83.1309 %
Total Number oOf Instances 149

=== Detailed Accuracy By Class ===

TP RatefFB Rate Precision Recall F-Measure MCC ROC Area PRC Area

0.962 0.353 0.955 0.962 0.958 0.6286 0.762 0.945

0.647 0. 038, 0.&88 02647 0.667 0.626 0.762 0.478
Weighted Avg. 0.926 0.317 0.924 0.5926 0.925 0.626 0.762 0.892

=== Confusion Matrix ===

a b < classified as
127 5 | a = Autorregulador
€ 11 | b = Procrastinmador

Nota: Elaboracion propia.

En Weka la forma de visualizar el grafico del arbol de decision que se obtuvo, es
dando clic derecho en el recuadro Result list donde se encuentra el nombre del arbol J48,
el cual se ejecutd y se despliega un cuadro de dialogo, donde se dara elicyen la opcion

Visualize tree (ver figura 86).
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Figura 86
Visualizar el'arbol de decisién en Weka.

LOLLSULLY ldddlllou .

Start Stop Incorrectly Classifiec

Fappa statistic

Result list (right-click for options)

Msan absolute srror

Root mean squared errc

00:00:52 - trees.J48

View in main window
c View in separate window
Save result buffer
Delete result buffer(s)
Load model
Save model
Re-evaluate model on current test set
Re-apply this model's configuration

Visualize classifier errors

Visualize tree

Visualize margin curve

Visualize threshold curve >
Cost/Benefit analysis | 3
Misualize cost curve >

Nota: Elaboracion propia.
En la figura 87 se muestra de forma,gréafica ekmodelo clasificador del arbol de decision

gue obtuvo con el dataset (ver figura 87):

Figura 87
Modelo clasificador del arbol de decision realizado en\Weka.
ftem15
,f"“’",fﬁh“‘\¥
37 K ofF
e .
o T—

hernio hemis

Vas ./,/”=\\\

3 =3 3

/ N " \\\‘\
femzn  Auiomeguiador (570 0150) = Promedioachilerato
’)‘,,““’_‘*‘\\L\“k‘ VAN VAN
ftem? ftem12 et Aussreguiacor (3%D) Procrastnagpr (25 0/3.0) am?
///n\\\\ 2N N PN
<=3 >3 <=3 >3 <=4 >4 a=4 >4
7 T~ / N / N\ / \
ltem18 Edad Procrastinador (15.0) item2 Procrastnador (40 pisibnAcadémica _ugggpgutador (5.0) | Procrastinador (20)
7N s VAN VAN
<=1 >1 <=2 >73 <=3 >3 <8 >8
/ AN / / ~\ / AN
quisdor (8.0/1.9) 00 =00 hemd i 50 o @0
VAN N
- N / \
@0 @0 au;‘ (501.0)

Nota: Elaboracion propia.
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Despugés de realizar la mineria de datos al dataset, utilizando la técnica de arbol de
decision, se procedio a la aplicacion de la técnica de agrupamiento con el algoritmo K-
means. En Weka este algoritmo se encuentra con el nombre SimpleKMeans; este
algoritmo se localizasen.la pestafia Cluster.

En la figura 88 se muestra la pestafia Cluster y seleccion del algoritmo, esto dando
clic en el boton Choose ‘donde se despliega la lista de algoritmos y dar clic en
SimpleKMeans, que es el algoritme a utilizar para mineria de datos (ver figura 88).

Figura 88
Seleccion del algoritmo SimpleK-meansen Weka.

( Preprocess T Classify T Cluster ] Associate I Select aftributes T Visualize ]

Clusterer
S G 4 —

v [;l weka ‘rpruni_ng 10000 -min-density 2.0 -t1 -1.25-t2 -1.0 - 2 -A "weka.care E

v [;‘ clusterers ¥ 4
Cl " Canopy erein'ut;pui
| Cobweb &

.| EM

.| FarthestFirst )
| FilteredClusterer J
| HierarchicalClusterer

| MakeDensityBasedClusterer

. SimpleKMeans

-

Nota: Elaboracion propia.

Luego de la seleccion del algoritmo SimpleKMeans, se seleceiond la opcion de
Classes to cluster evaluation para el analisis de los datos, de igual forma se verificé que
la opcion Store clusters for visualization, estuviera seleccionada para podervisualizar el
agrupamiento y por ultimo se ignoro6 la variable o item ClaseEstudiante, la-cual es la

variable a analizar y se da clic en el boton Start.
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En la_figura 89 se muestra la mineria de datos realizada con el algoritmo de
SimpleKMeanhsde agrupamiento, donde se observa el modelo de agrupamiento obtenido,
namero de iteraeiones, puntos de partida iniciales aleatorios, grupo de centroides por
cluster y el modelo y#€valuacion de agrupamiento (ver figura 89).

Figura 89
Mineria de datos con agrupamiento en Weka.

l Preprocess L Classify I Cluster | Associate J Selegt attributes l\l\sua\ize I

Clusterer
e’ g

| Choose |/SimpleKMeans -init 0 —max—cand\dates_mﬂ —Eeriudwc—prumng 10000 -min-density 2.0 -t1-1.25 42 -1.0 -N 2 -A "weka.core EuclideanDistance -R firs

Cluster mode ‘Clusterer outpui
7 >
(_) Use training set 1 f KMeans

() Supplied test set ()

(_) Percentage split Number of iterations: 3
@ Classes to clusters evaluation ) Within clustsr sum of squared srrors: 891.8426053239332
b= i 'J Tnitial_sta¥€¥fg points (randem) :
(/] Store clusters for visualization - ‘
e | pCluster 0: 2,20,47,4,2,1,4,3,4,2,3,5,2,4,4,4,4,4,3,4,3,3,1,1,1,1,1,2
\ Cluster 1:1,29,62,1,2,1,3,3,1,1,4,5,5,3,3,5,3,4,4,5,3,2,3,3,3,2,2,4
Ignore attributes N

Missing values(globally replaced with msan/mode

Start

Result list (right-click for options)

Finalg€luster centrdids:

Clusterd

- . - Attribute Full, Data o 1
04:40:51 - SimpleKMeans (14%.0) (471.0) (275.0)

Género 4.63138 2 1
Edad 21,4306 21.5541 21.2218
CicloEscolar 43.0067 43.5979 41.3091
DivisidnAcadémica 5.0442 4.8068 5.4509
AsignaturaCursa 2.4759 2) 4268 2.56
PromedicBachillerato 1.6555 15969 1.803e
Iteml 2.4772 204288 2.5636
ftemz 3.9343 29214 3.9564
Item3 3.0322 3%0127 3.0€55
ftema 3.0214 2.9766 3,0982

Nota: Elaboracién propia.

Ademas, se puede visualizar la asignacion de los datos a los clusters 0,agrupamiento
de los datos, dando clic derecho en el recuadro Result list el nombre\del algoritmo
correspondiente y se despliega un cuadro de diadlogo, donde se dara clic*enta opcion

Visualize cluster assignments (ver figura 90).
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Figura 90
Visualizacion de agrupamiento en Weka.
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Nota: Elaboracion propia.
En la figura 91 se visualiza de forma grafica el agrupamiento que se obtuvo de la

mineria de datos realizada con la técnica de agrupamiento al dataset, (ver figura 91).

Figura 91
Modelo de asignacion de agrupamiento de.los datos.realizados en Weka.
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Nota: Elaboracion propia.
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Por ultimo,.se llevd a cabo en Weka la implementacién de mineria de datos con el

algoritmo A priori de la técnica de regla de asociacion; para realizar esta técnica se volvié

a abrir el archivo, *pero esta vez el tipo de dato es de tipo nominal, ya que para

implementar esta teenica se necesita que los datos no sean numéricos. La figura 92

muestra la visualizacién(del dataset con el tipo de datos nominal (ver figura 92).

Figura 92

Carga del dataset con datos nominales para implementar el algoritmo A priori en Weka.
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Nota: Elaboracién propia.

Este algoritmo se localiza en la pestafia Associate, para buscar y-Seleccionar el

algoritmo a utilizar, se dio clic en el boton Choose y se despliega una.lista de los

algoritmos que contiene la herramienta sobre las reglas de asociacion.
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Una vez seleccionado el algoritmo se pueden realizar las adecuaciones a las
propiedades‘del algoritmo, esto dando clic derecho sobre el nombre del algoritmo y se
desglosara un menu con cuatro opciones y daré clic en la opcién Show properties, donde
se muestra un cuadre de dialogo para realizar las modificaciones al algoritmo, en cuanto
al numero de reglas, tipa'de métrica, entre otros (ver figura 93).

Figura 93
Cuadro de dialogo para modificaf, parametros del algoritmo A pirori en Weka.

weka.associationsApriori

About

Class implementing an Apfiori-type algorithm. More
\ Capabilities
car False— YJ
classindex "-1 Y
delta. —0.65 \
doNotCheckCapabilities | False ¢ v-J

lowerBoundMinSupport 0.1

metricType | Confidence TJ

minMetric 0.8

numRules 20

outputitemSets | False A*J
removeAllMissingCols | False ¢ vJ
significancelLevel -1.0 _.
treatZeroAsMissing | False VJ

upperBoundMinSupport 1.0

verbose | False YJ

Open... Save... | OK | Cancel

. /|

Nota: Elaboracion propia.

Después de revisar, verificar o en su caso modificar los parametros o propiedades del

algoritmo se procedio a realizar la ejecucion del algoritmo, esto dando clic en el boton
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Start. En lasfigura 94 se muestran las reglas de asociacion encontradas en el dataset e

informacion adicional con respecto a las reglas, el nimero de reglas de asociacion

visualizadas se obtiene de acuerdo con el niUmero establecido en las propiedades del

algoritmo A priori (verfigura 94).

Figura 94
Reglas de asociacion encontradas con el algoritmo A priori en Weka.
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2. Item20=Nunca Item2l1=Nunca 303 F=» CPlassEstudignte=Autorregulador 301 <conf: (0.99)> lift:(l.1l) lev:(0.04) [2
3. item6=3iempre ftem20=Nunca 337%=> ClassEstudianté=Autorregulador 334 <conf: (0.99)> lift:(l.1l) lev:(0.04) [.
4. ftem21=Nunca 404 ==> ClaseEstudiamte=Rutorreguladon@40p <conf:(0.99)> lift:(1l.1l) lew:(0.05) [3€] conv:(8.02
5. Iteml8=Nunca 304 ==> ClaseEstudiantg=Autorregulador 306 <conf: (0.99)> 1lift:(1.1) lev:(0.04) [26] conv:(€.03
6. Item20=Nunca 385 ==> ClaseEstudiante=Aitorregulador (373 <conf:(0.97)> lift:(1.08) lewv:({(0.04) [26€] conv: (2.5
7. Itemé=Siempre Iteml2=Siempre 311 ==> CldseEstudiante=A@torsequlador 258 <conf: (0.5%6)> lift:(1.06) lev: (0.02
8. ftele:SiEmprE 331 ==> ClaseEstudiante=futorregulador 3d€ <conf:(0.95)> 1lift:(1.06) lev:(0.02) [17] conv: (2
9. ftemll=casi siempre 319 ==> ClaseEstudianté=Auforrequlador 301 <conf: (0.94)> lift: (1.05) [13] co:
10. i’temJ.:Z:Eiempre ClaseEstudiante=RutorreguladorBle ==> J".temGZSiempre 298 <gonf: (0.94)> lift:(1.11) lev:(0.04
11. i’temJ.:Z:Eiempre 331 =—=> itemGZEiempre 311 <conf: (0.94)> 1ift:4(1.1) lev:(0.04) [28] conv:(2.32)
12. Ifteml3=casi siempre 322 ==> ClaseEstudiante=Autorregulador 302 <gconf: (0.94)> 1lift:(1.04) [11] co
13. Item2=Casi siempre 343 ==> ClaseEstudiante=Autorrequlador 320 <conf: (0.93)> lift:(1.04) lev:{(0.01) [11l] con
14. IftemlO=Casi siempre 327 ==> ClaseEstudiante=Autorregulador 305 <conf: (0.93)> lift:(1.04) [10] co:
15. ftemE:Siempre €36 ==» ClaseEstudiante=Rutorregulador 593 <conf: (93] > lift: (1.04) [20] conw: (1.
16. Género=Mujerss Itemé=Siempre 422 ==> ClaseEstudiante=Autorregulador 393 <conf: (0.93)> lift:(1.03) lesv: (0.02
17. Género=Mujeres ClaseEstudiante=RAutorregulador 430 ==> itemGZEiempre 63 <gonf: (0.91)> lift:(1.07) lev:(0.04
18. PromedioBachillerato=Entre 9 y 10 346 ==> ClassEstudiante=Autorregulador 316 <conf:(0.91)> lift:(1.01) lew:
19. Género=Mujeres 471 ==> ClaseEstudiante=Autorregulador 430 <conf: (0.91)>01fe: (1.01) lev:(0.01) [5] conw:(1l.
20. Item2l=Nunca ClaseEstudiante=Autorregulador 400 ==> Itemé=3iempre 363 <gonfe(0.91)> lift:(1.06) lev: (0.03)

Nota: Elaboracién propia.

3.3.8 Interpretacion

El penultimo paso de la metodologia es la interpretacion, donde una vez«ealizado la

mineria de datos se procede a analizar la informacion obtenida. Fayyad, Piatetsky-Sapiro

& Smyth (1996) describen este paso como la interpretacion de los patrones descubiertos
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y la posibilidad de volver a cualquier de los pasos anteriores para realizar una nueva
busqueda de“patrones entre el conjunto de datos.

Ademas, los<autores describen que durante este paso se pueden eliminar patrones
redundantes o irrelevantes que se hayan obtenido durante el paso anterior y traducir los
datos, patrones o relacignes utiles en términos comprensibles para los usuarios.

Por lo anterior se analizaron e interpretaron los resultados obtenidos de la
implementacion de los modelos creados de las técnicas de mineria de datos en las tres
herramientas seleccionadas. De iguakforma la visualizacion de los resultados varia de
acuerdo con la herramienta, por ejemplo, ‘con Lenguaje R utilizando RStudio y Weka se
obtienen el diagrama del arbol de decision y.la-estructura del mismo resultante; en cambio
con la herramienta de Microsoft Azure MachinesLearning se visualiza el diagrama del
arbol de decision.

Con la visualizacion de los resultados de la técnica de reglas de asociacion las tres
herramientas muestran de igual forma los resultados. Fambién al realizar un andlisis
rapido de los resultados, se observaron que algunos resultades pueden variar de acuerdo
a la herramienta en que se implementaron las técnicas de mineria de datos, es decir, los
resultados que se presentan en la herramienta Weka de las reglas deasaciacion pueden
ser que en la herramienta RStudio se encontraron dos o tres reglas, mientras que en

Weka no se identificaron y asi para las demas técnicas de mineria de datos.
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Todo losanterior descrito del andlisis, interpretacion y visualizacion de los resultados
se describen‘eon mayor amplitud en el capitulo 4 de pruebas y resultados, en el aparatado
de resultados.

3.3.9 Conoecimiento descubierto

El conocimiento descubierto es el Ultimo paso de la metodologia, donde se realiza la
utilizacion de la informacion”obtenida de la mineria de datos y la interpretacion de los
resultados, para la toma de decisiones futuras y dar a conocer la informacién encontrada.

Segun Fayyad, Piatetsky-Sapiro.& Smyth (1996) este paso tiene el propédsito de
utilizar el conocimiento descubierto de los, datos para mejorar rendimiento de sistemas
de desempefio de procesos, adopcion de-medidas basadas en el conocimiento, o
simplemente documentar, reportar (y\presentar _informes a las partes interesadas, asi
como la revision y resolucion de posibles‘conflictes con los conocimientos previamente
extraidos de los datos.

A partir de lo anterior, las pruebas realizadas a los medelos disefiados y creados, asi
como los resultados y la interpretacion realizadas de los miSmQs, se documentaron para
tener conocimiento e identificacién de patrones de conducta de)les estudiantes que
cursan materias en lineas de la UJAT puedan tener ante la “procrastinacion y la
autorregulacion académica, con este conocimiento descubierto y la implementacion de
mineria de datos en educacion, especialistas del area de educacion o intereSados puedan
tomar decisiones creando o modificando medidas y reglas ya existentes para que el

estudiante tenga una nivelacion entre estas dos variables.
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Capitulo 4. Pruebas y Resultados
En este capitulo’se presentan las pruebas realizadas y resultados obtenidos del dataset,
en relacion con la ejecucion de la mineria de datos utilizando las técnicas y algoritmos
empleados en cada una.de las tres herramientas.

Lo primero que se realizaron fueron las pruebas en relacion con la ejecucion de los
modelos creados en las herramientas con base en los algoritmos y técnicas de mineria
de datos seleccionados anteriormente, esto se llevd a cabo realizando cambios o
modificaciones con respecto a para@metros y propiedades de los algoritmos.

Una vez realizadas las pruebas y-establecidos los parametros adecuados a utilizar
para la obtenciébn de los patrones deseonducta respecto a procrastinacion y
autorregulacion académica, fueron ejecutados los algoritmos de las técnicas de mineria
de datos seleccionadas con anterioridad’en las tres herramientas. A continuacion, se
describen y explican las pruebas realizadas al dataset y los resultados obtenidos de la
investigacion.

4.1 Pruebas de las técnicas de mineria de datos

En este apartado se presenta las pruebas realizadas en relagion.con cada una de las
técnicas de mineria de datos e implementandolas con las tres herramientas para mineria
de datos.

El nUmero de pruebas realizadas por cada técnica de mineria de datos implementada
o desarrollada por cada una de las herramientas de mineria de datos seleccionadas

anteriormente fueron tres, es decir, que se llevaron a cabo un total de nueve pruebas-de
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cada una de tres técnicas de mineria de datos y de esas nueve, tres fueron realizadas en
Lenguaje R, tresen Microsoft Azure Machine Learning y por ultimo las otras tres en Weka.

El orden dedas tres pruebas realizadas en cada una de las herramientas es el
siguiente: la primera‘y.segunda prueba se realizaron en el dataset de la investigacion
para encontrar patrones deé conducta de procrastinacion y autorregulaciéon académica,
conformado por 29 variables y 746 registros, estas pruebas se realizaron haciendo
modificaciones de pardmetros 0 percentaje de sets de entrenamiento y prueba en caso
de los arboles de decision.

La tercera prueba se realizé en otre dataset, en el dataset iris, esto para verificar que
los modelos creados, modificaciones y parametros se pueden utilizar en otros datos y
sean los adecuados. El dataset iris €std compuesto por cinco variables o items y un total
de 150 registros, el tipo de datos de cuatro variables es de tipo numérico y una variable
es de tipo caracter.

A continuacion, se describen y desarrollan las pruebas realizadas de los arboles de
decision, pruebas de agrupamiento y pruebas de reglas de asegiacion.

4.1.1 Pruebas de Arboles de decision

La primera y segunda prueba se realizaron al dataset de la investigacion, para la
clasificacion de clase de estudiante si son procrastinadores o autorreguladores, y por
altimo la tercera prueba implementando la técnica de arbol de decision, seidesarrolld en

el dataset iris, donde se clasifico la especie a la que pertenece la flor.
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En cada'una de las pruebas se crearon set de entrenamiento y prueba; el porcentaje
de datos que-eontienen cada set de entrenamiento y prueba es el mismo para cada una
de las pruebas realizadas en las herramientas de Lenguaje R, Microsoft Azure Machine
Learning y Weka.

Los sets de entrenamiento y prueba estan conformados de la siguiente forma para
las tres pruebas: la primera’prueba estd conformada por el 70% y el 30% de los datos
respectivamente para cada set, en relacion a la segunda prueba el 60% es set de
entrenamiento y el 40% set de pruebay la tercera prueba realizada al dataset iris es 70%
y 30% respectivamente cada set. A-continuacion, se describen detalladamente las
pruebas realizadas con las herramientas.

4.1.1.1 Lenguaje R

La primera prueba realizada al datasét de lasinvestigacion utilizando el modelo de
arbol de decision, creando el set entrenamiénto con el'70% de los datos (522 registros)
y el set de prueba con el 30% de los datos (224 registros). Los datos que se encuentran
en el set de entrenamiento fueron los utilizados para entrenareliymodelo y con la variable
clase, en este caso es la variable ClaseEstudiante, que es la variable clasificatoria.

En la figura 95 se muestra el arbol de decisién obtenido a partir de la utilizacion del
set de entrenamiento y la variable clase, de acuerdo con la utilizacion del, algoritmo se
obtuvo informacion del nimero y porcentaje de errores no clasificados de manera
correcta, una clasificacion de la clase y los porcentajes de los atributos o variables

utilizadas para realizar el arbol de decision (ver figura 95).
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Figura 95
Arbol de decision obtenido en la prueba uno con Lenguaje R.

Class spe€ified by attribute "outcome'’ Evaluation on training data (522 cases)

Decision Tree

Size Errors

Read 522 Cases (29 attributes) from undefined.data

Decision treeg
10 16( 3.1%) <<

Ttem2l <= 2:
e %E::E%g z=3é:AUTORREGULADOR (377/6) @ ) eclassified as
:...1tem20 <= 23 AUTQRREGULADOR (47/4) 473 5 (a): class AUTORREGULADOR
: Item20 > 2: PROCRASTINADOR (7/1) 14 33 (b): class PROCRASTINADOR
Item2l > 2:
.. Iteml8 <= 3: .
:...Iteml0 > 3: AUTORREGULADOR (53/4) Attribute usage:
Iteml0 <= 3:
:...TtemS <= 3: PROCRASFINADOR (10/1) 199- 00 fremal
: Item5 > 3: AUTORREGUIFADOR (3) 17.43% fteml8
Tteml8 > 3: 10.34% Item20
:...PromedioBachillerato > ‘23 AUTORREGULADOR (4) 4.79% PromedioBachillerato
PromedioBachillerato <= 22 4.02% Ttemd
:...1tem9 > 3: PROCRASTINADOR' (14) 2-49% Irens
. eml
Item9 <= 3:
t...Iteml <= 3: AUTORREGULADOR (3)
Iteml > 3: PROCRASTINADOR (4) Time: 0.0 secs

Nota: Elaboracion propia.

De acuerdo con la informacién’obtenida-apartir de la prueba uno realizada al modelo
de arbol de decisidn, se obtuvo que ‘el tamafio _del arbol fue de 10 nodos terminales y
hubo nueve errores con un porcentaje del 3.1% al momento de clasificar los datos de la
variable clase. De igual forma, para la matriz'de confusién.obtenida se realiz6 lo siguiente:
se clasificaron correctamente 473 registros de la clase autofregulador y dos clasificados
incorrectamente, y de la clase procrastinador se clasificarongeorrectamente 33 registros
y 14 incorrectamente clasificados.

Aunado a lo anterior con el modelo de arbol de decision se encontraron patrones
clasificatorios sobre si el alumno es procrastinador o autorregular, por ejemplo: cuando
el item 21 es menor o igual a dos y el item 10 mayor que tres el estudiante sera

autorregulador. Otro ejemplo es que cuando el item 21 es mayor que dos, el item,18 es

168



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

menor o igual que tres y el item 10 sea mayor que tres el estudiante es autorregulador;
asi como estos patrones descritos hay otros més de esta prueba realizada.

La figura 96 seé muestra el diagrama de &rbol de decision obtenido de la prueba uno,
realizada al dataset de.la investigacion, donde se pueden visualizar de forma més clara

y gréfica los patrones clasificatorios y los nodos del arbol (ver figura 96).

Figura 96
Diagrama del arbol de decision.ebtenido en la prueba uno con Lenguaje R.
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La figura 97 muestra la matriz de confusion obtenida a partir de/la validacion de la
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capacidad de prediccion del arbol, utilizando el set de prueba y por Gitimo se realizé el

calculo de porcentaje de aciertos clasificados correctamente el cual fue ‘de”89.73214%

(ver figura 97).
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Figura 97
Matriz de confusion y porcentaje de acierto de la prueba uno con Lenguaje R.
> ##MATRIZ DE CONFUSION##

> tablaP2 <- table(prediccionP2, datos.testP2$ClaseEstudiante)
> tablaP2y#Visualizacion de 1a matriz de confusion

prediccionP?2 AUTORREGULADOR PROCRASTINADOR
AUTORREGUIEADOR 192 18
PROCRASTINADOR 5 9

> ##CALCULO“DEK PROCENTAJE DE ACIERTOS##
> 100 * sum(diagCtablaP2)) / sum(tablaP2) # % correctamente clasificados
[1] 89.73214

Nota: Elaboracién propia.

Con la segunda prueba sé-modificaron el porcentaje de datos destinados para cada
set, en el caso del set de entrenamiento estaba conformado por el 60% de los datos (448
registros) y el set de prueba tenia el 40% restante de los datos (298 registros).

La figura 98 muestra el arbol deé decisidén obtenido a partir de los pardmetros del set
de entrenamiento y la variable claSificatoriaj al*ver modificaciones en el porcentaje de
datos que constituyen cada set, hubo Variaciones en el arbol de decision y el tamafio de

este (ver figura 98).

170



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

Figura 98
Arbol de decision obtenido en la prueba dos con Lenguaje R.
Class specifigd by attribute "outcome’ Evaluation on training data (448 cases):
Read 448 casess (294attributes) from undefined.data Decision Tree
Decision tree: ;;;é ______ E;;;I_;
Item2l > 2:
:...Iteml8 <= 3: 15 6C 1.3%) A
: :...Tteml0 > 3: AUT@RREGULADOR (47/3)
Tteml0 <= 3: e
o, Ttemld <= 3 :PROCRASTINADOR (8/1) @ () <classified as
: Iteml9 > 3: AUTORREGULADOR (2) T T
Tremld > 3: 409 1 (a): class AUTORREGULADOR

:...promedioBachillerato(> 2¥AUTORREGULADOR (4) 5 33 (b): class PROCRASTINADOR
PromedioBachillerato <= 2:
t...Item9 > 3: PROCRASTINADOR (14)

Item9 <= 3: Attribute usage:
;...Tteml <= 3: AUTORREGULABOR (3)
H ITteml > 3: PROCRASTEINADOR® (3) 100.00% ftem2l
Ttem2l <= 2: 81.92% Iteml4
:...Iteml4 > 3: AUTORREGULADOR (307/2) 20.31% Tteml8
Tremld <= 3: 12.72% Ttemlo
””Itemﬁeig : 3: PROCRASTINADOR (2) 8.93% Itemd
e <= : . .
Itemé > 3: AUTORREGULADOR (38) > 36% Promediogachillerato
i 4.46% 1tem>
Trem2l » 1: 4.46% Ttemo
:...item5 <= 2: PROCRASTINADOR (3) :
- . 3.79% Tteml3
item5 > 2:
:...1tem13 > 3: AUTORREGULADOR (7) 2.23% Iteml9
fteml3 <= 3: 1.34% I‘teml
:...1teml8 <= 1: AUTORREGUIADOR (4) 1.34% item4
Iteml8 > 1:
t...itemd <= 2: AUTORREGULABOR (2) )
item4 > 2: PROCRASTINADOR (4) Time: 0.0 secs

Nota: Elaboracion propia.

De acuerdo con la informacion obtenida a partir-de esta prueba, el tamafio del arbol
fue de 15 nodos terminales y hubo seis errores con”un/porcentaje del 1.3% al momento
de clasificar los datos de la variable clase. De‘igual forma la*matriz de confusion obtenida
fue: 409 registros clasificados correctamente de la clase auterregulador y uno clasificado
incorrectamente, y de la clase procrastinador se clasificaron correctamente 33 registros
y cinco incorrectamente clasificados.

Aunado a lo anterior, con el modelo de &rbol de decision se encontraron patrones
clasificatorios si el alumno es procrastinador o autorregulador, por ejemplo:cuando el
item 21 es mayor que dos, el item 18 menor o igual a tres y el item 10 mayor-gue.tres el

estudiante sera autorregulador. Otro patron clasificatorio obtenido es si el item 21 es
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mayor a dos, el item 18 es menor o igual que tres, el item 10 menor o igual a tres y el

item 19 sea menor e igual a tres el estudiante es procrastinador; asi como estos patrones

descritos, hay otros'méas de esta prueba realizada

La figura 99 mueStra el diagrama de arbol de decision obtenido de la prueba dos
realizada al dataset de la nvestigacion, donde se puede visualizar de forma més clara y

gréfica los patrones clasificatorios y los nodos del arbol (ver figura 99)
Figura 99

Diagrama del arbol de decision obtenido en la prueba dos con Lenguaje R
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Nota Elaboramon propla

La figura 100 muestra la matriz de confusion obtenida a partir de la validacion de la
capacidad de prediccion del arbol, utilizando el set de prueba y por ultima se realiz6 el

calculo de porcentaje de aciertos clasificados correctamente el cual fue de 90.6% (ver
figura 100).
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Figura 100
Matriz de confusion y porcentaje de acierto de la prueba dos con Lenguaje R.
> ##MATRTY DE CONFUSION##

> tablaP3/<- table(prediccionP3, datos.testP3%ClaseEstudiante)
> tablaP3##Wisualizacion de la matriz de confusion

prediccionR3 AUTORREGULADOR PROCRASTINADOR
AUTORREGULADOR. 256 22
PROCRASTINAROR 6 14

> ##CALCULO DELFPROCENTAJE DE ACIERTOS##
> 100 * sum(diag(tablaP3)) / sum(tablaP3) # % correctamente clasificados
[1]1 90.60403

Nota: Elaboracién propia.

De igual forma en la tabla 19 del apéndice A, se encuentran las descripciones de las
variables, es decir, que representacada item y dato que se encuentra en el dataset, para
mayor comprension de los resultados‘ebtenidos en las pruebas realizadas.

Por dultimo, la tercera prueba realizada,; con el modelo de arbol de decision
desarrollado y creado en R utilizando\RStudia; fue implementado en el dataset iris, para
la verificacion de que este modelo desarrollado podria ser utilizado con otros conjuntos
de datos.

Esta prueba en el dataset iris se realiz6 utilizando los séts de entrenamiento y prueba
con el 70% de los datos (105 registros) y el set de prueba‘Centiene el 30% restante de
los datos (45 registros) respectivamente.

En la creacién del arbol de decision se utilizé el set de entrenamiento y la variable
Species, la cual es la variable para clasificar o predictora. La figura 101 muestra el arbol
de decision obtenido, al ser un dataset con un numero de registro mas chico, el arbol de

decision obtenido fue mas pequeiio (ver figura 101).
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Figura 101
Arbol de decision obtenido en la prueba tres con Lenguaje R.

Class specified by attribute “outcome'
Read 105 cases (5 attributes) from undefined.data
Decision tree:

Petal.Length <= 1.9: SETOSA (33)
Petal.Length > 1.9:
r...Petal.width > 1.6: VIRGINICA (34)
Petal.width <= 1.6:
:...Petal.Length <= 4.9: VERSICOLOR (34)
Petal.Length = 4.9: VIRGINICA (4/1)

Evaluation on training data (105 cases):

Decision Tree

4 1C 1.0%) <<

@) (b) ) <-classified as

33 (a): class SETOSA
34 1 (b): class VERSICOLOR
37 (c): class VIRGINICA

Ateribute usage:

100. 0@%#Petal.L'ength
68.57% Petal.width

Time: 0.0 secs

Nota: Elaboracién propia.

De acuerdo con la informacién obtenida’a partitsdel modelo presentado en la figura
101, el tamafio del &rbol fue de cuatro nodos y.solo hubo.un error al momento de clasificar
los datos de la variable clase. El arbol de decisién obtenido deldataset iris, muestra cuatro
caminos clasificatorios; por ejemplo, si la longitud del pétalo es menor o igual a 1.9
entonces la especie es setosa, 0 por lo contrario si la longitud del/pétalo es mayor que
1.9y el ancho del pétalo es mayor que 1.6 entonces la especie de la flores virginica.

La figura 102 muestra el diagrama de arbol de decision, donde se pueden visualizar
de forma mas clara los nodos del arbol y las clasificaciones de los nodos terminales (ver

figura 102).
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Figura 102

Diagrama del arbol de decision obtenido en la prueba tres con Lenguaje R.
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Nota: Elaboracién propia.

Lo ultimo realizado de esta ‘prueba fue-validar la capacidad de prediccion del arbol
utilizando el set de prueba y obtener‘la matriz.de confusion de estos datos, a su vez
realizar el calculo de porcentaje de aciertos clasificados correctamente. La figura 103
muestra la matriz de confusién obtenida de las tres”especies, donde dos datos de la

variable virginica fueron clasificados de forma incorrecta y los demas se clasificaron

Node 7 (n = 34)

— 1
SETOSA VIRGINICA

correctamente, y el porcentaje de aciertos fue del 95.5% (ver(figura 103).

Figura 103

Matriz de confusion y porcentaje de acierto de la prueba tres con Lenguaje R.

> tablaPl <- table(prediccionPl, datos.testPl%Species)
> tablaPl #visualizacion de Ta matriz de confusidn

prediccionPl SETOSA VERSICOLOR VIRGINICA

SETOSA
VERSICOLOR
VIRGINICA

17 0 0
0 13 0
0 2 13

> ##CALCULO DEL PROCENTAJE DE ACIERTOS##
> 100 * sum(diag(tablaPl)) / sum(tablaPl) # % correctamente clasificados

[1] 95.55556

Nota: Elaboracion propia.
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4.1.1.2/Mierosoft Azure Machine Learning

La primefaprueba realizada al modelo construido y creado en esta herramienta se

llevd a cabo dividiendo el dataset en los sets de entrenamiento y prueba, donde al primero

se asignaron el 70%-de.los registros y al segundo el 30% restante de los registros.

Una vez establecido’le anterior y la variable clasificatoria se realiz6 la ejecucion, se

obtuvieron las predicciones”de las variables clasificatorias, asi como un conjunto de

métricas que evallan la precision.de los resultados y por ultimo la matriz de confusion.

Es por lo anterior que en la figura 104.se muestra la prediccion realizada y la probabilidad

de éstas de acuerdo con las dos clases que contiene el dataset (ver figura 104).

Figura 104

Prediccion de la clase de acuerdo con el arbal de decision obtenido en la prueba uno

con Microsoft Azure Machine Learning.

Filas (7 Columnas @

224 32

ftem18  [tem19  item20

ro Lo

SN
e N R N T T T T N N R

4
2
4
1
2
1
2
1
2
1
1
2
1
1

SIS}

item21

4
1
2
1
2
1
2
1
2
1
1
1
1
2

Nota: Elaboracion propia.

ftem22

N S T I N

(ST R R Y

ClaseEstudiante

Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador

Autorregulador

Scored
Prgbabilities_Autorregulado

r

0

S e Y

875

Scored
Probabilities Procrastinador

oo o0 o o0 0000 oo o0 o o

125

125

Scored Labels

Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autorregulador
Autefregulador
Adtorrggulador

Autorgegulagor
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De acuerdo con la figura anterior, se aprecia que la prediccién realizada sobre la
variable ClaseEstudiante fue correcta, ya que la probabilidad o puntuacion en algunas
tienen mas valorpuntaje en este caso hacia la clase donde se encontraban antes de
analizarlas, pero también se encuentran datos con errores clasificados para las dos
clases.

En la figura 105 se muestra el conjunto de métricas obtenidas de la evaluacion de la
precision (rendimiento) del modelosrealizado con la técnica de arbol de decision en esta
herramienta. Estas métricas son: {recision general, micro precision, macro precision,
micro recuperacion y macro recuperacion(ver figura 105).

Figura 105

Conjunto de métricas obtenidas deda pruebaiuno del arbol de decision con Microsoft
Azure Machine Learning.

Filas (2 Columnas (%

1 5

Overall_Accuracy Micro_Precision ~ MacrodPrecision” gMicro Recall Macro_Recall

0.946429 0.946429 0.781308 0.946429 0.704762

Nota: Elaboracién propia.

Con la figura anterior se visualiza que la precisién general de- clasificacion de los
resultados fue del 94.64% lo que significa que la mayoria de los datos de la*variable clase
fueron clasificadas correctamente. También se obtuvo la precision micra_y ' macro en

relacion con los resultados verdaderos y resultados positivos, asi como la recuperacion
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de las instancias del total relevantes que se recuperaron las cuales fueron micro del
94.64% y maero.70.47%.

Por dltimo, en'relacion a la matriz de confusion de la prueba uno, se obtuvieron los
siguientes datos de {as.instancias clasificadas correcta e incorrectamente: para la clase
autorregulador se clasificaron correctamente el 98.1% (206 instancias) y 1.9% (4
instancias) clasificadas incorrectamente; con la clase procrastinador se clasificaron
42.9% (6 instancias) correctamente e incorrectas el 57.1% (8 instancias). Lo
anteriormente descrito se puedetvisualizar en la figura 106, donde las instancias
clasificadas se representan en porcentaje‘(ver figura 106).

Figura 106

Matriz de confusion obtenida de la_prueba uno del arbol de decision con Microsoft Azure
Machine Learning.

Confusiop~Matrix

08

Autorregul... Lag

08

L.

Actual Class

Procrastin...

Predicted Class
Nota: Elaboracion propia.
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Por otro‘lado, la segunda prueba se realizé con un set de entrenamiento del 60% de
los registros (448 registros) y el set de prueba con el 40% restante (298 registros), donde
se obtuvo la prediccion de las variables clasificatorias del set de prueba, en las cuales
algunas instancias que. pertenecian a la clase procrastinacion, después de realizar
mineria de datos con la“técnica de arbol de decision, fueron clasificadas en la clase
autorregulador y de igual forma sucedi6 con la clase autorregulador.

Lo anteriormente descrito §e_muestra figura 107, en la que se pueden visualizar
algunas de las variables que confarman en dataset, la clase, las probabilidades de que
dichas instancias o registros pertenezcan a la clase y la predicciéon realizada por el
algoritmo (ver figura 107).

Figura 107

Prediccion de la clase de acuerdo con-el.arbol de«decision obtenido en la prueba dos
con Microsoft Azure Machine Learning.

Filas (2 Columnas (2
298 32
Scored x d
ftem18  item19  [tem20 item21 ftem22 ClaseEstudiante Probabilities_Autorreguladg §ore Scored Labels

Probabilities Procrastinador

I e e e B2 1
2

3 1 1 3 Autorregulador 1 0 Autorregulador

1 1 1 2 Autorregulador ~ 0.875 0.125 Autorregulador
2 2 3 1 2 Autorregulador ~ 0.875 0.125 Autorregulador
2 1 1 3 3 Procrastinador 0.5 0.5 Autorregulador
3 2 2 1 1 Autorregulador 1 0 Autorregulador
2 2 2 2 4 Autorregulador  0.875 0.125 Autorregulador
1 1 1 1 2 Autorregulador 1 0 Autorregulador
2 3 2 3 3 Autorregulador 1 0 Auforregulador
1 1 1 1 1 Autorregulador 1 0 Auterregulador

1 1 1 2 Autorregulador 1 0 Rutovregulador
3 3 3 3 1 Procrastinador 0 1 Pregrastinador
2 2 2 1 4 Autorregulador  0.875 0.125 AutSgrequlador

Nota: Elaboracion propia.
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En la figura 108 se muestra el conjunto de métricas obtenidas a partir del algoritmo,
donde la precisién general de clasificacion fue del 93.95% lo que significa que la mayoria
de los datos deda variable clase fueron clasificadas correctamente, de igual forma la
recuperacion de lasinstancias del total relevantes que se recuperaron las cuales fueron
micro del 93.95% y macro,63.74% (ver figura 108).

Figura 108

Conjunto de métricas obtenidas-de la prueba dos del arbol de decisién con Microsoft
Azure Machine Learning.

Filas Columnas (%

1 5

Overall_Accuracy Micro_Precision €*Macro_Precision Micro_Recall Macro_Recall

0.939597 0.939597 0.807382, 0.939597 0.637442
Nota: Elaboracion propia.

Asi mismo se obtuvo la matriz de confusion, en ladigura 109, se visualiza que para la
clase autorregulador se clasificaron el 98.9% (274 instancias). correctamente y el 1.1% (3
instancias) clasificadas incorrectamente y con la clase procrastinador se clasificaron el
71.4% (15 instancias) incorrectas y el 28.6% (6 instancias) clasifieadas correctamente

(ver figura 109).
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Figura 109
Matriz de confusion obtenida de la prueba dos del arbol de decision con Microsoft Azure
Machine Learning.

Confusion Matrix

08

Autorregul... 11%

0.6

04

Actual Class

Procrastin... | B.6%

02

Predicted Class
Nota: Elaboracion propia.

Por ultimo, la tercera prueba realizada cons€h modelo de arbol de decision
desarrollado en Microsoft Azure Machine Learning, fue'en el dataset iris; donde el set de
entrenamiento contenia el 70% de los datos (105 registros)«y el set de prueba el 30%
restante de los datos (45 registros).

En la figura 110 se presentan las tres clases que contiene)este dataset, las
probabilidades de las instancias o registros de pertenecer a la clase”y\la prediccion
realizada por el algoritmo; por ejemplo, en la figura se puede visualizar quedaprobabilidad
gue una instancia versicolor tiene una minima probabilidad del 12.5% de ser.de'la clase
virginica y tiene una mayor probabilidad del 87.5% de pertenecer a la clase versicolor y

nula probabilidad en la clase setosa, es por eso que el algoritmo la clasific6 cemo
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versicolor, o cual esta en coincidencia con la forma en que se encontraba clasificada
antes de la mineria de datos, asi como este ejemplo hay otros (ver figura 110).

Figura 110
Prediccion de la clase de acuerdo con el arbol de decisién obtenido en la prueba tres
con Microsoft Azure achine Learning.

Filas @ Columnas (@

45 9

Scored Scored Scored Scored
Probabilities_Setosa  Probabilities_Versicolor  Probabilities_Virginica Labels

||||||I.|l I .||l|.l |I.I.|.| III | I e al - III
38

gth  sepal_width petal_length petal’width variety

6.7 2.2 Virghtica 0 0 1 Virginica
3 44 14 Versig@lor g0 0.875 0.125 Versicolor
32 1.4 0.2 Setosa ! 0 0 Setosa
41 1.5 0.1 Setosa T 0 0 Setosa
35 1.4 0.2 Setosa 1 0 0 Setosa
3 48 1.8 Virgigita 0 0.375 0.625 Virginica
2.7 39 1.2 Wersicolor 0 1 0 Versicolor
24 33 1 Versicolor™ 0 0.75 0.25 Versicolor
3 5.2 2.3 Virgifica 0 0 1 Virginica
26 6.9 2.3 Virginice, 0 0.125 0.875 Virginica
2.7 4.1 1 Versicolor wm@ 1 0 Versicolor
35 1.3 0.2 Setosa Q875 0.%5 0 Setosa

Nota: Elaboracion propia.

La figura 111 muestra el conjunto de métricas obtenidas a partir del dataset iris, donde
la precision general de clasificacion fue del 93.33% lo que significa que la mayoria de los
datos de la variable clase fueron clasificadas correctamente, de igual forma la
recuperacion de las instancias del total relevantes que se recuperaron las cuales fueron
micro del 93.33% y macro 93.75% y por ultimo la precision micro y macro.tienen el mismo

porcentaje del 93.33% (ver figura 111).
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Figura 111
Conjunto de"meétricas obtenidas de la prueba tres del arbol de decision con Microsoft

Azure Machine“Learning.

Filas Columnas (%

1 5

Overall_Accufaey , Micro_Precision Macro_Precision Micro Recall Macro_Recall

| | |

0933333 0.933333 0.933333 0933333 09375
Nota: Elaboracion propia.

Para finalizar esta prueba y las\pruebas realizadas con esta herramienta, se obtuvo

la matriz de confusion. En la figura ¥12) se visualiza que la clase setosa y virginica

se

clasificaron correctamente todas_las instancias que pertenecen a estas clases. Para el

caso de las instancias pertenecientes-a-la claseversicolor se clasificaron correctame
el 81.2% (13 instancias) y el 18.8% (3’instancias) clasificadas incorrectamente.

Figura 112

nte

Matriz de confusién obtenida de la prueba tfes/del arbol-de decision con Microsoft Azure

Machine Learning.

Confusion Matrix

Setosa 0s

06

Versicolor

04

Actual Class

L 02
Virginica

Predicted Class
Nota: Elaboracion propia.
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4.1.1.3/,Weka

La primera“prueba realizada en Weka con la técnica de arbol de decision, fue
realizada utilizando el dataset de la investigacion. Para ello se dividieron los registros en
el set de entrenamiento.y prueba, con el 70% de los datos (522 registros) y 30% de los
datos (224 registros) respectivamente cada uno, esto con la opcion de Percentage Split.

En la figura 113 se presenta el arbol de decision obtenido a partir de los parametros
anteriormente descritos, donde(el arbol esta constituido por 17 hojas o nodos terminales
y el tamafio del &rbol es de 33 nodos.(ver figura 113).

Figura 113
Arbol de decision obtenido en la pruebauno con Weka.

Ttemls <= 3

| ITtemlD <= 3
| | Ttem20 <= 2

| | | Ttem7 <= 3

| | | | ftemlf <="1 autorregulads® (5.0/1.0)

| | | | TtemlS > 1: (Procfastinador 45.0/T.0)

| | | Ttem7 > 3

| | | | Edad <= 23: Autbrregulador (50.0)

| | | | Edad > 23

| | | | | ftems <= 2: Autorregulador (3.0¥F

| | | | | item8 > 2: Procrastinador (2.0Q)

| | Item20 > 2
| | | Tteml2 <= 2: Procrastinador (15.0)

| | | Iteml2 > 32

| | | | Ttem2 <= 3

| | | | | PromedicBachillerato <= 1: Autorregulador,42.0)
| | | | | EromedicBachillerats > 1: Procrastinado® (5.0/1.0)
| | | | Ttem2 > 3: BAutorregulador (5.0)

| ftemld > 3: Butorregulador (570.0/15.0)

Ttemls > 3

| Itemls <= 3
I | Itemz <= 3

| | | Itemé <= 4: Procrastinador (4.0)

| | | Itemé > 4

| | | | DivisiénAcadémica <= &: Autorregulador (7.0/1.0)
| | | | DivisidnAcadémica > €: Procrastinador (2.0)

| | Item2 > 2: Autorregulador (34.0/1.0)

| Ttemls > 3

| | PromedioBachillerato <= 2: Procrastinador (25.0/3.0)
| | PromedioBachillerato > 2

| | | ftem7 <= 4: Autorrequlador (5.0)

| | | ftem7 > 4: Procrastinador (2.0

Nota: Elaboracion propia.
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Aunadora la figura anterior, se encontraron patrones clasificatorios sobre si el alumno
es procrastinador o autorregulador. Algunas variables relevantes para identificar estos
patrones fueron#“item 15, item 10, promedio del bachillerato, item 12, entre otros.
Ademas, se obtuvo una.la representacion gréfica (diagrama) del arbol de decision de la
prueba uno.

En la figura 114 se muestra el diagrama de arbol de decisidén obtenido en esta prueba,
donde se pueden visualizar de forma mas clara y gréfica los patrones clasificatorios y los
nodos del arbol (ver figura 114).

Figura 114
Diagrama del arbol de decision obtenido,en la prueba uno con Weka.

kem10 erm18
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/\ 3 3 '.'/ \\ 3
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T AN N
_— — . yd AN
harn? P, ¢ ‘Autoregulador (34 0V1.0) Procrastnador (25 03.0) o7
T~ ZaN A AN
3 -3 -3 -4 A =4 -4
e T~ / N / A / N\
emie Edad Procrastinador (15.0) o2 Procrastnador (4.0} M"‘“ Autoreguiador (50) | Procrastmador (20)
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. -3 " -8
/ Y / / ) N
Pusomegulodor (9.0/1.0) Procrastiador (5.01.0) | Autorreguiador (50.0) [ 50 @010V g¥asinador (30)
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30 (vd)]

Nota: Elaboracién propia.

(20) | Procrastinador (5041 0)

De igual forma se obtuvo que el porcentaje de instancias clasificadas correctamente
fue de 88.8393% (199 instancias) y a su vez el 11.1607% (25 instancias) fueron
clasificados de forma incorrecta, esto se obtuvo a partir del uso del set de prueba. A

continuacion, en la figura 115 se muestra la matriz de confusion dada por el algeritmo,
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donde se determina que 184 instancias de la clase autorregulador y 15 instancias de la
clase procrastinador fueron clasificadas correctamente (ver figura 115).

Figura 115
Matriz de confusion de la prueba uno con Weka.

F——=pConfusion Matrixz ===

a b <—-— classified as
184 117 | a = Autorregulador
14 15 4 b = Procrastinador

Nota: Elaboracion propia.

Para la segunda prueba realizada ¢on el algoritmo al dataset se modifico el porcentaje
de datos destinados para cada set; en el caso del set de entrenamiento el 60% de los
datos (448 registros) y el set de prueba tenia gl 40% restante de los datos (298 registros).

Una vez ejecutado el algoritmo, sejebtuvo elsiguiente arbol de decision, el cual se
muestra en la figura 116, donde se identifico' que el arbol se encuentra constituido por el
mismo numero de hojas o nodos terminales y tamafio de_arbol, es decir, 17 hojas o nodos

terminales y el tamafio del arbol de 33 nodos (ver figura 116):
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Figura 116
Arbol de decision obtenido en la prueba dos con Weka.

Ttemls <= 3
ITtemlo <= 3
| ITtem20 <= 2
Item7 <= 3
| TtemlB <= 1: Autorregulador (2.0/1.0)
| Iteml8 > 1: Procrastinador (5.0/1.0)

item7 > 3
| Edad <= 23: Autorregulador (50.0)
| Edad > 23

|

!

I | |

| | |

| | |

| ! |

| | l

| | |

| | | | | ftems <= 2: AZutorregulador (3.0)

| | I | | Item8 > 2: Procrastinador (2.0)

I | frem20'> 2

| | | Iteml2 &= 2: Procrastinador (15.0)

| I | Ttgmiz” > 3

| I | | Ifem2 <= 3

| | | | | PromsdicBachillerato <= 1: RAutorregulador (2.0)
| | | | | BromedioBachillerato » 1: Procrastinador (5.0/1.0)
| | | | ftem2. >¥3: Autorregulador (5.0)

| fteml0 > 3: Butorreg@la@or (570.0/15.0)

fteml5 > 3

| Ttemls <= 3

| | Ttem2 <= 3

| | | Ttemé <= 4; Procrastinador (4.0)

| | | Tteme g8

| | | | DividisnAcadémicas®=" 64 Butorregulador (7.0/1.0)
| | | | Divisidgficadémica » §: Procrastinador (32.0)
| | Ttem2 > 3: Adtopfegulador (84.001.0)

| Tteml8 > 3

| |  PromedioBachillerato/<= 2: Prosrastifiador (25.0/3.0)
| | PromedioBachilleratg > 2

| | | ftem7 <= 4: Zutorzégulador (5.0}

| | | Ttem7 > 4: Procrastdnador (2.0)

Nota: Elaboracién propia.

Aunado a la figura anterior se encontraron patrones clasificatorios sobre si el alumno
es procrastinador o autorregulador, se identific6 que el arbol~de decisién obtenido es
similar al obtenido durante la realizacién de la prueba uno; de iguakforma se muestra en
la figura 117 la representacion grafica (diagrama) del arbol de decision de la prueba dos,

para visualizar claramente los patrones clasificatorios (ver figura 117).
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Figura 117

Diagrama del arbol de decision obtenido en la prueba dos con Weka.
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Nota: Elaboracion propia.
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El porcentaje de instancias’ Clasificadas. correctamente fue de 90.2685% (269

instancias de un total de 298 instancias) y el otro 9.7315% (2

9 instancias) restante fueron

clasificados de forma incorrecta, esto a partir delsset-de prueba. A continuacién, en la

figura 118 se muestra la matriz de confusion;"donde se‘dete

rmina que 247 instancias de

la clase autorregulador y 22 instancias de la clase proerastinador fueron clasificadas

correctamente (ver figura 115).

Figura 118
Matriz de confusién de la prueba dos con Weka.

Confusion Matrix

classified a

a b L—= =
247 14 | a = Rutorregulador
15 22 | b = Procrastinador

Nota: Elaboracion propia.
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Por ultimo,.la tercera prueba realizada con la técnica de arbol de decision en Weka
fue realizada-al"dataset iris, al igual que la realizada con las otras dos herramientas; el
set de entrenamiento con el 70% de los datos (105 registros) y el set de prueba el 30%
restante de los datos*(45 registros).

En la figura 119 se muestra el arbol de decision resultante de esta prueba al dataset
iris, donde el tamafio del arbol fue de nueve y el nUmero de hojas fueron cinco hojas o
nodos terminales (ver figura 119).

Figura 119
Arbol de decision obtenido en la pruebatres con Weka.

petalwidth <= 0.6: Iris=setosa (50.0)
petalwidth > 0.¢
| petalwidth <7 1.7
| | petallengsh <= 4.5: Iris-versicolor (48.0/1.0)
| | petallengthl 3g4.9
| | | petalwidth /== 1.5: “Irzds-virginica (32.0)
| | | petalwidth{> #.5: Irisfversicolor (3.0/1.0)
| petalwidth > 1.7: IriS—wirginied J46.0/1.0)
Nota: Elaboracion propia.

De igual forma, con el arbol de decision se detecté que-la construccion del arbol fue
utilizando solamente tres variables de las cinco que contiene el dataset iris, ademas la
clase de flor versicolor y virginica se presenta dos veces y la clase setosa solamente una
vez.

En la figura 120 se presenta la representacion grafica (diagrama) del arhol de decision
obtenido en esta prueba, para visualizar claramente los patrones clasificatorios)(ver figura

120).
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Figura 120
Diagrama del arbol de decision obtenido en la prueba uno con Weka.

petahwidth

<:na”t/////ﬁhhkhaﬁ‘“‘>nﬁ
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lris-setosa (ED.D)j petabwidth
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=49 /\ =44
/ \
Iris-versicolar (48.0/1.0) petabwidth
=15 /\ =15
/ \_

Iris-virgmig 0y Iris-versicolor {3.0/1.0)

Nota: Elaboracion propia.

Finalmente, el porcentaje de instancias clasificadas correctamente en esta prueba fue
del 95.5556% (43 instancias de un'tetal de 45 instancias) y el otro 4.4444% (2 instancias)
restante fueron clasificados de forma incorrécta, ‘esto,a partir del set de prueba. A su vez,
la figura 121 muestra la matriz de confusiongsdonde Se determina que 14 instancias de la
clase setosa, 16 instancias de la clase versicolor y 13“instancias de la clase virginica
fueron clasificadas correctamente (ver figura 121).

Figura 121
Matriz de confusién de la prueba tres con Weka.

=== (Confusion Matrix ===

a b c <—— classified as

14 0 0 | a = Iris—-setosa
01 0| b = Iris-wversicolor
0 2 13 | ¢ = Iris-virginica

Nota: Elaboracion propia.
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Estas tresspruebas realizadas por cada una de las herramientas y la técnica de
mineria de datos de arbol de decision sirvieron para poder entender y verificar de una
mejor manera ladorma en que se trabaja esta técnica desarrollada en cada herramienta
y de igual forma a partir.de las pruebas se pudieron establecer los pardmetros a utilizar
para la obtencion de los(resultados de la investigacion.

4.1.2 Pruebas de‘Agrupamiento

Las pruebas que se realizaron con esta técnica de mineria de datos son las
siguientes: la primera y segunda prueba se realizaron al dataset de la investigacion, para
el agrupamiento de los datos y por ultimo‘la tercera prueba se realizé implementando la
técnica de agrupamiento en el dataset iris;zdonde se clasificd la especie a la que
pertenece la flor.

Estas tres pruebas se realizaron ensCada una de las herramientas seleccionadas
anteriormente, las cuales son: Lenguaje R¢'Microsoft/Azure Machine Learning y Weka.
En caso de esta técnica se normalizaron los datos”que contiene el dataset de
investigacion y el de prueba, asi como la seleccién del nimere de clister a utilizar en
cada prueba.

El nidmero de cluster en la primera prueba fue de tres clusteres, para la segunda
prueba fue de cuatro clisteres y por ultimo en la prueba tres el nimero de eluster fue dos

clusteres. A continuacion, se describen detalladamente estas tres pruebas‘realizadas.
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4.1.2.1/.Lenguaje R

La primera-prueba consistio en visualizar como es el comportamiento de los datos al

construir tres agrdpamientos o cluster, pero antes de crear los cllster, se normalizaron

los datos para que ningln data tenga mayor peso que otro al momento de realizar el

agrupamiento.

Una vez normalizado l0s"datos, se realizé la creaciéon e implementacion del modelo

de agrupamiento con tres clusteres. En la figura 122 se visualiza en la parte superior

informacion sobre el nimero de clustering o agrupamientos creados e implementados en

los datos, asi como el tamafio 0 numero de registros que contiene cada agrupamiento

(ver figura 122).

Figura 122
Modelo de agrupamiento con tres clusteres de

K-means clustering with 3 clusters of sizes 363, 32, 351

Cluster means:
Género Edad CicloEscolar DivisidnAcadémica Asignatupacu
1 -0.18366887 -0.069911404  0.01687422 0.1496044 -0404416
2 0.05154285 0.714525511 -0.37973482 0.3537141 0. 340401
3 0.18524908 0.007159611  0.01716858 -0.1869665 0.01464.
Item4 Items Item6 Item? Item8 Ttem9

lagprueba uno en Lenguaje R.

rsa PromedioBachillerato Tteml Ttem2 Ttem3
580 0.1537286 0.44885575 -0.3328970 0.1721671
837 0.1385799 0.02637587 -0.8633477 -0.3631187

136 -@-1716183 -0.46660588 0.4229878 -0.1449483
Iteml0 Ttemld Iteml2 Iteml3 Iteml4

1 0.09058410 -0.2866184 0.04548884 -0.2024998 0.51813196 0.5382499 -0.2171516 -0.2926007 -0.2662379 -0.2880214 -0.2227904

2 -0.38834105 -0.8926581 -3.18607966 -1.3862940 -0.06434454 -0.1189157 -1.1216743 -1.3081658 —1%5267605 -1.2046744 -1.2964916

3 -0.05827668 0.3777993 0.24342479 0.3358087 -0.52997971 -0.5458103 0.3268365 0.4218671 0.4145319 0.4076961 0.3486058

Tteml5 Iteml6 Iteml? Tteml8 Ttem19 Ttem20 Ttem21 Ttem22

1 0.5219932 0.50903779 0.4675210 0.5357282 0.5656016 0.45752137 0.50878990 0.28857648

2 -0.1502222 -0.05207903 -0.6558305 -0.4631313 -0.1113178 0.06144336 -0.06245297 0.08044361

3 -0.5261436 -0.52169284 -0.4237138 -0.5118209 -0.5747898 -0.47876480 -0.52049071 -0.30577623

Clustering vector:
[1]33333131333331133133313333111311311133133313113333131213333131
[6411111311113311111333333313113133311113321313131193331333331111123

[12771313333311223231313213133133111213333333133311331349333333133131

[190]131311113211331311333331311133133313311113133111331114311312311

[253111111213111133131133313331113333113133113131131113313331313113

[316] 11133313313131313333131333323333331113133111131131'3313311331111

[37913113111131333113111113313213133331333131121131322233138311333121

[442 3133131131311331133111333313121131132133131131331113332431331331

[505]131111311311133111313231113331111111111331313111311313113131312

[5681 3232131311113111133111133113333333311131133331311111311119411331

[631113111113333131133213331311331111121131331211331111113133313131

[694] 33331321111313121111323333133323133113231311113333131

within cluster sum of squares by cluster:

[1] 8459.455 1786.127 7196.488

(between_SS / total_SS = 16.4 %)

Available components:

[1] "cluster" "centers" "totss" "withinss" "tot.withinss" "betweenss" "size" "iter"

[91 "ifault"

Nota: Elaboracion propia.

Para esta prueba con tres clusteres, se obtuvieron los siguientes resultados: elprimer

agrupamiento esta conformado por 363 registros, el segundo por 32 registros y el terCer
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agrupamiento contiene 351 registros, y a su vez se muestra el vector de agrupamiento
de los 746 registros de acuerdo con el numero de cluster al que pertenecen.

Con el modelo de agrupamiento ya creado y con los datos clasificados de acuerdo
con los clusteres, se_cred un gréfico para visualizar de una forma mas clara los
agrupamientos de los dates.

En la figura 123 se muestra el grafico obtenido a partir del modelo de agrupamiento
con tres cluster, los cuales son fepresentados en colores rojo, azul y verde, por medio del
grafico se aprecia que la mayoria de'los registros se encuentran aglomerados en el centro
del diagrama, en su mayoria son ‘datos pertenecientes al cluster uno y dos, en
comparacion con el cluster tres"que_los dates pertenecientes a él, hay algunos datos
aglomerados en el centro del grafico, perol también hay algunos datos con mayor
distancia al centro del modelo (ver figura423).

Figura 123
Gréfico de los tres agrupamientos de la prueba uno enLenguaje R.

Cluster plot

)

Nota: Elaboracion propia.
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Lo siguiente que se realizo fue visualizar la asignacion de cada registro o instancia a
los clusteres‘ereados, esto se presenta en la figura 124 y se aprecian los tres grupos de
clusteres que sesencuentran en la clase de estudiante autorregulador, por el contrario,
para la clase procrastinador solo se encuentra en dos clusteres (ver figura 124).

Figura 124

Visualizacion de la asignacion de las instancias en los cllusteres de acuerdo con la
variable ClaseEstudiante con la prueba uno en Lenguaje R.

cluster
1 2 3
Autorregudador 298 23 351
Procrastimador 65 9 0

Nota: Elaboracién propia.

Finalmente se realiz6 otra graficaspara-identificar patrones o similitudes de conducta
procrastinadora o autorreguladora de los estudiantes, esta grafica se realizo6 de acuerdo
con las variables de Division Académicas€n-el eje X y/ciclo escolar en el eje Y, y los datos
graficados son los agrupamientos obtenidos con las~etiquetas de si el alumno es
procrastinador o autorregulador.

Lo anteriormente descrito se muestra en la figura 125, €nla cual se observa que la
mayoria de los estudiantes son autorreguladores y se encuentran‘muy pocos que son
procrastinadores, pero aun asi se encuentra que hay divisiones en ‘gque todos son
autorreguladores y no procrastinadores; asi como esta grafica se pueden yealizar otras

(ver figura 125).
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Figura 125
Visualizacion de los grupos de agrupamiento de la prueba uno en Lenguaje R.
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Nota: Elaboracion propia.

La segunda prueba fue realizada implementando cuatro clisteres al dataset. La
ejecucion de los cuatro clusteres ‘dio‘como resultado para el primer cluster 169 registros,
segundo cluster 21 registros, tercer cluster 257+egistros y el cuarto cluster 299 registros.
Lo anterior descrito se muestra en la figura 126, endlascual también se muestra el vector
de agrupamiento de los 746 registros, perorepresentados con el numero del cluster al

gue pertenece cada registro (ver figura 126).
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Figura

126

Modelo de @agrupamiento con cuatro clisteres de la prueba dos en Lenguaje R.

K-means clustering with'd clusters of sizes 169, 21, 257, 299

Cluster means:
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[1]
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squares by cluster:

(between_S5 / total_Ss =

Available components:

[1] "cluster"

Nota: Elaboracién propia.

"centers"

20.9 %)

4958.470 6177.978

"totss"

Items
0.7070627
0.3029053
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Item20
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Iteml2
-0.1564846
-1.4024266

0.5884635
-0.3188571

"size"

Iteml
0.58454739
-0.05629808
-0.65592555
0.23734654

-1

0.6399288

ITtem2

-0.2277364
-1.1272748
0.6191330
-0.3242707
Iteml3
-0.2076654 -0.
.2791307 -1.
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"iter"

Item3

0.29650069
-0.33489939
-0.20606416

0.03305271

Iteml4

Itemls

2533067 0.8199980
6287623 -0.2608863
.5097539 -0.6616307
1805816 0.1235386

Eo UV e S VR WY R R S OV
R ST s

"ifault"

De acuerdo con los agrupamientos/creados Y distribuidos en cada uno de los cuatro

clusteres, se cred un grafico para la visualizacion mas.grafica los agrupamientos de los

datos; la figura 127 se presenta el grafico obtenido a partir'del modelo de agrupamiento

con cuatro clusteres, los cuales se representan por los colores rojo, azul, verde y morado

(ver figura 127).
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Figura 127
Grafico de los/cuatro agrupamientos de la prueba dos en Lenguaje R.

Clusterpiot

Nota: Elaboracién propia.

Por medio del grafico se aprecia que la mayoria de los registros se encuentran
aglomerados en el centro del diagrama, ensusmayoria los datos del cluster cuatro se
encuentran agrupados en el centro y cercanos entre si, a diferencia de los clusteres uno
y tres (rojo y azul respectivamente) estidn. confermados con datos con distancias
cercanas, pero con el clister uno se comienzan a visualizar datos con mayor distancia
que al resto que conforman este agrupamiento y por Ultimo en el clister dos se
encuentran datos donde la distancia entre cada dato es mucho mas lejana.

En la figura 128 se visualizan los cuatro grupos de clusteres, enidonde se aprecia el
namero de instancias o registros asignados de cada clase en los clasteres; la clase
autorregulador se distribuye en los cuatro clisteres y la clase procrastinador.se distribuye

solo en los clusteres uno, dos y cuatro (ver figura 128).
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Figura 128
Visualizacion de la asignacion de las instancias en los cllusteres de acuerdo con la
variable ClaseEstudiante con la prueba tres en Lenguaje R.

cluster
1 2 3 4
Autorregulador 115 11 257 289
Procrastinador 54 10 0 10
Nota: Elaboracion propia:

Por dltimo, con la prueba’dos se realizd una exploracion de los datos de las variables
en relacion con los grupos de agrupamientos creados en el dataset, ademas se pueden
identificar patrones entre los datos’de.acuerdo con la variable de ClaseEstudiante, por
ejemplo, ya que hay datos que pueden coincidir cuando los dos son autorreguladores o
procrastinadores.

La figura 129 muestra un ejemplo.de la exploracion de los datos en relacion con los
agrupamientos de los datos, esto utilizando 1as wariables de item 1 en eje X y

AsignaturaCursa eje Y, y el etiquetado de la'clase (verfigura 129).

Figura 129
Visualizacion de los grupos de agrupamiento de la prueba“dos en Lenguaje R.

Pt Arrmmaen

Nota: Elaboracion propia.
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En la gréfica se muestra que los datos de estas dos variables se encuentran la misma
cantidad de @datos clasificados en autorreguladores y procrastinadores, también estos
datos estan agrupados en los cuatros cluster creados en la prueba dos.

La tercera y Ultima.prueba realizada al modelo con la técnica de agrupamiento se
desarroll6 en el dataset’iris, utilizado también para realizar pruebas con la técnica de
arboles de decision.

Lo primera accion que se fealizé fue la lectura del dataset y seguido se realiz6 la
normalizacion de los datos; al datasetsse le implementaron los métodos wss o método del
codo, método el silhouette y el métode ‘gap_statistic para obtener el nUmero 6ptimo de
clusteres a implementar en est€ dataset de-prueba, donde se obtuvieron con los tres
métodos que el numero Optimo de cluster, es de dos.

En la figura 130 se muestra el resultado obtenido de la ejecucién del algoritmo K-
means con la implementacion de dos clusteres. Con Ja implementacion de algoritmo se
obtuvo que el primer cllster o grupo estd compuesto por’50 registros y el segundo con
100 registros (ver figura 130).

Figura 130
Modelo de agrupamiento con dos clusteres de la prueba tres en Lenguaje R.

K-means clustering with 2 clusters of sizes 50, 100

Cluster means:
Sepal.Length Sepal.width Petal.Length Petal.width
1 -1.0111914  0.8504137 -1.300630 -1.2507035

2 0.5055957 -0.4252069 0.650315 0.6253518

Clustering vector:
ftfj1111111111111111111111111111111111111111111111111
[50] 1222222222222222222222222222222222222222222222222
[99] 2222222222222222222222222222222222222222222222222
[148] 2 2 2

within cluster sum of squares by cluster:
[1] 47.35062 173.52867

(between_Sss / total_ss = 62.9 %)
Available components:

[1] "cluster" "centers" "totss" "withinss" "tot.withinss" "betweenss"
[7]1 "size" "iter” "ifault"

Nota: Elaboracion propia.
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Despugés de la implementacion del algoritmo en el dataset iris, se realizdé un gréfico
para la visualizacion mas clara de los agrupamientos de los datos; la figura 131 presenta
el grafico obtenido a partir del modelo de agrupamiento con dos clisteres en el dataset
iris, los cuales se representan por los colores rojo y azul respectivamente (ver figura 131).

Figura 131
Grafico de los dos agrupamientos de la prueba tres en Lenguaje R.

Cluster piot

Nota: Elaboracion propia.

Por medio del gréafico se aprecia que entre‘Cada agripamiento se encuentran con una
distancia claramente considerable, los registros del grupe uno se encuentra del lado
izquierdo del gréfico y hay registros aglomerados en el centro'del grupo con una distancia
cercana, pero también hay registros con distancias lejanas. Dentro.del grupo dos hay
MAs registros con distancias mas lejanas entre datos y unos cuantos estancon distancias
cercanas

Posteriormente se procedi6 a visualizar la asignacion de cada registro de 1os ¢clusteres

creados, la figura 132 muestra lo anteriormente descrito y se visualizaron los dos grupos
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de clusteres donde el cluster uno solo contiene registros de la clase setosa y el cluster
dos contiene‘registros de las clases versicolor y virginica (ver figura 132).
Figura 132

Visualizacion de la asignacion de las instancias en los cllusteres de acuerdo con la
variable Especie confa.prueba tres en Lenguaje R.

c luster
1 2
setosa 50 0

versicolor 0 50
¢irginica 0 50
Nota: Elaboracion propia.

Para finalizar con la prueba tres, se.realiz6 la exploracion de los datos utilizando el
modelo K-means de agrupamiento. La figura 133 muestra un ejemplo de la exploracién
de los datos en relacién con los agrupamientes de los datos, esto utilizando las variables
de sepal length (longitud del sépalo) en'eje X y'petal width (ancho del pétalo) eje Y, y el

etiquetado de la clase especie (ver figuraA33).

Figura 133
Visualizacion de los grupos de agrupamiento de la pruebastres en Lenguaje R.

setosa

T T T T T T
45 50 55 60 65 70 75 80

Nota: Elaboracion propia.
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En la gréfica se muestra que los datos de estas dos variables se encuentran dispersos
y se visualizan-os dos agrupamientos por separado y hay datos con distancias cercanas
y otros con distanCias lejanas con los demas datos.

4.1.2.2 Microsoft Azure Machine Learning

Para la implementacién de la técnica de agrupamiento en el dataset, se realizé la
normalizacion de los datosypara la primera prueba realizada del modelo creado con el
algoritmo K-means fue la ejecuCién de tres cllster o grupo de agrupamiento.

En la figura 134 se visualiza elresultado obtenido de la prueba uno realizada, donde
se aprecia que al dataset se le asignaron cuatro columnas mas, una de ellas contiene la
asignacion de los clusteres y las‘otras tres ladistancia en que se encuentran los clisteres
con relacion al centro del grupo o centroide (ver figura 134).

Figura 134

Agrupamiento de los tres clusteres de la prueba uno.en Microsoft Azure Machine
Learning.

Filas (@ Columnas
746 33
ftem21 item22 ClaseEstudiante  Assignments E:;ancesToC\usterCenter nD(i)sjancesToClusterCenter E‘i)s.;ancesToC\usterCenter
|||. I|||| I_ III | ||, all I ||._
26 -0.750993 1.055688  Autorregulador 2 1.470125 1.620564 1086136
26 -0.750993 -0.586738 Autorregulador 2 1.37478 1515283 099¢113
26 -0.750993 0.234475  Autorregulador 2 1.086881 1423447 0.964456
26 -0.750993 -0.586738 Autorregulador 2 1.197835 1435208 0.803535
26 -0.750993 1.055688  Autorregulador 2 1.324743 1472722 1.029404
9 1347287  0.234475  Autorregulador 1 1.293514 0.822059 1.35839
9 0298147  1.055688  Autorregulador 2 1.253086 1.44309 1.036277
4 0298147 0234475  Autorregulador 0 0.613361 1300951 1.051069
9  -0.750993 -1.407951 Autorregulador 1 1.573757 1.073134 1.353383
26 -0.750993 0.234475  Autorregulador 2 1.457835 1577952 0.92647
9  -0.750993 -1.407951 Autorregulador 1 1.565453 1.069536 1.364384
26 -0.750993 -0.586738 Autorregulador 1 1.632057 1.109703 1.370959

Nota: Elaboracion propia.
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Como se aprecia en la figura anterior, la herramienta asigno el agrupamiento o cluster
del rango 0 al*2, pero son tres grupos de clisteres que realizaron. De igual forma se
visualiza que mientras mas cerca se encuentra la instancia o los datos del registro,
centroide o centro del.grupo del cluster, es al grupo que pertenecera o asignara el
algoritmo.

Por ejemplo, en el casode la instancia dos, esté asignada al cluster dos (grupo tres),
ya que la distancia que tiene al centro del grupo es 0.997113, la cual es menor que de
los otros dos clusteres, ya que la distancia del cluster O es del 1.37478 y la del cluster 1
es de 1.515283.

Aunado a lo anterior, se extrajo una evaluacion de los resultados de los grupos de
agrupamiento, las métricas que componen esta_evaluacion son: distancia media a otro
centro, distancia promedio al centro del gfupo, nimero de instancias agrupadas a cada
cluster y la distancia maxima al centro del grupo.

En la figura 135 se muestran los resultados de dicha evaluaciéon a los grupos de
clusteres, donde se aprecia que el cluster O (grupo une). contiene 178 instancias
agrupadas, el cluster 1 (grupos dos) con 275 instancias y el cldster 2 (grupo tres) 293

instancias (ver figura 135).
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Figura 135
Evaluacion«desla asignacion de claster con la prueba uno con Microsoft Azure Machine
Learning.

Result Description ?::;:?e Distance to Other ?;t;;:?e Distance to Cluster Number of Points g‘l:mi\:a\ Distance to Cluster
] N 1 N

Evaluation For Cluster No.0 \1.268614 1.016187 178 1.723338

Evaluation For Cluster No.1  1.483821 1.068464 275 1.835802

Evaluation For Cluster No.2  1.262182 0.99223 293 3.068032

Combined Evaluation 1.326694 1.026048 746 3.068032

Nota: Elaboracion propia.

La segunda prueba fue realizada implementando cuatro clisteres o grupo de
agrupamiento al dataset, después dé la normalizacion de los datos. En la figura 136 se
visualiza el resultado obtenido de la prueba dos realizada con cuatro cllisteres, donde se
aprecia que al dataset se le asigharon cinco/columnas mas, una de ellas contiene la
asignacion de los clusteres y las otras cuatro-la.distancia en que se encuentran los
clusteres con relacion al centro del grupo o-centroide’ (ver figura 136).

Figura 136

Agrupamiento de los cuatro clusteres de la prueba dos'en Microsoft Azure Machine
Learning.

Filas (2 Columnas @

746 34

" . DistancesToClusterCenter  DistancesToClusterCenter  DistancesToClusterCenter g@BistancesToClusterCenter
ClaseEstudiante ~ Assignments

ne.0 no. no.2 no 3
L i I, [
Autorregulador 2 1498236 1622122 1.052045 1.365276
Autorregulador 2 1.397616 1.515993 0.989865 1.247296
Autorregulador 2 1.11753 1423592 0.942614 1.170634
Autorregulador 2 1.259213 1436982 0.846942 0.911411
Autorregulador 2 1.332733 1473388 0.988542 1.337539
Autorregulador 1 1.332548 0.823287 1.424056 1.247962
Autorregulador 2 1.250915 1443661 0.999274 1.331294
Autorregulador 0 0.618739 1.299646 1.060137 1.108308
Autorregulador 1 1.612568 1.076145 1407789 1.344951
Autorregulador 2 1.507909 1.579985 0.990076 1.030549
Autorregulador 1 1.604911 1.072748 1.4218 1.340296
Autorregulador 1 1.64778 1.109753 1.3273% 1.629527
Autorregulador 3 1.340847 1.509067 1.182236 0.730963

Nota: Elaboracion propia.
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Como se aprecia en la figura anterior, la herramienta asigno el agrupamiento o cluster
del rango 0 al-3; los cuales son los cuatro grupos de clisteres que realizaron. De igual
forma se visualiza,'gue mientras mas cerca se encuentra la instancia del centroide o
centro del grupo del«¢lUster, es al grupo que pertenecera o asignara el algoritmo.

Por ejemplo, en el caso de la dltima instancia que se aprecia en la figura anterior, el
algoritmo la asigno el cluster tres (grupo cuatro), ya que la distancia que tiene al centro
del grupo es 0.730963, la cual s menor que de los otros tres clusteres, ya que la distancia
del cluster 0 es de 1.340847, cluster dees de 1.509067 y cluster 2 es de 1.182236.

Aunado a lo anterior, el conjunto de métricas obtenidas por el algoritmo, se pueden
apreciar las distancias medias ‘de un centre~del grupo a otro, asi como las distancia
promedio del centro de grupo que hay en cada clUster, y se aprecia que las distancias
pueden ser cercanas y otras mas lejanass

En la figura 137 se muestran los resultados de dichas métricas de los grupos de
clusteres y el nUmero de instancias o registros que contiene,cada cluster, en el caso del
cluster 0 (grupo uno) contiene 151 instancias, el clister 1 (grupes,dos) con 274 instancias,
el cluster 2 (grupos tres) con 225 instancias y el clister 3 (grupo ¢uatro) 96 instancias ver

figura 137).
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Figura 137

Evaluacion«desla asignacion de claster con la prueba dos con Microsoft Azure Machine

Learning.

Result Description

Fvaluation For Cluster No.0
Evaluation For Cluster No.1
Evaluation For Cluster No.2
Fvaluation For Cluster No.3

Combined Evaluation

Average Distance to Other
Center

N256323
1.42027%5
116218 4
1.174646
1.277804

Nota: Elaboracién propia.

Average Distance to Cluster
Center

0.999137
1.067218
0.951384
0.939206
1.002028

Number of Points

151
274
225
96

746

Maximal Distance to Cluster

Center

1.709508
1.834474
3.013245
2.256637

3.013245

La tercera y Ultima prueba realiza con el modelo desarrollado en esta herramienta se

realizé en el dataset iris, el cual anteriermente ya ha sido utilizado; de igual forma que

como en los anteriores casos se realizo la normalizacion de los datos y se ejecutaron dos

clusteres, como lo realizado en la praeba tres réalizada con el lenguaje R con la técnica

de agrupamiento.

En la figura 138 se visualiza el resultade_ obtenido de la prueba tres realizada con dos

clusteres, donde se aprecia que al dataset se agregaron-tres columnas mas, una de ellas

contiene la asignacion de los cllsteres y las otras dos la distancia en que se encuentran

los clusteres con relacion al centro del grupo o centroide (ver figura, 138).
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Figura 138
Agrupamiento/de los dos clusteres de la prueba tres en Microsoft Azure Machine
Learning.

Filas (2 Columnas (3

150 8
SepalLength  SepalWidth”™ Petallength PetalWidth  Species Assignments rl:])::)ancesToC\usterCenter E:)%:ancesToClusterCenter
||I||||I|I .|"||II,, II .I||I|| 1 |II|II| III . I |I.|I|III I |I|| |I
-0.900681 1.019004 -1.340227 21.315444 Setosa 0 0.045383 0.950788
-1.143017 -0.131979 -1.340227 -1.315444 Setosa 0 0.182065 0.936655
-1.385353 0.328414 -1.397064 -1.395444 Setosa 0 0.1318 0979138
-1.506521 0.098217 -1.283389 #1.345444 Setosa 0 0.178341 0.966254
-1.021849 1.249201 -1.340227 £1.315444 Setosa 0 0.074944 0.97275
-0.537178 1.939791 -1.169714 -105216 Setosa 0 0.237488 0.904845
-1.506521 0.788808 -1.340227 -1.183812 Setosa 0 0.116067 0.97127
-1.021849 0.788808 -1.283389 -1.315444 Setosa 0 0.023404 0.939561
-1.748856 -0.362176 -1.340227 -1.315444 Setasa 0 0277874 0.999499

Nota: Elaboracién propia.

De acuerdo con la figura anterior, los.dos clusteres implementados al dataset,
corresponden al cluster 0 y cluster {3 ademas”que mientras mas cerca se encuentra la
instancia del centroide o centro del grupo del claster, es al grupo que pertenecera o
asignard el algoritmo.

Por ejemplo, en el caso de las instancias que se mueéstran en la figura 138, todas
ellas estan agrupadas en el cluster 0 (grupo uno), ya quée.la, distancia que tienen al
centroide del cluster 0, es menor que la distancia al centro o centfoide del cluster 1.
Aunado a lo anterior, en la figura 139 se visualiza el conjunto de” métricas sobre la
evaluacion de los resultados de los clusteres, donde se indica la distancia media existente
entre un centroide del grupo a otro centroide de otro grupo, la distanCia) promedio

existente, la distancia maxima y el nimero de instancias asignadas a cada cluster, en
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este caso el namero de instancias agrupadas al cluster O fueron de 50 y al cluster 1 de
100 instancias<(ver figura 139).

Figura 139
Evaluacion de la asighacion de claster con la prueba tres con Microsoft Azure Machine
Learning.

Filas Columnas

3 5
Result Description Average Distafice to Other Average Distance to Cluster Number of Points Maximal Distance to Cluster
Center Center Center
Evaluation For Cluster No.0 0951266 0.163927 50 049185
Evaluation For Cluster No.1 0961728 0.289839 100 0.670219
Combined Evaluation 0.95824 0.247868 150 0.670219

Nota: Elaboracion propia.

4.1.2.3 Weka

Las ultimas tres pruebas sobredatéenica de-agrupamiento se realizaron en Weka; las
cuales consistieron y se llevaron "a~cabo ¢on._el mismo numero de clusteres
implementados con anterioridad en las herramientas de Lenguaje R y Microsoft Azure
Machine Learning, por lo tanto, la prueba uno.consistié‘en la ejecucion de tres clisteres.

En la figura 140 se muestran los resultados obtenidos a.partir de la creacion de tres
clisteres al dataset; en dicha figura se visualiza el numero de iteraciones que realizo el
algoritmo, las cuales fueron 16 iteraciones, también se obtienen los ‘'datos aleatorios con
los cuales el algoritmo fue creado cada uno de los clusteres y la distancia media al
centroide (centro) de los tres cllsteres y la distancia total por cada atributorowariable que

conforman el dataset (ver figura 140).
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Figura 140
Modelo de @agrupamiento con tres clusteres de la prueba uno en Weka.

Number of iterations: 16
Within cluster sum of sgquared errors: B823.6830625222834

Tnitial starting points (random):

Slusfer 0: 2,20,47,4,2,1,4,3,4,2,3,5,2,4,4,4,4,4,2,4,3,3,1,1,1,1,1,2
Cluseer 3: 1,21,62,1,2,1,3,3,1,1,4,5,5,3,3,5,3,4,4,5,3,2,3,3,3,2,2,4
Cluskezd®: 2,21,24,3,1,2,3,4,3,3,5,4,3,3,3,3,2,3,2,5,4,4,1,1,1,1,1,3

Missing waldes globally replaced with mean/mode

Final cluster cedtroids:

clusterd

Attribute Full Data 0 1 2

(746.0) (253.0) (275.0) (178.0
Género 1.6314 2 1 2
Edad 21.431¢ 22.0522 2l.2218 20.6685
CicloEscolar 4320067 44.0068 41.3081 43.9831
DivisiénAcadémica §.0442 4.4334 5.4509 5.4213
AsignaturaCursa 2.4759 2.4266 2.56 2.427
PromedioBachillerato . 6555 1.5666 1.8036 1.573
Tteml 2.4772 2.1775 2.5636 2.8371
Ttem2 3.5343 4.1229 3.5564 3.58B58%
Item3 3.0322 2.8508 3.0655 3.2135
Itemé 3.0214 2.843 3.0%82 3.1%66
Ttems 3.5008 4.1811 2.8255 3.5383
Itemé 4.7922 4. 843 4.7273 4.808
Item? 472252 4. A¥37 4.2036 4.0787
Ttems 2.5027 2.0522 2.6364 2.9718
Ttems 2.4665 2.03%5 2.5881 2.9831
Iteml0 4.2265 4.3¢18 4. 2073 4.0337
Itemll 3.7399 3.821%5 37236 3.4663
Tteml2 4.2813 4.4369 4 4283 4.01e8
Ttem13 4.0737 4.2491 @.050% 3.8202
Iteml4 4.1475 4.3208 40182 4.0618
Iteml5 2.3954 2.0171 2.5064 2.8315
Ttemle 2.3418 1.7€79 2.5055 3.0337
Tteml7 2.7024 2.0887 2.84 3.5
Itemls 2.0013 1.4403 2.1018 2.7657
Ttemls 1.9853 1.43 2.1127 2.7022
Ttem20 1.8391 1.3003 1.8982 2.6348
Ttem21 1.7158 1.2253 1.88 2.2687
Item22 2.7145 2.327¢6 2.7527 3.2303

Nota: Elaboracion propia.

En la figura 141 se visualiza el nimero de instancias asignadas o-agrupadas a los
tres clusteres implementados en el dataset, donde el cluster O (grupo una) eéntiene 293
instancias, el cluster 1 (grupo dos) 275 instancias y el clister 2 (grupo tres) 178.instancias;
ademas se obtuvo la evaluacion o clasificacion de los clusteres de acuerdo con la variable

clase (ver figura 141).
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Figura 141
Visualizacion de la asignacion de las instancias en los cllsteres y asignacion, de
acuerdo condavariable ClaseEstudiante con la prueba uno en Weka.

=== Model and “evdluation on training sst === Class attribute: ClaseEstudiante
Classes to Clusters:
Clustersd Instances
0 1 2 <-- assigned to cluster
2%2 242 138 | Autorregulador

] 293 ( 39%)
1 332 40 | Procrastinador
1 273 ( 37%)
2 178 ( 24%) Cluster 0 <-- Rutorregulador
Cluster 1 <-- No class
Cluster 2 <-- Procrastinador

Nota: Elaboracién propia.

En la figura 142 se muestra la@rafica de asignacion de cllsteres, donde en el eje X
contiene los datos de numero de “instancias y el eje Y el numero de cllsteres
implementados (ver figura 142).

Figura 142
Grafico de los tres agrupamientos de Ja/prueba uno en Weka.

‘lass colour

Nota: Elaboracion propia.
La segunda prueba se realizé con la implementacion de cuatro clisteres; con esta

prueba el nimero de iteraciones dadas por el algoritmo fue de 19 iteraciones. En la.figura
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143 se muestran los resultados obtenidos a partir de la creacion de cuatro clusteres al
dataset, en dieha figura se visualiza el nimero de iteraciones, los datos aleatorios con los
cuales el algoritmo fue creado cada uno de los clUsteres y la distancia media al centroide
(centro) de los cuatro.cllsteres y la distancia total por cada atributo o variable que
conforman el dataset (verfigura 143).

Figura 143
Modelo de agrupamiento concuatro clisteres de la prueba dos en Weka.

Number of iterationsegd%
Within cluster sum of dquared errors: 796.0397218346325

Initial starting points (xz&ndom):
Cluster 0: 2,20,47,4,2,1,4,3,4,803,5,3,4,4,4,4,4,32,4,3,3,1,1,1,1,1,2
1: 1,21,¢62,1,2,1,3,3,1,1,4,%5,5,3,3,5,3,4,4,5,3,2,3,3,3,2,2,4
cluster 2: 2,21,24,3,1,2,3,4,3,%,5,4,3,3,3,3,2,3,2,5,4,4,1,1,1,1,1,3
3: 2,18,¢62,104,4,3,3,2,1,5,4,4,2,2,5,0,3,3,3,3,2,2,1,1,4,1,2

Cluster

Cluster

Missing values globally replaced with mgan/mode

Final cluster centroids:

Clusterf

Attribute Full Data 0 1 2 3

{746%0) (191.0) (2F4.0) {109.0) (172.0)
Género 1.6314 1.9948 1 2 2
Edad 21.431¢ 22§33 21.222% 20.871¢ 20.6744
CicloEscolar 43.0067 43 5497 41.240%9 42.2661 45.68¢6
Divisién&Académica 5.0442 4.3979 5.4562 5.2661 4.9651
AsignaturaCursa 2.475% 2.9058 2.5584 2.7431 1.6877
PromedioBachillerato 1.6555 1.6126 1.8066 1.8716 1.3256
Tteml z2.4772 1.9476 2.5693 2.88B07 2.6628
Ttem2 3.59343 4.288 3.9526 3.5962 3.7267
Ttem3 3.0322 2.7853 3.073 3.33e3 3.0523
ftems 2.0214 2.81le8 32.1058 3.201s8 3
ITtem5 3.%008 4.4031 3.8212 3.6239 3.6453
Ttemé 4.7922 4.8901 4.7263 4.8165 4.77733
Ttem? 4.2292 4.523¢6 4.2007 4.1743 38826
Ttems 2.5027 1.7801 2.646 3.0734 297451
ITtem9 2.4665 1.7277 2.5949 3.0e42 2.7035
Tteml0 4.2265 4.5288 4.2044 4.14¢68 3.9767
Ttemll 3.735% 4.0942 3.719 3.578 3.4826
Tteml2 4.2815 4.6702 4.2847 4.1284 3.941%
Tteml13 4.0737 4.5183 4.0474 3.52¢66 3.7151
Ttemls 4.1475 4.5131 4.014¢6 4.1468 3.9535
Ttemls 2.3954 l.822 2.5219 2.9725 2.4651
Ttemlé 2.3418 1.6492 2.5109 3.2202 2.2849
Tteml? 2.7024 2.0838 2.8467 3.7156 2.5174
Ttemls 2.0013 1.4555 2.1058 3.1827 1.686
Ttemld 1.9853 1.434¢ 2.11¢&8 3.0275 1.7267
Ttem20 1.8391 1.2984 1.9015 2.9725 1.6221
Ttem21 1.7158 1.2304 1.8832 2.578 1.441%
Ttem22 2.7145 2.2723 2.7993 3.367 2.657

Nota: Elaboracion propia.
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La figura_ 144 contiene informacién sobre el niumero de instancias asignadas o
agrupadas en-os cuatro clusteres implementados en el dataset, donde el cluster O (grupo
uno) contiene 194 instancias, el cluster 1 (grupo dos) 274 instancias, el cluster 2 (grupo
tres) 109 y el cluster3 (grupo cuatro) 172 instancias; ademas se obtuvo la evaluacion o
clasificacion de los clusteres de acuerdo con la variable clase (ver figura 144).

Figura 144
Visualizacion de la asignacion de€.las instancias en los clUsteres y asignacion, de
acuerdo con la variable ClaseEStudiante con la prueba dos en Weka.

=== Model and evaluation on training set === Class attributs: ClassEstudiants

Classes to Clusters:

Clustered Instances

0 1 2 3 <-- assigned to cluster
191 241 79 16l | RAutorregulador
o 191 ( 26%) 0 332 320 11 | Procrastinador
1 274 ( 37%)
e 109 { 15%) Cluster 0 <-— No class
2 172 ( 23%) Cluster 1 <-- Autorregulador
Clfister 2 <-- Procrastinador
Clg=ter 3 <-—- No class

Nota: Elaboracién propia.
Aunado a lo anterior, en la figura 145 sefmuestra lasgrafica resultante de la técnica de
agrupamiento, donde en el eje X contiene los datos de numero de instancias y el eje Y el

namero de clusteres implementados (ver figura 145).
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Figura 145
Grafico de los/cuatro agrupamientos de la prueba dos en Weka.
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Nota: Elaboracion propia.

La tercera prueba, consistio.€n implementar dos clisteres en el dataset iris, el cual
se ha estado utilizando también conlatécnica“de arbol de decision y anteriormente con
la técnica de agrupamiento en las otras dos"herramientas.

En la figura 146 se visualizan los resultadaes obtenidos a partir de la implementacion
el algoritmo de K-means, donde el nimero de iteracioneSrealizadas por el algoritmo fue
de siete iteraciones, de igual forma se visualizan los datos aleaterios con los cuales fueron
creados los dos clusteres y la distancia media al centroide (centre) en relacién con los
dos clusteres y la distancia total por cada atributo o variable que‘conforman el dataset

(ver figura 146).
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Figura 146
Modelo de @agrupamiento con dos clusteres de la prueba tres en Weka.

Numbergof iterations: 7
Withing€Mister sum of sguared errors: 12.143688281575722

Initial starting points (random) :

Cluster 0: €.1,2.5,4.7,1.4
Cluster 1: 6.2, & 5,4.3,1.3

Missing wvalues glegbally replaced with mean/mods

Final cluster centroids:

Cluster#

Attribute Full Data 0 1

A50.0) fs00 . O) (50.0)
sepallength S@B4R3 £.262 5.00¢
sepalwidth 3.054 2. 82 3.418
petallength 3.7587 42946 1.464
petalwidth 1.1587 1.696 0.244

Nota: Elaboracion propia.

Asi mismo, la figura 147 contiene informacion sobre el niamero de instancias
asignadas o agrupadas en los dos clusteres implementados-en el dataset, donde el
claster O (grupo uno) contiene 100 instancias y el cluster 1 (grupo dos) 50 instancias;
ademas se obtuvo la evaluacion o clasificacion de los clusteres de acuerdo con la variable

clase (ver figura 147).
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Figura 147
Visualizacion de la asignacion de las instancias en los clUsteres y asignacion, de
acuerdo condavariable clase con la prueba tres en Weka.

=== Model "agd, evaluation on training set === Class attribute: class

Classes to Clusters:

Clustered Insjgffices 0 1 <-- assigned to cluster

0 50 | Iris—-setosa

o 100 ( &7%) 50 0 | Iris-versicolor
1 50 ( 33%) 50 0 | Iris-virginica

Cluster 0 <-- Iris-versicolor

Cluster 1 <-- Iris—-setosa

Nota: Elaboracién propia.

De igual forma, con esta herramienta se obtuvo como resultado un gréfico, con el cual
se pueden visualizar los grupos de ‘agrupamiento resultantes con esta técnica, pero
también se pueden graficar las otras variables-y junto con los agrupamientos. Lo anterior
descrito se puede visualizar en la figura 148{ donde en el eje X contiene los datos de
namero de instancias y el eje Y el nUmere’de clusteres implementados (ver figura 148).

Figura 148
Gréfico de los cuatro agrupamientos de la prueba dos eén Weka.

K Instance_number (Hum) [ | v: Custer riom)
Colour: Cluster (Nom) | | Select instance
Clear Open Save Litar

lat: iris_clustered AaN)

lass colour

Nota: Elaboracién propia.
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Las pruebas realizadas a la creacion del modelo y aplicacion del algoritmo de la técnica
de agrupamiento_en las herramientas de Lenguaje R, Microsoft Azure Machine Learning
y Weka, sirvieronspara probar la ejecucion de los modelos desarrollados y utilizados, para
verificar el numerosde, clisteres adecuados a implementar en el dataset de la
investigacion y se pudo wisualizar la forma en que dependiendo la herramienta depende
el resultado que se obtendrd; los cuales pueden ser diferentes o similares.

4.1.3 Pruebas de Reglas de asociacion

Las pruebas realizadas con estatécnica de mineria de datos fueron tres efectuadas
con las herramientas de Lenguaje Ry Microsoft Azure Machine Learning y Weka. La
primera y segunda prueba se redlizaron al dataset de la investigacion, y la tercera prueba
se realizaron en el dataset iris.

En cada prueba se realizaron con diferentes”parametros; como en el caso de la
prueba uno se llevé a cabo con un soporte @del 0.2 y confianza del 0.7 para la obtencién
de las reglas de asociacion del dataset.

De igual forma la segunda prueba se llevé a cabo con los~parametros distintos a los
anteriores de la prueba uno, esta prueba tenia que el soporte” debia ser del 0.3 y la
confianza del 0.6; y por ultimo la prueba tres se realizé con unsoporte del 0.1 y la
confianza del 0.8; ademas que el nUmero maximo de reglas a obtener son-20 reglas por
cada prueba realizada en las herramientas.

A continuacion, se describen detalladamente estas tres pruebas realizadas ‘con la

técnica de reglas de asociacion.
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4.1.3.1/.Lenguaje R

En la prueba_ uno realizada con el algoritmo A priori en Lenguaje R, los parametros
de soporte fueron’con el minimo del 0.2 y confianza minima del 0.7; con estos parametros
el algoritmo A priori“extrajo un conjunto de 805 reglas, de las cuales el tamafio o la
longitud de cada regla variaban.

Por lo anterior se obtuvo la siguiente distribucién de la longitud de las reglas: dos
reglas estuvieron conformadas por solo una variable, 125 reglas conformadas por dos
variables, 359 reglas construidas’ acpartir de tres variables, 247 reglas con cuatro
variables, 66 reglas con una longitud de cinco variables y por ultimo seis reglas
conformadas por seis variables.

En la figura 149 se visualiza lo anteriormente.descrito y se presentan los resultados
obtenidos para los argumentos o pardmetros que’componen a este algoritmo, como lo
son: support (soporte), confidence (confianza), coverage (cobertura), lift y count (ver

figura 149).
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Figura 149
Modelo de reglas de asociacion obtenido en la prueba uno en Lenguaje R.

set of 805 rules

rule Tengthdistribution (Ths + rhs):sizes

1 2 34 5 6
2 125 359247 66 ©

Min. 1st @u._Median

Mean 3rd Qu. Max.

1.000 3.000 )3#000 3.333 4.000 6.000

summary of qualipywmeasures

support confidence coverage Tift
Min. 10,2011 Mifr. :0.7000 Min. :0.2024 Min. :0.9128
1st Qu.:0.2145 1St Qur. -0.8427 1st Qu.:0.2413 1st Qu.:1.0526
Median :0.2453  Median :0.9121 Median :0.2735 Median :1.1025
Mean :0.2632 Mean 1078949 Mean :0.2965 Mean 1.2474
3rd Qu. :0.2842 3rd QU= 069585 3rd Qu.:0.3271 3rd Qu. :1.4008
Max. :0.9008 Max. 11.0Q00 Max. :1.0000 Max. :2.6276

mining info:

data ntransactions supportaconfidence

datosl 746 0

Nota: Elaboracién propia.

.2

0.7

count
Min. :150.0
1st Qu. :160.0
Median :183.0
Mean :196.3
3rd Qu. :212.0
Max. 1672.0

Al obtener demasiadas reglasy/se realizo un filtrado en las mismas para obtener 20

reglas de asociacién con mayor confianza, dedas 805 reglas encontradas inicialmente

por el algoritmo. Esto se presenta en'la figura 150, 'en la cual se visualizan las 20 reglas

con mayor confianza ordenadas en forma.decreciente (ver figura 150).

Figura 150
Reglas con mayor confianza de las reglas de asociacion©btenidas en la prueba uno
con Lenguaje R.

[1]
[2]
3]
[4]

Ths

{Iteml=Casi nunca,Item2l=Nunca}
{Item7=Siempre,Tteml9=Nunca}
{Iteml4=Siempre,Iteml19=Nunca}
{Iteml0=Siempre,Iteml9=Nunca}
{Itemb=Siempre,Iteml9=Nunca}
{Iteml4=Siempre,Item21=Nunca}
{Iteml0=Siempre,iteml8=Nunca}
{Iteml2=Siempre,Iteml8=Nunca}

{Iteml0=Casi siempre,Item21=Nunca}
{Item7=Casi siempre,Item2l=Nunca}
{Itemb=Siempre,Iteml6=Nunca,Item2l=Nuncal
{Item6=Siempre,Itemld=Siempre,Tteml9=Nunca}
{Item6=Siempre,Iteml8=Nunca,lteml9=Nuncal}
{Itemb=Siempre,Iteml2=Siempre,Iteml9=Nunca}
{Item6=Siempre,Iteml9=Nunca,Ttem20=Nunca}
{Item6=Siempre,Iteml9=Nunca,ltem2l=Nuncal}
{Género=Mujeres  Itemb=Siempre,Iteml9=Nunca}
{Iteml4=Siempre,Item20=Nunca,Item21=Nunca}
{Género=Mujeres,Iteml4=Siempre,Item2l=Nunca}
{Itemb=Siempre,Itemld=Siempre,Item21=Nunca}

Nota: Elaboracion propia.

=>
=
=>
=>
=
=>
=>
=
=>
=>
=
=>
=>
=
=>
=>
=
=>
=>
=

rhs

{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}
{ClaseEstudiante=Autorregulador}

support,s confidence coverage

0.2077748 1 0.2077748
0.2037534 1 0.2037534
0.2117962 1 0.2117962
0.2144772 1 0.214477

0.3404826 1 0.3404826
0.2774799 1 0.2774799
0.2064343 1 0.2064343
0.2117962 1 0.2217962
0.2131367 1 0.2131367
0.2077748 1 02077748
0.2064343 1 0.2064343
0.2037534 1 0.,2037534
0.2734584 1 0.2734584
0.2064343 1 0. 2064343
0.2868633 1 0.2868633
0.2989276 1 0.2989276
0.2386059 1 0.2386059
0.2131367 1 0.2131367
0.2064343 1 0.2064343
0.2640751 1 0.2640751

Tift

1.110119
1.110119
1.110119
1.110119
1.110119
1.110119
1.110119
1.110119
1.110119
1.110119
1.
1
1
1
) |
1
1
1
1
1

110119

.110119
.110119
.110119
.110119
110119
» 120119
340119
.11019
A10119

count
155
152
158
160
254
207
154
158
159
155
154
152
204
154
214
223
178
159
154
197
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De acuerdo con la figura anterior, se puede apreciar que la confianza de las 20 reglas
filtradas es de-tiho, ademas que con las reglas se pueden visualizar diferentes patrones
gue ocurren parasque la clase del estudiante sea autorregulador. Por ejemplo, con la regla
uno ocurrira u ocurre‘cada vez que el item 1 sea “casi hunca” y el item 21 sea “nunca’,
entonces la clase es autorregulador; otra regla seria que cuando el item 7 es “siempre” y
el item 19 sea “nunca”, ocurrira que la clase es autorregulador; asi como estos patrones
descritos hay otros mas encontrades en esta prueba.

La segunda prueba se realizé conun soporte fuera con el minimo del 0.3 y confianza
minima del 0.6; con estos parametros el«algoritmo A priori extrajo un conjunto de 179
reglas, de las cuales el tamafio“0/la longitud-de algunas reglas son diferentes, algunas
solo estan conformados por una variable y otras con cuatro variables.

En la figura 151 se visualiza la_informacion) sobre las reglas de asociacion
encontradas en el dataset, con los parametros anteriormente mencionados y otros
parametros, donde tres reglas estan conformadas por uha variable, 74 reglas con un
tamafo de dos variables, 82 reglas con tres variables y 20 reglas con cuatro variables

(ver figura 151).
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Figura 151
Modelo de reglas de asociacion obtenido en la prueba dos en Lenguaje R.

set of 179 nules

rule lengthedistribution (Ths + rhs):sizes

1 2 3 4
3 74 82 20

Min. 1st Qu. #Median
1.000 2.000 3.000 2.665

summary of quality measures:

support confidence
Min. :0.3016 Min: :0.6000
1st Qu.:0.3224 1st Qu.:0.8166
Median :0.3472 Median (2@~8907
Mean :0.3749 Mean :0.8587
3rd Qu. :0.3867 3rd Qu. :0:9447
Max. :0.9008 Max. :1. 0000

mining info:

Mean 3rd Qu.

data ntransactions support confidence

datos? 746 0.3

Nota: Elaboracién propia.

0.6

Max.

3.000 4.000

coverage
Min. :0.3016
1st Qu.:0.3713
Median :0.4075
Mean :0. 4444
3rd Qu. :0.4866
Max. :1.0000

Tift count
Min. :0.9474 Min. 1225.0
1st Qu.:1.0343 1st Qu. :240.5
Median :1.0728 Median :259.0
Mean :1.1658 Mean 1279.7
3rd Qu.:1.1189 3rd Qu.:288.5
Max. :1.9806 Max. :672.0

Al conjunto de 179 reglas encontradas, se realizd un filtrado para obtener 20 reglas

de asociacion con mayor confianza..Esto se presenta en la figura 152, en la cual se

visualizan las 20 reglas con mayor confianza ordenadas en forma decreciente (ver figura

152).

Figura 152

Reglas con mayor confianza de las reglas de asociacion obtenjdas en la prueba dos con

Lenguaje R.

Ths rhs support (confidence coverage 1ift count

[1] {ftem6=Siempre,fteml9=Nunca} => {ClaseEstudiante=Autorregulador} 0.3404826 130000000 0.3404826 1.110119 254
[2] {Itemb=Siempre,Iteml8=Nunca,Item20=Nunca} => {ClaseEstudiante=Autorregulador} 0.3016086 1.0000000 0.3016086 1.110119 225
[3] {Itemb=Siempre,Iteml8=Nunca,Item2l=Nunca} => {ClaseEstudiante=Autorregulador} 0.3016086 1.0000000 0.3016086 1.110119 225
[4] {Itemb=Siempre,Item20=Nunca,ltem2l=Nunca} => {ClaseEstudiante=Autorregulador} 0.3659517 0.9963504 03672922 1.106068 273
[5] {Género=Mujeres,Item6=Siempre,ftem21=Nunca} =»> {ClaseEstudiante=Autorregulador} 0.3458445 0.9961390 0.3471850 1.105833 258
[6] {Iteml8=Nunca,Item20=Nunca} => {ClaseEstudiante=Autorregulador} 0.3364611 0.9960317 40.3378016 1.105714 251
[7] {Iteml9=Nunca,Item2l=Nunca} => {ClaseEstudiante=Autorregulador} 0.3243968 0.9958848 0.3257373 1.105551 242
[8] {Género=Mujeres,Itemé=Siempre,Item20=Nunca}l => {ClaseEstudiante=Autorregulador} 0.3163539 0.9957806 0.3176944 1.105435 236
[9] {Iteml8=Nunca,Iteml9=Nunca} => {ClaseEstudiante=Autorregulador} 0.3042895 0.9956140 @.3056300 1.105250 227
[10] {ftem6=Siempre,ftem21=Nunca} => {ClaseEstudiante=Autorregulador} 0.4865952 0.9945205 04892761 1.104036 363
[11] {Item20=Nunca,Item2l=Nunca} => {ClaseEstudiante=Autorregulador} 0.4034853 0.9933993 0.4061662 1.102792 301
[12] {Item6=Siempre,Iteml8=Nunca} => {ClaseEstudiante=Autorregulador} 0.3592493 0.9925926 0.3619303 1.101896 268
[13] {fteml8=Nunca,Item2l1=Nunca} => {ClaseEstudiante=Autorregulador} 0.3297587 0.9919355 0.3324397 ™101166 246
[14] {fteml9=Nunca,Item20=Nunca} => {ClaseEstudiante=Autorregulador} 0.3176944 0.9916318 0.32037531.100829 237
[15] {ftem6=Siempre,ftem20=Nunca} => {ClaseEstudiante=Autorregulador} 0.4477212 0.9910979 0.4517426;1.100237 334
[16] {Item2l=Nunca} => {ClaseEstudiante=Autorregulador} 0.5361930 0.9900990 0.5415550°1.099128 400
[17] {Iteml9=Nunca} => {ClaseEstudiante=Autorregulador} 0.3780161 0.9894737 0.3820375 1.098434 282
[18] {Género=Mujeres,Item21=Nunca} => {ClaseEstudiante=Autorregulador} 0.3739946 0.9893617 0.3780161 1.098309, 279
[19] {fteml8=Nunca} => {ClaseEstudiante=Autorregulador} 0.4021448 0.9868421 0.4075067 1.095512" 300
[20] {Género=Mujeres,Item20=Nunca} => {ClaseEstudiante=Autorregulador} 0.3458445 0.9809886 0.3525469 1.089014s258

Nota: Elaboracion propia.
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De acuerde con la figura anterior, se puede apreciar que la confianza de las 20 reglas
filtradas varfa;~pero todas ellas se encuentran en el rango minimo establecido
anteriormente; ademas que con las reglas se pueden visualizar diferentes patrones que
ocurren para que la elase del estudiante sea autorregulador.

Por ejemplo, con la regla uno ocurrird u ocurre cada vez que el item 6 sea “siempre”
y el item 19 sea “nunca”, entonces la clase es autorregulador; otra regla seria que cuando
el item 6 es “siempre”, el item 18 “nhunca” y el item 20 sea “nunca”, ocurrird que la clase
es autorregulador; asi como estasireglas descritos hay otras mas encontrados en esta
prueba.

Por ultimo, la tercera prueba’consistié en-realizarla en el dataset iris, con un soporte
minimo de 0.1 y confianza de 0.8, con/estos parametros el algoritmo extrajo un conjunto
de 144 reglas; donde el tamafio de longitdd o tamano de la regla es de dos variables a
cinco variables.

En la figura 153 se visualiza la informacion sobre) las reglas de asociacion
encontradas en el dataset, el resumen de las medidas de lossparametros que conforman
esta técnica de mineria de datos; a su vez muestra que 24 reglas estan conformadas por
dos variables, 66 reglas por 3 variables, 44 reglas conformadas por ‘euatrq variables y por

altimo 10 reglas con cinco variables (ver figura 153).
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Figura 153
Modelo de reglas de asociacion obtenido en la prueba tres en Lenguaje R.

set of &\ rules

rule length distribution (Ths + rhs):sizes

2 3 4 5
24 66 44 10
Min. 1st Qu.g Median Mean 3rd Qu. Max.

2.000 3.000,_3.000 3.278 4.000 5.000

summary of quality_measures:

support a@ontidence coverage Tift count
Min. :0.1000 Min. :0. 8000 Min. 0.1000 Min. :2.366 Min. :15.00
1st Qu.:0.1133 1st“Qu. :0.9029 1st Qu. :0.1200 1st Qu.:2.730 1st Qu.:17.00
Median :0.1867 Median, 1079459 Median :0.2000 Median :2.883 Median :28.00
Mean :0.2020 Mean 179451 Mean 10,2144 Mean 2.845 Mean :30.31
3rd Qu. :0.2667 3rd Qu. :1.0800 3rd Qu. :0.3017 3rd Qu. :3.000 3rd Qu. :40.00
Max. :0.3333 Max. :14.000Q Max. 0. 3467 Max 3.125 Max. :50.00

mining info:
data ntransactions support confidence
iris 150 0.1 0.8

Nota: Elaboracion propia.

En la figura 154 se muestran_las 20-reglas de asociacion con mayor confianza
obtenidas del conjunto de 144 reglasy esto se realizo filtrando este conjunto de reglas
para obtener las reglas con mayor confianza ordenadas en forma decreciente (ver figura
154).

Figura 154

Reglas con mayor confianza de las reglas de asociacion obtenidas en la prueba tres
con Lenguaje R.

Ths rhs support confidence coverage 1ift count
[1] {Petal.Length=[1,2.63)} => {Petal.width=[0.1,0.867)} 0.3333333 1 0.3333333 3.000000 50
[2] {petal.width=[0.1,0.867)%} => {petal.Length=[1,2.63)} 0.3333333 1 0.3333333 3.000000 50
[3] {Petal.Length=[1,2.63)} => {Species=setosal} 0.3333333 1 (0.3333333 3.000000 50
[4] {sSpecies=setosa} => {Petal.Length=[1,2.63)} 0.3333333 1 0.3333333 3.000000 50
[51 {Petal.width=[0.1,0.867)} => {Species=setosa} 0.3333333 1 0.3333333 3.000000 50
[6] {Species=setosa} => {petal.width=[0.1,0.867)} 0.3333333 1 0.3333333 3.000000 50
[7] {sepal.Length=[4.3,5.4),Petal.Length=[1,2.63)} => {Petal.width=[0.1,0.867)} 0.2666667 1 0.2666667 3.000000 40
[8] {sepal.Length=[4.3,5.4),Petal.wWidth=[0.1,0.867)} => {Petal.Length=[1,2.63)} 0.2666667 1 0g2666667 3.000000 40
[91 {Sepal.Length=[4.3,5.4),Petal.Length=[1,2.63)} => {Species=setosa} 0.2666667 1 0.2666667 3.000000 40
[10] {Sepal.Length=[4.3,5.4),Species=setosa} => {petal.Length=[1,2.63)} 0.2666667 1 0.266686/7 3.000000 40
[11] {sepal.Length=[4.3,5.4),Sepal.wWidth=[3.2,4.4]1} => {Petal.Length=[1,2.63)} 0.1866667 1 0.1866667 34000000 28
[12] {Sepal.Length=[4.3,5.4) ,Petal.Width=[0.1,0.867)} => {Species=setosal} 0.2666667 1 0.2666667432000000 40
[13] {Sepal.Length=[4.3,5.4),Species=setosa} => {Petal.width=[0.1,0.867)} 0.2666667 1 0.2666667 3_000000 40
[14] {sepal.Length=[4.3,5.4),5epal.width=[3.2,4.41} => {Petal.width=[0.1,0.867)} 0.1866667 1 0.186666%:3%000000 28
[15] {Sepal.Length=[4.3,5.4),Sepal.width=[3.2,4.4]} =»> {Species=setosal} 0.1866667 1 0.1866667 3000000 28
[16] {Sepal.width=[2.9,3.2),Petal.width=[0.867,1.6)} => {Species=versicolor} 0.1133333 1 0.1133333 3.000000 17
[17] {Sepal.width=[2.9,3.2),Species=virginica} => {Petal.width=[1.6,2.5]} 0.1200000 1 0.1200000 2.8846054\18
[18] {Petal.Length=[2.63,4.9),Petal.Width=[0.867,1.6)} => {Species=versicolor} 0.2866667 1 0.2866667 3.000000 43
[19] {Petal.Length=[1,2.63),Petal.width=[0.1,0.867)} =»> {Species=setosal} 0.3333333 1 0.3333333 3.000000 50,
[20] {Petal.Length=[1,2.63),Species=setosal => {Petal.width=[0.1,0.867)} 0.3333333 1 0.3333333 3.000000 50

Nota: Elaboracion propia.
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De acuerdoe con la figura anterior, una de las reglas de asociacién identificadas fue
que la longitud-del pétalo sea 1y 2.63 entonces la especie de la flor es setosa, otra regla
es la especie de a flor es setosa ocurre que el ancho del pétalo debe ser 0.1y 0.867, asi
como estas reglas hay otras 18 reglas que contienen mas informacion sobre este dataset.

4.1.3.2 Microsoft Azure Machine Learning

Los resultados obtenidos’de la ejecucion de la técnica de reglas de asociacién fueron
diferentes a comparacion, con (0 realizado en la herramienta Lenguaje R, ya que con la
herramienta de Microsoft Azure Machine Learning, solo se obtienen el nUmero de reglas
que el usuario desee, las cuales corresponden a las mas relevantes que se pueden
obtener con los pardmetros establecidos con-anterioridad.

Por lo anterior, con la primera prueba se{establecié que lo pardmetros de soporte
fueran con el minimo del 0.2, confianza.minima del 0.7 y ordenarlos de acuerdo con el
parametro de confianza (confidence), pero se tuvieron-que transformar los datos a datos
categoricos o factor, para ejecutar esta técnica de mineria de datos.

En la figura 155 se visualizan algunas de las 20 reglas obtenidas en la prueba uno,
donde también se presentan los resultados de los parametro§ de' support (soporte),

confidence (confianza) y lift (ver figura 155).
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Figura 155
Modelo de reglas de asociacion obtenido en la prueba uno en Machine Azure Machine
Learning.

id Ihs rhs support confidence  lift
view as I“',.
m 4|I|.“.|l
{ltgfi= laca e o
[4.2(6.0], Rerfl6= ﬁCE'i“‘LE;th;;“’A”TO“ 0206434 1 1110119
(1.0,1'fern21=[1.0,1.8)} o
{Itemb=
5 [4.2,5.0], [tef 142 {ClaseEstudiante=AUTOR 0203753 1 {11019
- [4.2,5.0] lteri19= REGULADOR} e ‘ -
[1.0,1.8)}
{ltemb= (laca e o
3 [4.2,5.0],ltem18= RCE'i‘“LE;th;;‘“‘A”TO‘ 0273458 1 1110119
[1.0,1.8),ltem19=[1.0,1.8)} o
{ltemb=
[4.25.0] ltem12= {ClaseEstudiante=AUTOR e
4 [4.2,5.0] ftern19= REGULADOR] 0206434 1 Loms
[1.0,1.8)}
{ltemb= (laca e o
5 [4.2,5.0] [tern19= (ClaseEsitliante=AUTOR ) ,pees 1110119

[1.0,1.8),Item20=[1.04:3)} REGULACZHT

Nota: Elaboracion propia.

De acuerdo con las reglas obtenidas/se tiene-que.si el item 6 esta en un rango de
4.2,5.0, ademas el item 16 es 1.0,1.8, y el item 21 igual a 1.0,1.8 entonces la clase del
estudiante es autorregulador, asi como esta regla de aseciacion se encontraron otras
reglas, las cuales se encuentran en el apéndice B.

La segunda prueba se realizd con un soporte minimo de 0.3 ¥ gonfianza minima del
0.6 y las reglas se ordenaron de acuerdo con el pardmetro de confianza, (confidence),
pero se realiz6 la transformacion de los datos a datos categéricos o factor.

En la figura 156 se visualizan las primeras cinco reglas de las 20 reglas obtenidas en
la prueba dos, donde también se presentan los resultados de los parametros de“support

(soporte), confidence (confianza) y lift (ver figura 156).
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Figura 156
Modelo de reglas de asociacion obtenido en la prueba dos en Machine Azure Machine
Learning.

ows o uaitys
20 6
id IFs rhs support confidence  lift
view as
m ‘l'“
{ltemo=§#.2,5.08 Item18= {ClaseEstudiante=AUTOR 2M1ENA a
[1.01.8),hegP0=[1018)  REGULADOR} 03016021 1riome
- {ltemb=[4.2,5,0],11#m18= {ClaseEstudiante=AUTOR 2M1ENQ a
. [1.0,18)tem&<[j@18)  REGULADOR) 03016081 1ioms
{ltemb=[4.2,5.0\licp20= {ClaseEstudiante=AUTOR 2FCaCs () GOR3E
’ [10,1.8) ltem21=[FOmgy™ REGULADOR} 0965952 099635 1106068
{Genero=[1.5,2.0], It = {ClaseEstudiante=AUTOR . A Goe- Can
‘ [4.2,5.0]item21=[1.0,1.8F * REGULADOR) 0343845 0996139 1105832
{Genero=[1.5,2.0],Itemb6= ¥ laseFstudiante=
5 {Gen [1.5,2 ]1'\ mb {ClaseEstudiante=AUTOR 0316354  0.995781 1105435

[4.2,5.0],ltem20=[1.0,1.8)} REGQULADOR}
{PromedioBachilleratas
[1.0,1.5),temé=
[4.2,5.0],ClaseEstudiantes
AUTORREGULADORY

Nota: Elaboracién propia.

on

{Edad=P"R0, 25.2)} 0376676 0.975694  1.028062

De acuerdo con las reglas obtenidasy’se visualiza que una de las reglas es: cuando
el item 6 tenga valores de 4.2,5.0; ademas el item 18_sea 1.0,1.8 y el item 20 igual a
1.0,1.8 entonces la clase del estudiante es autorregulador; ofra de las reglas encontradas
es, si el promedio del bachillerato es 1.0,1.5, el item 6¢sea 4.2,5.0 y la variable
ClaseEstudiante sea autorregulador entonces la edad sera 17.0,25:2; en el apéndice C
se encuentran las reglas de asociacion obtenidas de la prueba dos.

En el apéndice A, se encuentra el catalogo de las descripciones de-las variables,
valores del dataset y los valores categoricos que conforman el dataset, para‘una mejor

comprension de los resultados de las pruebas uno y dos.
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Por ultimo.la tercera prueba se realizé en el dataset iris, con un soporte minimo de
0.1y confianzaminima de 0.8, los resultados obtenidos estan ordenados de acuerdo con
el pardmetro de eonfianza (confidence), al igual que en las pruebas uno y dos, se realizd
la transformacion dedos.datos a datos categoricos o factor.

En la figura 157 se visualizan las tres reglas de asociacion obtenidas del dataset iris.
La primera regla de asociaCion es si la longitud del pétalo es 1.27,1.41 entonces la
especie de la flor es setosa,(lassegunda regla es cuando el ancho del pétalo es
0.100,0.209 entonces la especie de la.flor es setosa, y la tercera regla encontrada es si
la longitud del pétalo es 1.300,1.409 sera fa especie de la flor versicolor (ver figura 157).
Figura 157

Modelo de reglas de asociacion obtenido en la prueba tres en Machine Azure Machine
Learning.

id lhs rHe support confidence  lift
view as 2
ok '
{Petallength=[1.27,1.41)} {Species=Setosa} 0483583 1 3
2 {PetalWidth=[0.100,0.209)}  {Species=Setosa} 0.226667, 1 3
3 {PetalWidth=[1.300,1.409)}  {Species=Versicolor} 0.133333,4"0.952381 2.857143

Nota: Elaboracion pr

4.1.3.3 Weka

opia.

La primera prueba realizada en Weka, se llevé a cabo con los mismos“parametros

utilizados en las otras dos herramientas para esta prueba, es decir, con ‘un’ soporte
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minimo del.0.2.«y confianza del 0.7, a su vez se indico al algoritmo que el nimero de reglas
de salida fueran20 reglas, las cuales son las mas relevantes.

A partir de losanterior, el algoritmo gener6 un conjunto de elementos, el cual incluye
reglas o patrones conformados por una variable hasta reglas conformadas por seis
variables, esto se presentaen la figura 158, donde se visualizan los parametros utilizados
para la obtencion de las reglas de asociacion (ver figura 158).

Figura 158
Modelo de reglas de asociacion obtenido en la prueba uno en Weka.

BApriori

Minimum support: 0.2 (149 instances)
Minimum'metric <confidence>: 0.7

Number gfseyeles performed: 16
Generated se8 of large ifemsets:

Size of set of lagge itemss®Ea T (1l): &1
Size of set of large itemsets L(2): 247

Size of set of large itemssts L{3): 253

Size of set of large itemsets L(4): &5

[u]
h

Size set of large itemsets L(5): 1

Size of set of large itemssts L(g): 1

Nota: Elaboracion propia.

Por lo anterior, se identificé que el tamafio de reglas conformadas per una variable
son 61. 247 reglas estan conformadas por dos variables. 253 reglas conformados por tres
variables. 95 reglas conformadas por cuatro variables. El nimero de reglas conformadas
por cinco variables son 15 reglas y una regla solamente esta conformada ‘por-seis

variables.
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Aunadora le anterior, en la figura 159, se presentan las reglas de asociacion obtenidas

a partir del algoritmo A priori y de igual manera, se muestran los resultados de los

parametros de confidence (confianza), lift, leverage y conviction (conviccion) (ver figura

159).

Figura 159
Reglas con mayor confianza'de las reglas de asociacion obtenido en la prueba uno con
Weka.

Best rules found:

@i e W b

5.
10.
11.
12,
13,
14.
15.
16.
17.
18.
1.
20.

. ftemé=Siempre fteml6=Nunca ftem20=Nunca 145 ==> ClassEstfidiante—Autorregulador 149 <conf:(1)> lift:(1.11) lew:(0.02) [14] conv: (14.78)

. Itemé=siempre fteml0=Casi siempre Iteml3=Casi siempre 152p==>\ClascEstudiante=Autorregulador 149 <conf: (0.98)> 1lift:(1.09) lev: (0.02) [12] conv: (3.77)
Género=Mujeres Iteml=Casi nunca Itemé=Siempre 153 ==> claseEsgudiante=Autorregulador 149 <conf:(0.57)> lift:(1.08) lev:(0.01) [11l] conwv:(3.04)

. PromedicBachillerato=Entre 9 y 10 ftem7=Siempre 155 ==> It@me=Si@mpre 149 <conf: (0.96)> lift: (1.12) lew:(0.02) [16] conv:(2.27)

. PromedicBachillerato=Entre § y 10 ftem7=Siempre 155 ==> Clasé€Estudiante=Autorregulador 149 <conf: (0.96)> 1ift:(1.07) lev:(0.01) [S] conv:(2.2)

. fteml0o=Siempre Iteml2=Siempre Iteml4=Siempre 155 ==> ClascEstudiafit®zAutorregulador 149 <conf: (0.96)> lift:(1.07) lev:(0.01) [S] conv:(2.2)

. Itemlé=Nunca Item20=Nunca ClaseEstudiante=Autorregulador 161 ==3 Itemb=Siempre 149 <conf: (0.93)> 1ift:(1.09) lev:(0.02) [11] conv: (1.83)

. Género=Mujeres fteml=Casi nunca ClaseEstudiante=Autorregulador 162 ==> §temc=Siempre 145 <conf:(0.92)> lift: (1.08) lev:(0.01) [10] conw:(1.71)
ftemlé=Nunca Item20=Nunca 163 ==> ftemé=siempre 149 <conf: (0.91g@pdifs: (1.07) lev: (0.01) [10] conv:(1.€)
ftemlé=Nunca ftem20=Nunca 163 ==> ftemE=Siempre ClaseEstudiante=AutSrregulador 14% <conf: (0.91)> 1ift:(1.15) lev:(0.03) [19] conv: (2.23)
item4=Casi siempre Itemé=Siempre 165 ==> ClascEstudiantefAdtorregulador 145 <conf: (0.9)> lift: (1) lev:(0) [0] conv: (0.9€)
Género=Mujeres Iteml=casi nunca 168 ==> Itemé=SiemprefClaScEstudiante=Autorregulador 149 <conf:(0.89)> 1ift:(1.12) lev:(0.02) [15] conw:(1.72)
ftemi=Casi siempre cClaseEstudiante=autorregulader 171 =Z¢ fe€fE=siempre 145 Sconf: (0.87)> lift:(1.02) lew:(0) [2] conv:(l.1)
ftem7=Siempre Tteml3=Siempre 174 ==> Tteml4=Ziempre 149 <@onf: (0.86)> 1ifti(2.1) lew:(0.1) [78] conv: (3.97)
ftemlO=Casi siempre Ifteml3=Casi siempre ClaseEstudiante=AltorfegUlader 174 ==> Ifem6=Siempre 149 <conf: (0.86)> 1ift: (1) lev:(0) [0] conv: (0.99)
fteml0O=casi siempre Iteml3=casi siempre 182 ==> Itemé=Siempde ClaseEstudianteZButorregulador 149 <conf: (0.82)> 1lift:(1.03) lev: (0.01) [4] conw:(1.1)
ItemlO=Siempre Item20=Nunca 184 ==> Item21=Nunca 149 <conf¥0.81)> lift: (1.5)=dBv: (B.07) [49] conv:(2.34)
ftemlO=Siempre ftemld4=Siempre ClaseEstudiante=Rutorregulador 13dm==> fteml2=siempre @8 <conf: (0.81)> lift:(1.83) lev:(0.09) [E7] conv:(2.84)
fteml3=siempre Iteml4=Siempre 189 ==> Item7=Siempre 145 <conf: (0.79)> I8ft: (1.94) lews(0.l) [72] conv:(2.74)
itemé=siempre Iteml6=Nunca ClassEstudiante=Autorregulador 191 ==> Ttem@D=Nunca 149 <conf: (0.78)> lift:(1.51) lev:(0.07) [50] conv:(2.15)

Nota: Elaboracién propia.

De acuerdo con la figura anterior, se puede apreciat que la confianza de las 20 reglas

se encuentra en un rango de 1 a 0.78, ademas se observa’que se establecen diferentes

patrones. Por ejemplo, la regla uno ocurrird u ocurre cada vez que el item 6 sea “siempre”,

a su vez el item 16 y item 20 sea “nunca’, entonces la clase«del estudiante sera

autorregulador, esto ocurre tanto en el antecedente como en la regla completa en 149

instancias.

La segunda prueba se realiz6 con un soporte minimo del 0.3 y confianzaiminima del

0.6, de igual manera se indicé que el nimero de reglas de salida fueran 20 reglas, las

cuales el algoritmo las toma como las mas relevantes.
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En la figura 160 se visualiza informacion sobre los parametros utilizados en la
generacion de-las reglas de asociacién, pero también el algoritmo generé un conjunto de
elementos que conforman las reglas de acuerdo con el nimero de variables que
intervienen en cada una.(ver figura 160).

Figura 160
Modelo de reglas de asociacion obtenido en la prueba dos en Weka.

Minimum metric <confidsnce>: 0.6

Number &f cycles performed: 15
Generated sets of large itemsets:

Size of set of \large itemsets L(1l): 50
Size of seg) of Darge itemssts L(2): 124
Size of setOf large dtemsests L(3): 98
Size of set of large itEmsets L{4): 27

Size of set of lapge, itemsebs L(5): 4
Nota: Elaboracion propia.

De acuerdo con lo anterior, el algoritmo “identifico “504reglas conformadas por una
variable, 124 reglas con dos variables, 99 reglas con”_tres variables, 27 reglas
conformadas por cuatro variables, y cuatro reglas conformadas per,cinco variables.

Aunado a lo anterior, en la figura 161, se presentan las reglas de.asociacion obtenidas
a partir del algoritmo A priori y los resultados de los parametros de confidence (confianza),

lift, leverage y conviction (conviccion) (ver figura 161).
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Figura 161
Reglas con“mayor confianza de las reglas de asociacion obtenido en la prueba dos con
Weka.

Best rules found:

1. ftemé=Siempre Iteml9=Nunca Item2@®Nunca 223 ==> ClaseEstudiante=Rutorregulader 223 <conf:(1)> lift:(1.11) lew: (0.03) [22] conv:(22.12)

2. fteme=siempre Iteml9=Nunca Itém20sNunca 214 ==> ClaseEstudiante=Autorregulador 214 <conf:(1)> lift:(1.11) lew: (0.03) [21] conv:(21.23)

3. fteml4=Siempre Item21=Nunca 20Mya=> CllescEstudiante=Rutorregulador 207 <conf:(1)> 1ift:(1.11) lew:(0.03) [20] conv:{20.53)

4. Ifremé=siempre Iteml8=Nunca ItemlSzMunca 204 ==»> claseEstudiante=Rutorregulador 204 <conf: (1)> lift:(1.11) lew:(0.03) [20] conv:(20.24)

5. ftem6=giempre fteml8=Nunca ftem20=Nu#fa I€em2l=Nunca 159 ==> ClascEstudiante=Autorregulador 195 <conf: (1)* 1ift:(1.11) lew: (0.03) [19] conv:(19.74)
6. Itemé=siempre Itemlé=siempre Item213Nunca/#87 ==> ClassEstudiante=Autorregulador 157 <conf:(1)> lift:(1.11) lev:(0.03) [15] conv:(15.54)

7. Género=Mujeres Itemé=siempre Item20=NiH€a Item2l=Nunca 157 ==> classEstudiante=2utorregulador 157 <conf:(1)> lift:(1.11) lev:(0.03) [19] conv:(19.54)
8. ftemé=Siempre fteml9=Nunca ftem20=Nunca f%e&m21=Munca 193 ==> ClassEstudiante=Autorregulador 193 <conf:(1)> 1lift:(1.11) lev: (0.03) [19] conv:(19.14)
9. PromedicBachillerato=Entrs § y 10 Itemé=Siemp¥e ftem21=Nunca 191 ==> ClaseEstudiante=2utorregulador 191 <conf: (1)> lift:(1l.11) lev:(0.03) [18] conv: (18.95)
10. ftemE=Siempre fteml8=Nunca fteml%=Nunca ftem21=Numca 187 ==> ClassEstudiante=Autorregulador 187 <conf:(1)> 1lift:(1.11) lev: (0.02) [18] conv: (18.55)
11. fteml@=Nunca ftem20=Nunca ftem21=Nunca 220 =85> ClassBstudiante=Autcrregulador 219 <conf:(1)> lift:(1.11) lev: (0.03) [20] conv:(10.91)

12. Género=Mujeres Item20=Nunca Item2l=Nunca 214 ==>(ClascEstudiante=Rutorregulader 213 <conf:(1)> 1lift:(1.1) lew: (0.03) [20] conv:(10.61)

13. fteml9=Nunca ftem20=Nunca ftem21=Nunca 211 ==> ClassEstudiante=Autcrregulador 210 <conf:(1)> lift:(1.1) lev:(0.03) [15] conv:(10.47)

14. ftem7=Siempre Item21=Nunca 206 ==> ClaseEstudiante=Zutozfegulador 205 <conf: (1)> lift:(1l.1) lewv: (0.03) [19] conv:(10.22)

15. fteml2=Siempre Item21=Nunca 205 ==> ClaseEstudiantesa@itogfegulador 204 <conf:(1)> 1ift:(1.1) lew:(0.03) [19] conv:(1l0.17)

16. fteml8=Nunca ItemlS=Nunca Item21=Nunca 205 ==> ClaseEgfudiante=Autorregulador 204 <conf: (1)> lift:(1.1) lev: (0.03) [15] conv:(10.17)

17. PromedioBachillerato=Entre 9 y 10 ftem21=Nunca 203 == CladeEstudiante=Autorregulador 202 <conf: (1)> 1ift:(1.1) lev:(0.02) [19] conwv: (10.07)

18. Itemé=siempre fteml2=siempre Item21=Nunca 201 ==> ClaseEstudiSAtE=Rutorregulador 200 <conf:(1)> lift:(1.1) lev:(0.03) [18] conv:(5.97)

15. fteml8=Nunca ItemlS=Nunca Item20=Nunca 201 ==»> ClaseEstudfante=Autorregulador 200 <conf: (1)> lift:(1.1) lev: (0.03) [18] conv:(9.57)

20. ftemé=siempre ftem7=Siempre ftem21=Munca 199 ==> ClassEstudéafite=RAutorregulador 198 <conf:(0.99)> lift:(1.1) lev:(0.03) [18] conv:(9.87)

Nota: Elaboracion propia.

Una de las primeras reglas obtenidasen la prueba dos, fue si el item 14 es “siempre”
y el item 21 es “nunca” entonces 1a elase del‘estudiante sera autorregulador, esto ocurre
tanto en el antecedente como en la regla completa’en 207 instancias. Otra regla obtenida
fue cuando el item 7 es “siempre” y el item 21 “nunca?, entonces la clase del estudiante
es autorregulador, esta regla se cumple en el"antecedente 206 instancias y con la regla
completa 205 instancias.

La tercera y Ultima prueba realizada con el algoritmo A priori en Weka, consistié en
realizar esta prueba en otro dataset, el cual fue el dataset iris. Los’parametros utilizados
fueron un soporte minimo de 0.1 y confianza de 0.8 y se indico que el numero de reglas
de salida fueran 20 reglas.

En la figura 162 se visualiza el resultado obtenido, donde se obtuvo solo unayegla de

asociacion, la cual se cumple cuando el ancho del pétalo sea 0.2, entonces eltipo de
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especie deda forma es setosa, esto se cumple en la regla completa en 28 instancias (ver
figura 162).

Figura 162
Modelo de reglas de aseciacion obtenido en la prueba tres en Weka.

Apriori

Minimum support: 0.1 (15 instafigss)
Minimum metric <confidence>: 0.8

Number of cycles performed: 18
Generated sets of large itemsets:
Size of set of large itemsets L(1l): 5
Size of set of large itemsets L(2): 1
Best rules found:

1. petalwidth=0.2 28 ==> class=Irisjsctesa 28 <gonf:(l)> lift:(3) lev:(0.12) [18] conwv:(lB.E7)

Nota: Elaboracién propia.

Las pruebas realizadas sobre el jalgoritma A. priori de la técnica de reglas de
asociacion, sirvieron para establecer los-parametr0s)a utilizar para la obtencion del
resultado de esta técnica, utilizando las tres herramientas_para mineria de datos, donde
el soporte minimo por defecto es 0.1 y la confianza es 0.8.

También se pudo entender la manera en que trabajan cada una de las herramientas
de Lenguaje R, Microsoft Azure Machine Learning y Weka en relacién con la técnica de
reglas de asociacion, la cual se trabaja de forma diferente y los resultados son obtenidos
de forma diferente en cada herramienta.

En conclusion, la realizacion de estas tres pruebas a cada modelo” creado,

desarrollado e implementado en cada una de las tres técnicas de mineria de dat@ (arbol

231



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

de decisidns agrupamiento y reglas de asociacion) en las tres herramientas de Lenguaje
R, Microsoft ‘Azure Machine Learning y Weka se puedo verificar que el funcionamiento
de estos modelos’es bueno y al momento de modificar algin parametro y especificacion
que se requiera se puede realizar sin ningun problema y estos modelos creados pueden
ser utilizados en cualqui€r.otro dataset o base de datos para el andlisis y descubrimiento
de conocimiento a partir dedos datos.

4.2 Resultados

En este apartado se presentapty describen los resultados obtenidos en esta
investigacion, sobre los patrones ‘de ‘conducta asociadas con las variables de
procrastinaciéon y autorregulacién/académica-de estudiantes de educacion superior, a
partir de la implementacion de las téchicas de mineria de datos de arbol de decision,
agrupamiento y reglas de asociacion, utilizando las herramientas de Lengua R, Microsoft
Azure Machine Learning y Weka.

El orden en que se presentan los resultados es a partif de las técnicas de mineria de
datos antes mencionadas y se va describiendo el "resultado obtenido de la
implementacion del algoritmo al dataset de acuerdo con las herramientas de Lenguaje R,
Microsoft Azure Machine Learning y Weka.

4.2.1 Resultados de Arboles de decision

Se realizaron y ejecutaron los algoritmos de arboles de decision‘con las tres

herramientas seleccionadas anteriormente para mineria de datos, y se dividieron(los 746

registros en dos subconjuntos de datos, es decir, en los sets de entrenamiento y prueba,
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donde el primero contiene el 80% de los datos y el segundo el 20% restante. A
continuacion{-se describen los resultados obtenidos con esta técnica de mineria de datos.

4.2.1.1 Lenguaje R

La ejecucion deldrbol de decision, para esta herramienta se realiz6 utilizando el set
de entrenamiento confarmado por el 80% de los datos (597 instancias) y la variable
clasificatoria ClaseEstudiante, la cual contiene la clase de procrastinador vy
autorregulador.

El resultado obtenido a partir de la.ejecucion de esta técnica de mineria de datos en
la herramienta de RStudio, fue el siguiente: el tamafio del arbol fue de 19 nodos
terminales, con un porcentaje” de errotes—gde clasificacion de la clase del 1.5%
equivalentes a 9 instancias.

Aunado a lo anterior, la ejecucién delalgoritmo en esta herramienta se obtuvo una
matriz de confusién de la clasificacién de las)597 instancias del set de entrenamiento,
donde se clasificaron correctamente 534 instancias” pertenecientes a la clase
autorregulador y solamente tres instancias pertenecientes), a esta clase fueron
errobneamente clasificadas. De igual forma 54 instancias pertenecientes a la clase
procrastinador fueron clasificadas correctamente y seis instancias incorrectamente.

La serie de patrones o decisiones relacionadas con procrastinacion y autorregulacion
académica, se encuentran relacionadas con 15 variables de las 29 vanables que
conforman el dataset, donde 13 de ellas son algunas de las preguntas que confarman el

cuestionario, estas variables representan lo siguiente:
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e jtem 1. Cuando tengo que hacer una tarea la dejo para el Gltimo minuto.
e Iteém'5. Cuando tengo problemas para entender algo, inmediatamente trato de
buscarayuda.
e [tem 6. AsiSte-a clase.
e [tem 7. Trato de.completar el trabajo asignado lo mas pronto posible.
e [tem 8. Postergo fos trabajos de los cursos que no me gustan.
e [tem 9. Postergo las lecturas de los cursos que me disgustan.
e [tem 10. Intento mejorar mis*habitos de estudio.
e [tem 13. Trato de terminar mis-trabajos importantes con tiempo de sobra.
e item 17. Mientras desafrello mis actividades del curso en linea me conecto a
otras paginas que son de 'mi agrado:
e [tem 18. El impulso por revisar mis redes.sociales mientras estoy revisando mi
curso en linea es incontrolable.
e Item 19. Invierto mas tiempo en revisar diverses sitios mientras estoy en la
plataforma del curso que en desarrollar otras actividades.
e item 20. Me siento nervioso y hasta desesperado si nospuedo navegar
e Item 21. He dejado de hacer tareas de mi curso por distraerme’con el internet.
Lo anterior descrito se muestra en la figura 163 y a su vez se visualiza el arbol de
decision obtenido en esta herramienta, donde se observan los patrones de.‘conducta

asociados con procrastinacién y autorregulacion académica (ver figura 163).
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Figura 163
Resultado del/arbol de decision obtenido en Lenguaje R.

Class specified by atthjbute "outcome’ Evaluation on training data (597 cases):

Read 597 cases (29 avtributes) from undefined.data P
Decision Tree

Decision tree:

Size Errors
Tteml0 <= 3:
oL Item20 > 2:
4 1...Iteml3 <= 3: PROCRASTZINADQR (17) 19 9C 1.5%) <«
Iteml3 > 3:
c...Iteml9 > 3: AUTORREGULABRQR (5) L
Tteml9 <= 3: (a) (b) <-classified as
:...PromedioBachillerato <= 2: PROCRASTINADOR (7/1) ———
: PromedioBachilleratos> 2 AUTORREGULADOR (2) 534 3 (a): class AUTORREGULADOR
Ttem20 <= 2: N
:...Tteml8 > 3: PROCRASTINADOR (3) 6 34 (b): class PROCRASTINADOR
Tteml8 <= 3:
T...Item8 > 3:
t...1tem5 <= 4: PROCRASTINADOR (47 Attribute usage:
Ttem5 > 4: AUTORREGULADOR (2)
Ttem8 <= 3:
:...Ttem7 > 3: AUTORREGULADOR (33) 100.00% Iteml0
ttem7 <= 3- 94.81% Iteml8
:...CicloEscolar <= 54: AUTORREGULADGR (8) 79.06% Itemb
: CicloEscolar > 54: PROCRASTINAPOR (3) 15.08% Item20
Tremo > 3 .. 10.22% Ttems
:...ITteml > 3: PROCRASTINADOR (8) 9.38% Item8
Tteml <= 3: 8.38% Item7
:...Item9 > 4: PROCRASTINADOR (4) 7.37% Iteml
Item?tczi: 3: AUTORREGULADOR ¥(19/2) >~ 1% Iteml3
e em <= :
: Item2l > 3: PROCRASTINADOR (4/1) jggx %tem%,
Tteml8 <= 3: . tem
:...Ttemb6 > 4: AUTORREGULADOR (417/4) 3.85% Item2l
Item6 <= 4: 2.35% Iteml9
:...ItemS > 3: AUTORREGULADOR (31) 1.84% CicloEscolar
Item5 <= 3: - -
c...fteml7 <= 2: AUTORREGULADOR (15) 1.51% PromedioBachillerato
Tteml7 = 2:
t...Iteml <= 2: AUTORREGULADOR (2) .
Iteml > 2: PROCRASTINADOR (7/1) Time: 0. 0fsecs

Nota: Elaboracion propia.
A continuacion, se describen los patrones de conducta visualizados en la figura
anterior:

e Cuando el item 10 sea menor o igual a tres “a veces”, elsitem 20 mayor que
dos “casi nunca” y el item 13 menor o igual a tres “a veees” el estudiante es
procrastinador.

e Cuando el item 10 sea menor o igual a tres “a veces”, el item 20 mayor que
dos “casi nunca’, el item 13 mayor que tres “a veces” y el item 19 eS'mayor

que tres “a veces” el estudiante es autorregulador.

235



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

Cuando el item 10 sea menor o igual a tres “a veces”, el item 20 mayor que
dos*“Casi nunca’, el item 13 mayor que tres “a veces”, el item 19 menor o igual
que tres “a veces” y el promedio del bachillerato es menor o igual que dos
(menos de"9.y. mas de 8) el estudiante es procrastinador.

Cuando el item10 sea menor o igual a tres “a veces”, el item 20 mayor que
dos “casi hunca”,’el item 13 mayor que tres “a veces”, el item 19 menor o igual
que tres “a veces” y el promedio del bachillerato es mayor que dos (menos de
9 y mas de 8) el estudiante‘es autorregulador.

Cuando el item 10 sea menor o'igual a tres “a veces”, el item 20 menor o igual
que dos “casi nunca™y/elitem 48 mayor que tres “a veces”, el estudiante es
procrastinador.

Cuando el item 10 sea menor.0 igual a tres “a veces”, el item 20 menor o igual
que dos “casi nunca”, item 18 ménor o igual_gue tres “a veces”, item 8 mayor
a tres “a veces” y el item 5 menor o igual”que cuatro “casi siempre”, el
estudiante es procrastinador.

Cuando el item 10 sea menor o igual a tres “a veces”, ‘eLitéem 20 menor o igual

” ‘.

gue dos “casi nunca”, item 18 menor o igual que tres “a veces?, item 8 mayor

a tres “a veces” y el item 5 mayor que cuatro “casi siempre”, el estudiante es
autorregulador.

Cuando el item 10 sea menor o igual a tres “a veces”, el item 20 menor o igual

” ‘.

que dos “casi hunca”, item 18 menor o igual que tres “a veces”, item 8 menor
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o‘igual que tres “a veces” y el item 7 mayor que tres “a veces”, el estudiante
estautorregulador.

e Cuando el.item 10 sea menor o igual a tres (a veces), el item 20 menor o igual
gue dos (easi-nunca), item 18 menor o igual que tres (a veces), item 8 menor
o igual que trés.(a veces), item 7 menor o igual que tres (a veces) y el ciclo
escolar menor o0”igual que 54 (ciclo largo 2018-2019), el estudiante es
autorregulador.

e Cuando el item 10 sea mener o igual a tres (a veces), el item 20 menor o igual
gue dos (casi nhunca), item 18 menor o igual que tres (a veces), item 8 menor
o igual que tres (a veces),.item.7=menor o igual que tres (a veces) y el ciclo
escolar mayor que 54 (cicloJdargo 2018+2019), el estudiante es procrastinador.

e Cuando el item 10 sea mayor aftres (a veces), item 18 mayor que tres (a veces)
y el item 1 mayor que tres (a veces), el estudiante es procrastinador.

e Cuando el item 10 sea mayor a tres (a veces), item: 18 mayor que tres (a veces)
item 1 menor o igual que tres (a veces) y el item"Q mayor que cuatro (casi
siempre), el estudiante es procrastinador.

e Cuando el item 10 sea mayor a tres (a veces), item 18 mayor que tres (a veces)
item 1 menor o igual que tres (a veces), item 9 menor o igual gue cuatro (casi
siempre) y el item 21 menor o igual que tres (a veces), el estudiante es

autorregulador.
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e (Guando el item 10 sea mayor a tres (a veces), item 18 mayor que tres (a
veees), item 1 menor o igual que tres (a veces), item 9 menor o igual que cuatro
(casi siempre) y el item 21 mayor que tres (a veces), el estudiante es
procrastinader.

e Cuando el item\10 sea mayor a tres (a veces), item 18 menor o igual que tres
(a veces) y el item 6 mayor que cuatro (casi siempre), el estudiante es
autorregulador.

e Cuando el item 10 sea mayer a tres (a veces), item 18 menor o igual que tres
(a veces), item 6 menor o igual que cuatro (casi siempre) y el item 5 mayor
gue tres (a veces), el‘estudiante-es autorregulador.

e Cuando el item 10 sea mayor, a tresS_(a’veces), item 18 menor o igual que tres
(a veces), item 6 menor o igual‘que cuatro(casi siempre), item 5 menor o igual
que tres (aveces) y el item 17 menor o igualque dos (casi nunca), el estudiante
es autorregulador.

e Cuando el item 10 sea mayor a tres (a veces), item'18 menor o igual que tres
(a veces), item 6 menor o igual que cuatro (casi siempre),ftem 5 menor o igual
gue tres (a veces), item 17 mayor que dos (casi nunca)y el item 1 menor o
igual que dos (casi nunca), el estudiante es autorregulador.

e Cuando el item 10 sea mayor a tres (a veces), item 18 menor o igual que tres

(a veces), item 6 menor o igual que cuatro (casi siempre), item 5 menor o igual
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guetres (a veces), item 17 mayor que dos (casi hunca) y el item 1 mayor que
dos-(casi nunca), el estudiante es procrastinador.

Dentro de los resultados obtenidos se desarroll6 de igual forma una matriz de
confusion a partir del’'set de prueba, para la validacion de la capacidad de prediccién del
arbol. En la figura 164 se“visualiza la matriz de confusion, en la que 130 instancias de la
clase autorregulador fueron clasificadas correctamente y otras seis instancias
clasificadas incorrectamente, y{deJa clase procrastinador se clasificaron correctamente
ocho instancias y cinco instancias incerrectamente (ver figura 164).

Figura 164
Matriz de confusion de los resultades del arbol de decisidén obtenido en Lenguaje R.

prediccion AUTORREGULADOR PROCRASTINADOR
AUTORREGULADOR 150 6
PROCRASTINADOR 5 8

Nota: Elaboracion propia.

Por ultimo, se realizo el calculo de porcentaje de aciertos clasificados correctamente
donde el resultado obtenido fue de 92.61745%. También“en la figura 165 se muestra el
diagrama de arbol de decision obtenido, donde se pueden visualizar de forma més clara,
las ramificaciones y la conexién entre cada nodo del arbol de decision los patrones

clasificatorios (ver figura 165).
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Figura 165
Diagrama del arbol de decision de los resultados obtenido con Lenguaje R.

=3 >
>2 <3 >3
<3 ~3 <4 >4

/m

> 5 <24
14 o x 14 x 4 ia
Nodg 7 (n 8K3 8 n;rlaldeag n;PBﬁje:H (nHakig 12 nﬁ@gﬂ(@oﬂeds nmdms @B19 nydneazo rtiloﬂe%f) nfldnm27 (NNRIBIB ety (yode 30 nqmae%z; nmﬁaas (npmumss n,fﬂaﬁe)?;? n=8)

K X 4 £ X |4 -4 4 g -4 4 5

08 08 E 08 8 | os 08 g |- o8 08 08 § 08 8 |08 08 08 §p08 & |- o8 08 S 08 08 g 08 g |08

Zlo6%ZFos%06%loes%loesEloesBlosZos B o062 -o6%o6%o6%boeElosElosBosB2loe%o6%) 06
0.4 0.4 0.4 0.4 0.4 0.4 0.4 n 4 0.4 0.4 0.4 0.4 o 0.4 0.4 0.4 0.4 0.4 0.4
02 0.2 02 0.2 0.2 0.2 0.2 0.2 02 02 0.2 02 0.2 0.2 0.2 0.2 02 0.2
0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

= [ = = [ = = = = = = [ E = [ = = = =

2 J 2 -} J 2 2 2 2 2 2 J 2 - ¥ V) 2 2 2 3

< << < < << <C < < <C < < << <C < <L <C < < <

Nota: Elaboracion propia.
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4.2.1.2/Miecrosoft Azure Machine Learning

En esta herramienta el resultado de la ejecucion de la técnica de arbol de decision es

un poco diferente; ya que no se genera un diagrama del arbol de decisiébn como tal, sino

Gnicamente un subeopjunto de los datos con las predicciones y la probabilidad de

pertenecer a la clase.

En la figura 166 se observa una muestra de las predicciones extraidas en cuanto a la

clase clasificadas, estas predicciones se realizaron con el set de prueba, conformado por

149 registros (20% de los datos); €nda figura también se visualizan las probabilidades

que una instancia o registro se clasifigue si el estudiante es procrastinador o

autorregulador (ver figura 166).

Figura 166

Resultado del arbol de decision obtenido.en Micresoft Azure Machine Learning.

Scored_dataset X |

Filas (2 Columnas

149 32

item18  item19 item20 item21 item22 ClaseEstudiante

||I. |||| |IIL |||. |||II I_
1 1 1 1 1 Autorregulador
3 3 2 4 2 Autorregulador
1 1 1 1 2 Autorregulador
3 2 2 2 4 Autorregulador
3 3 3 4 3 Autorregulador
3 3 4 3 3 Procrastinador
1 1 1 1 Autorregulador
1 2 1 Autorregulador
2 1 1 1 Autorregulador

Nota: Elaboracion propia.
De acuerdo con la figura anterior y

datos, se visualizan datos que segun

Scored
Probabilities_Autorregulado
.

0.875
0.875
0.75
0.875
0.25

Scored
Probabilities_Procrastinador

0.125
0.125
0.25

0.125

0.75

Scored Labels

Autorregulador
Autorregulador

Autorregulador

Autorregulador

Autorregulador

Procrastinador
Autorregulador

Putorregulador

Autorregulador

revisando detenidamente este subconjunte de

la prediccion dada por el algoritmo en ‘eSta
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herramienta’ lasclasificaron en otra clase a la que no pertenecia anteriormente. A su vez
se pueden visualizar instancias clasificadas de acuerdo con la clasificacion que tenian
anteriormente.

Por ejemplo, en da figura anterior se visualiza la instancia tres donde la clasificacion
dada es la clase autorregulador y en la prediccion, se tuvo como resultado que la
probabilidad de pertenecersa esta clase es del 0.875 (87.5%), pero tiene una minima
probabilidad del 0.125 (12.5%) de ser la clase procrastinador; por lo consiguiente la
clasificacion con la prediccion fue taimisma para esta instancia; asi como este ejemplo
hay resultados donde si cambia la clasificacion dada con relacion a la prediccion.

En la figura 167 se encuentra‘el conjunte-de métricas que representan la precision
(rendimiento) del algoritmo; estas métricas son: precision general, micro precision, macro
precision, micro recuperacion y macro reeuperacion (ver figura 167).

Figura 167

Conjunto de métricas del arbol de decision obtenido en Microsoft Azure Machine
Learning.

Evaluation_results X

Filas (7 Columnas (%

1 5

Overall_Accuracy  Micro_Precision  Macro_Precision  Micro_Recall Macro_Recall

0.959732 0.959732 0.882639 0.959732 0.718651
Nota: Elaboracion propia.

Con la figura anterior se visualiza que la precisién general de clasificacion €s del

95.9732% lo que significa que la mayoria de los datos de la variable clase fueron
242



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

clasificadas‘correctamente. También se obtuvieron la precision micro y macro en relacion
con los resultados verdaderos y resultados positivos, asi como la recuperaciéon de las
instancias del total relevantes que se recuperaron las cuales fueron micro del 95.9732%
y macro 88.2639%.

Por ultimo, la matriz@de.confusion resultante se muestra en la figura 168, en la que el
99.3% (139 instancias) de la‘clase autorregulador fueron clasificadas correctamente y el
0.7% (una instancia) clasificada_incorrectamente, y para la clase procrastinador se
clasificaron 44.4% (cuatro instancias) correctamente e incorrectas el 55.6% (cinco
instancias) (ver figura 168).

Figura 168

Matriz de confusion de los resultades del arbol de decision obtenido en Microsoft Azure
Machine Learning.

ConfusiomMatrix

0B
Autorregul... 0
L
E 0.6
J
o L §
=
] C 04
A 4
Procrastin... a4.4% 1
+ 0.2
\'." ) .11
S &
S &5
.;"‘«. é’b
& &

Predicted Class
Nota: Elaboracion propia.
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4.2.1.3/Weka

La ejecucion. del algoritmo de arbol de decision en esta herramienta, se llevé a cabo
con las mismas caracteristicas que en las otras dos herramientas. La implementacion del
algoritmo se realizo«@al_set de entrenamiento conformado por el 80% de los datos (597
instancias) y la variable Clasificatoria ClaseEstudiante, y el set de prueba con el 20% de
los datos (149 instancias) fueron utilizadas para la creacién de la matriz de confusién vy el
porcentaje de aciertos de instancias clasificadas.

De acuerdo con lo anterior, el resultado obtenido con la técnica de mineria de datos
en la herramienta de Weka, fue el siguiente: el nimero de hojas fue de 17 y el tamafio
del arbol 33 nodos, ademas, elporcentaje.de<instancias clasificadas correctamente fue
del 92.6174% (138 instancias) e incarrectamente clasificadas el 7.3826% (11 instancias),
esto quiere decir que la mayor parte de' [as instangias pertenecen a la clase correcta.

Con el resultado del arbol de decision obtenido ens€sta herramienta, se identificaron
una serie de patrones o decisiones relacionadas con”12 de las 29 variables que
conforman el dataset, donde nueve de ellas son algunas de las.preguntas que conforman
el cuestionario, estas variables representan lo siguiente:

e [tem 2. Me preparo con anticipacion para los examenes.

e Item 6. Asisto a clase.

e [tem 7. Trato de completar el trabajo asignado lo mas pronto posible,
e [tem 8. Postergo los trabajos de los cursos que no me gustan.

e [tem 10. Intento mejorar mis habitos de estudio.
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e jtem 12. Trato de motivarme para mantener mi ritmo de estudio.

e [tem”15. Dejo para mafiana lo que puedo hacer hoy.

e [tem 18. Elimpulso por revisar mis redes sociales mientras estoy revisando mi

curso en linea,es incontrolable.
e [tem 20. Me siento nervioso y hasta desesperado si no puedo navegar.
En la figura 169 se visualiza el resultado del arbol de decision implementado el

algoritmo C4.5 o mejor conocida.cemo J48, donde se visualizan los patrones de conducta
asociados con procrastinacion y auterregulacion académica (ver figura 169).

Figura 169
Resultado del arbol de decision obtenido en Weka.

ftemls <= 3
Tteml0 <= 3
Ttem20 <= 2
Ttem7 <= 3
| Ttemls <= 1: Autorfegqulador (&.0/1.0)
| Iteml8 > 1: Praérastinador((5.0/1.0)

Ttem7 > 3
| Edad <= 23: AZutorscegwhador (5¥U.0)
| Edad > 23

| | Ttems <= 2: mutorregulador (3.0)
| | ftemB > 2: Procrastinador (2.0]

fteml2 <= 3: Procrastinador {15.0)
Tteml2 > 3
| Ttem2 <= 3

|

|

|

|

|

|

|

|

ftem20 > 2
|

|

|

| | PromedioBachillerato <= 1: Rutorregulador (2.0
|

|

|

|

|

|

|

|

|

|

|

|

|

|

|

| |

| | | PromedioBachillerato > 1: Procrastinador (5.0f140)
| | | Ttemz > 3: Autorregqulador (5.0)

| Tteml0 > 3: mutorregulador (570.0/15.0)

ItemlS > 3

| Itemls <= 3
| | ftem2 <= 3

| | | ftemé <= 4: Procrastinador (4.0)

| | | fteme > 4

| | | | DivisibnBAcadémica <= &: Butorregulador (7.0/1.0)
| | | | DivisidnBcadémica > £€: Procrastinador (2.0)
| | Ttem2z > 3: Autorregulador (34.0/1.0)

| Ttemls > 3

| | PromedicBachillerato <= 2: Procrastinador (25.0/3.0)
| | PromedioBachillerato > 2

| | | Ttem7 <= 4: Butorregulador (5.0)

| | | ftem7 > 4: Procrastinador (2.0)

Nota: Elaboracion propia.
245



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

A continuacion, se describen los patrones de conducta visualizados en la figura

anterior:

Cuando €l item 15 sea menor o igual a tres (a veces), el item 10 menor o igual
gue tres (a'veces), item 20 menor o igual que dos (casi nunca), el item 7 menor
o igual que tres)(a veces) y el item 18 menor o igual que uno (nunca), el
estudiante es autorregulador.

Cuando el item 15 séa menor o igual a tres (a veces), el item 10 menor o igual
gue tres (a veces), item 20.menor o igual que dos (casi nunca), el item 7 menor
o igual que tres (a veces) y el item 18 mayor que uno (nunca), el estudiante es
procrastinador.

Cuando el item 15 sea mener,o igual astres (a veces), el item 10 menor o igual
gue tres (a veces), item 20 menor o igual que dos (casi nunca), el item 7 mayor
gue tres (a veces) y edad menor o’igual gue-23 (23 afos), el estudiante es
autorregulador.

Cuando el item 15 sea menor o igual a tres (a veces), el item 10 menor o igual
que tres (a veces), item 20 menor o igual que dos (casi hunca), el item 7 mayor
que tres (a veces), la variable edad mayor que 23 (23 anos) y el item 8 menor
o igual que dos (casi nunca), el estudiante es autorregulador.

Cuando el item 15 sea menor o igual a tres (a veces), el item 10 menor o igual

gue tres (a veces), item 20 menor o igual que dos (casi nunca), el item 7 mayor
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guedres (a veces), la variable edad mayor que 23 (23 afios) y el item 8 mayor
gue-dos (casi nunca), el estudiante es procrastinador.

e Cuando el item 15 sea menor o igual a tres (a veces), el item 10 menor o igual
gue tres (& veces), item 20 mayor que dos (casi nunca) y el item 12 menor o
igual que tres{(aveces), el estudiante es procrastinador.

e Cuando el item 15 sea menor o igual a tres (a veces), el item 10 menor o igual
que tres (a veces), item«20 mayor que dos (casi nunca), el item 12 mayor que
tres (a veces), item 2 menor, o0 igual que tres (a veces) y la variable promedio
del bachillerato sea menor+o igual que uno (entre 9 y 10), el estudiante es
autorregulador.

e Cuando el item 15 sea mener,o igual asttres (a veces), el item 10 menor o igual
que tres (a veces), item 20 mayor que dos/(casi nunca), el item 12 mayor que
tres (a veces), item 2 menor o igual'que tres.(a veces) y la variable promedio
del bachillerato sea mayor que uno (entre 9 y 10), el estudiante es
procrastinador.

e Cuando el item 15 sea menor o igual a tres (a veces), el item 10 menor o igual
gue tres (a veces), item 20 mayor que dos (casi hunca), €l item 12 mayor que
tres (a veces) y el item 2 mayor que tres (a veces), el.estudiante es
autorregulador.

e Cuando el item 15 sea menor o igual a tres (a veces) y el item 10 mayor que
tres (a veces), el estudiante es autorregulador.
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e _(Guando el item 15 sea mayor a tres (a veces), el item 18 menor o igual que
tres(a.veces), item 2 menor o igual que tres (a veces) y el item 6 menor o igual
gue cuatro (casi siempre), el estudiante es procrastinador.

e Cuando elitem 15 sea mayor a tres (a veces), el item 18 menor o igual que
tres (a veces);.item 2 menor o igual que tres (a veces), item 6 mayor que cuatro
(casi siempre) y¥a variable Division Académica sea menor o igual que seis
(DAEA), el estudiante es autorregulador.

e Cuando el item 15 sea mayor a tres (a veces), el item 18 menor o igual que
tres (a veces), item 2 menoro igual que tres (a veces), item 6 mayor que cuatro
(casi siempre) y la variable.DivisiénmAcadémica sea mayor que seis (DAEA), el
estudiante es procrastinador.

e Cuando el item 15 sea mayor‘a.tres (a veces), el item 18 menor o igual que
tres (a veces) y el item 2 mayor que «res (a veces), el estudiante es
autorregulador.

e Cuando el item 15 sea mayor a tres (a veces), el(item 18 mayor que tres (a
veces) y la variable promedio del bachillerato sea menor o igual que dos
(menos de 9 y méas de 8), el estudiante es procrastinador.

e Cuando el item 15 sea mayor a tres (a veces), el item 18 mayor que tres (a
veces), la variable promedio del bachillerato sea mayor que dos\@menos de 9
y mas de 8) y el item 7 sea menor o igual que cuatro (casi siempre), el

estudiante es autorregulador.
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e _(Guando el item 15 sea mayor a tres (a veces), el item 18 mayor que tres (a
veees), la variable promedio del bachillerato sea mayor que dos (menos de 9
y mas«de'8) y el item 7 sea mayor que cuatro (casi siempre), el estudiante es
procrastinader.

En la figura 170 se visualiza la matriz de confusion, con 127 instancias de la clase
autorregulador las cuales” fueron clasificadas correctamente y cinco instancias
pertenecientes a esta clase( fueron clasificadas incorrectamente. Para la clase
procrastinador se clasificaron ©Corfectamente 11 instancias y seis instancias
incorrectamente (ver figura 170).

Figura 170
Matriz de confusion de los resultades del arbol de decisidon obtenido en Weka.

=== fonfusi1Tmr=Matrik ‘===

a b <——"glassiftied as
127 | a = Rutorregulador
& 11 | b = Procrastimador

Nota: Elaboracion propia.

De igual forma, se realizO el célculo de porcentaje de=aciertos clasificados
correctamente donde el resultado obtenido fue de 92.6174% cotrespondientes a 138
instancias, ademas que el 7.3826% (11 instancias) fueron clasificadas+dhcorrectamente.

En la figura 171 se muestra el diagrama de &rbol de decision obtenido; donde se
pueden visualizar de forma mas clara y grafica las ramificaciones y la conexién-entre cada

nodo del arbol de decision los patrones encontrados (ver figura 171).
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Figura 171
Diagrama del arbol de decision de los resultados obtenido con Weka.
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Nota: Elaboracion propia.
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En conelusion, con la técnica de arbol de decision utilizando las herramientas de
Lenguaje R,“Microsoft Azure Machine Learning y Weka, se obtuvieron resultados,
similares, pero también diferentes entre si.

En el caso del arbol.de decision, obtenidos en las herramientas Lenguaje R y Weka,
no son iguales, en cada tna de las herramientas se obtuvo un arbol de decision diferente,
en donde intervienen items~#0 variables y datos, que no se presentan en el otro arbol y
viceversa; por lo anterior, se €ncentraron patrones de conducta de procrastinacion y
autorregulacion académica diferentes.y que ayudan a tener mas comprension sobre
como actuard o actla un estudiante” que es procrastinador o en un caso Si es
autorregulador.

En el caso del porcentaje de instancias clasificadas correctamente, se obtuvieron el
mismo resultado en el caso de Lenguajeé R y Weka, en el caso de Microsoft Azure
Machine Learning el resultado solo fue fmayor por 3.3558% que el de las otras
herramientas, pero se encuentran en un rango similar.

Lo anteriormente descrito, sucede también con la matriz=de confusion, obtenida en
cada herramienta, las cuales no presentan diferencias significativas; en la clasificacion
de las clases, sino que se encuentran en un rango medio.

4.2.2 Resultados de Agrupamiento

En este apartado se describen los resultados obtenidos de la investigacion; utilizando

el algoritmo K-means de la técnica de mineria de datos, ejecutado en las herramientas

de Lenguaje R, Microsoft Azure Machine Learning y Weka, donde se implementaren-dos
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clusteres al‘dataset y los resultados obtenidos variaron, en cuestién de la ejecucion de
esta técnica enlas tres herramientas para mineria de datos.

Para estableeér'que serian dos clUsteres para implementar en el dataset, se realizo
la estimacion para definir el niumero de éste, para ello se utilizaron los métodos de wss,
silhouette y gap_stat. Can.los dos primeros métodos se obtuvo que el nUmero 6ptimo de
cluster a utilizar fuera dos# con el dltimo método fuera uno, pero al obtener en dos
métodos el mismo resultado,(sesdecidi6 realizar dos clusteres. A continuacién, se
describen los resultados obtenidosiCon, esta técnica de mineria de datos.

4.2.2.1 Lenguaje R

Para la obtencion de los resultados se realizo la ejecucion de dos clusteres al dataset,
donde el algoritmo ejecutado dio como resultado.a obtencion del primer cluster con 370
instancias agrupadas y el segundo’ gllster con) 376 instancias agrupadas, esto
equivalente a las 746 instancias que contiene el dataset de la investigacion.

Lo anteriormente descrito se muestra en la figura 142, )donde aparte de mostrar el
vector que contiene la agrupacion de las instancias, se muestran las medias obtenidas
de cada una de las variables que conforman el conjunto de dat@s y.en la parte superior
de la figura, estéa el nimero de cllsteres ejecutados y el tamafio de-Cada uno (ver figura

172).
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Figura 172
Resultadosderagrupamiento obtenido en Lenguaje R.

K-mean @lustering with 2 clusters of sizes 370, 376

Cluster means:

Género Edad CicloEscolar DivisionAcadémica AsignaturaCursa PromedioBachillerato
1 -0.1545507 4=0.06782068 -0.02980723 0.177475 -0.03402514 0.1524512
2 0.15208447 0.06673844 0.02933158 -0.174643 0.03348219 -0.1500185
Iteml Ttem2 Item3 Itemd Ttem5 Itemb Item? Item8 Item9
1 0.4486834 -044098823 0.1056269 0.03942191 -0.3757536 -0.2103468 -0.3392518 0.4882692 0.4985679
2 -0.4415236 €0.4033417 -0.1039414 -0.03879283 0.3697575 0.2069902 0.3338383 -0.4804777 -0.4906120
Tteml0 Ttemlds Iteml2 Tteml3 Iteml4d Iteml5 Iteml6 Iteml? Tteml8
1 -0.3310688 -0.38660953 -0.4243817 -0.4162429 -0.3673104 0.5211396 0.4659628 0.3787135 0.4781317
2 0.3257858 0.3805246, 0.4176097 0.4096008 0.3614490 -0.5128235 -0.4585272 -0.3726702 -0.4705019
Ttem19 Igem20 Ttem21 Ttem22
1 0.5469964 0.4590756° 0.4991338 0.3008580
2 -0.5382677 -0.4517500 074911689 -0.2960571
Clustering vector:
[112212212122222212212221222211121121112212221211212
[50] 2212211222212111112111222111112222222121121222111
[99112211212121@A2221222221111112221222222111212221211
[1481 212212211111 24222222122211221222222221221211212111
[197]121112212112Q222121112212221221111212211122111221
[246] 121121211111 1g@2111122121122212221112222112122112
[2951 1 2112111221222 k2 N 21121112221221212121222212122221
[3441 2222221112122181\W?21121221222122111121121211212221
[3031121111122121121"°27229122212112112121112212211222111
[442] 21 22121121211222¥223121222212111121122222121122221
[4901]11221121221221127111,121221112211221212111222111111
[540]11112212122112112¥2112121211222112121111211112211
[5891 12 22112222222211221%22221212111211111112211121111
[6381122221211221122212$12111121112222111122111111212
[687]1 2212121222212211112@w2eik1 11112122221222121221121212
[736] 11112222121
within cluster sum of squares by cluster:
[1] 9687.255 8447.364
(between_SS / total_sSs = 13.1 %)
Available components:
[1] "cluster" "centers" "totss" "withings" "tot.withinss" "betweenss"

[7] "size" "iter" "ifaule®

Nota: Elaboracion propia.
A partir de la obtencion de los grupos, se\procedié a la realizacion del gréafico para
visualizar la distribucién de las instancias de acuerdo a los’clUsteres al que pertenecen.
En la figura 173 se muestra el grafico obtenido a partir del.vector de agrupamiento de
la figura anterior, los clusteres se representan en colores rojo y azuly donde el clister uno

esta representado en color rojo y el clister dos en color azul (ver figura 173).
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Figura 173
Grafico delwesultado obtenido con la técnica de agrupamiento en Lenguaje R.

Cluster plot

RImb(20 2%)

Nota: Elaboracion propia.

El diagrama o grafico, permite“visualizar' cdmo estan agrupadas las instancias y la
distancia que existe entre las instancias.. En el caso particular de este resultado, las
instancias de los dos grupos se encuentran.aglomeradas en el centro del gréfico, pero en
caso del cluster dos, no se encuentra mucha distancia entre cada instancia agrupada en
este cluster. Caso contrario al clister uno, donde se detectasapidamente que existe una
mayor distancia entre algunas instancias sobre el centro del aglomerado de este cluster.

En la figura 174 se muestra una tabla o matriz de confusion, sebre la asignacion o
distribucion de las instancias en los clisteres, de acuerdo con la clase’que pertenecen
las instancias; los resultados obtenidos fueron: para el clister 1 se encuentran-agrupadas

instancias de las dos clases, es decir, clase autorregulador y clase procrastinador,
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mientras que el clister 2, Unicamente contiene instancias de la clase autorregulador (ver
figura 174).

Figura 174

Visualizacion de la asignacion de las instancias en los clusteres de acuerdo con la

variable ClaseEstudiante en Lenguaje R.

cluster
1 2
Autoprregulador 296 376
Proafrastinador 74 0
Nota: Elaboracién propia. ' Q)

4.2.2.2 Microsoft Azure Machiné'Learning

Los resultados obtenidos con-esta herramienta fueron diferentes al que se obtuvo
anteriormente con la herramienta Eenguaje R.,Ademas, no se obtuvo un diagrama para
visualizar las instancias agrupadas en 10s clusteres.

Con la ejecucion de dos clusteres, se generd una‘cojumna con la asignacién por cada
instancia al grupo al que pertenecen, ademas de la distancia en que se encuentra la
instancia del centro o centroide de los dos clisteres ejecutadags, esto se presenta en la

figura 175 (ver figura 175).

255



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

Figura 175
Resultadosderagrupamiento obtenido en Microsoft Azure Machine Learning.
Filas (2 Califfhgs (2
746 32
18 item19 w20 item21 ftem22 ClaseEstudiante  Assignments DistancesToClusterCenter  DistancesToClusterCenter

no.0 no.1

5645 -0.995422 -0.768826" -0.750993 1.055688  Autorregulador 0 1.185721 1.620564
5645 -0.995422 -0.7688260" %Q.750993 -0.586738 Autorregulador 0 1.08998 1.515283
3167 1.025217  -0768826 @0./58993 0.234475  Autorregulador 0 0.938281 1423447
5645 -0.995422 -0768826 -0.750993¢"-0.586738 Autorregulador 0 0.893973 1.435208
1239 0.014897 -0768826 -0.750993 1.055688  Autorregulador 0 1.085226 1472722
11239 0.014897  0.147379 1.347287, 0234475  Autorregulador 1 1.278864 0.822059
11239 0.014897  0.147379  0.298147%" 1055688  Autorregulador 0 1.056759 1.44309
1239 1.025217  1.063584  0.298147 \0.2344#5  Autorregulador 0 0.82747 1.300951
11239 0014897  0.147379  -0.750993  -140735M, “Autorregulador 1 1.389502 1.073134
5645 -0.995422 -0.768826 -0.750993 0.234475y¢ Autorregulador 0 1.091986 1577952

1

1

0

0

1

0

0

0

0

11239 0014897  0.147379  -0.750993  -1.407951 gfAutorregulador 1.392646 1.069536
5645 0.014897  -0.768826 -0.750993 -0.586738 Autewegulador 1.42518 1.109703
5645 -0.995422 -0.768826 -0.750993 0.234475  [Auteuegulador 1.063889 1507115
3167 0.014897  -0768826 0298147  1.055688  Autorregulador 0.767884 1.227816
11239  1.025217  1.063584  1.347287  1.055688  Procrastinador 1.576961 1.13108

5645 -2.005742 -1.685031 -1.800134 -2229164 Autorregulador 1.235677 1.712766
5645 -0.995422 -0768826 -0.750993 -1.407951hutorreguiadar 0.984731 1516951
3167 3.045857 1063584  -0.750993  -0.586738" Autorregulador 1.42763 1.688551
5645 1.025217  -0.768826 -0.750993  1.0556884 | Atitorregulador 0.99473 142256

Nota: Elaboracién propia.

Como se aprecia en la figura anterior,des dos.clisteres corresponden al 0 y 1, pero
son dos grupos de agrupamiento. De igual forma se visualiza que mientras mas cerca se
encuentre la instancia al centro o centroide del grupo del cluster, es al grupo que
pertenecera o asignara el algoritmo.

Por ejemplo, en el caso de las primeras cinco instancias, estad/asignada al cluster O
(grupo uno), ya que la distancia que tienen hacia al centro del grupo es menor que la
distancia que tienen al centro o centroide del clister 1 (grupo dos), y asi'sucesivamente
va ocurriendo con las demas instancias que conforman el dataset.

De acuerdo con lo anterior, se extrajo un conjunto de métricas sobre la evaluacion de

la ejecucion de los clusteres, donde se tienen datos sobre la distancia media existente
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del centro de un cluster al otro, la distancia promedio del centro del grupo, el nimero de
instancias agrupadas en los clUsteres y la distancia maxima al centro del grupo.

Por lo anteriar, en la figura 176 se muestra el conjunto de métricas resultantes, en la
que se aprecia que el cluster 0 esta conformado por 471 instancias (mas de la mitad de
las instancias que confarman el dataset) y el clister 1 por las 275 instancias restantes
(ver figura 176).

Figura 176
Evaluacion de la asignacion de cluster con Microsoft Azure Machine Learning.

Filas Columnas

3 5
Result Description Average Distance to Other Average Distance to Cluster Number of Points Maximal Distance to Cluster
Center Center Center
Evaluation For Cluster No.0  1.484872 1066451 471 3.125729
Evaluation For Cluster No.1  1.483162 We62464 275 1.835802
Combined Evaluation 1.484242 1067193 746 3.125729

Nota: Elaboracion propia.

De igual forma la distancia existente entre el centr@ o/centroide un cluster al otro no
es una distancia grande, solo varia por 0.00171 de distancia, porque el cluster O se
encuentra a una distancia del otro centro del 1.484872 y el claster 1 a una distancia del
1.483162 del centro del cluster O.

4.2.2.3 Weka

Por altimo, la ejecucion para la obtencion de los resultados de agrupamiento con la
herramienta Weka, fue utilizando la opcion Classes to clusters evaluation (evaluacion de
la clase en los clusteres) y se ignoro esta variable, ademas que el niumero de elusteres

implementados al dataset fueron dos clusteres.
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La figura 177 muestra el resultado obtenido con esta técnica de mineria de datos, en

dicha figura se“muestra el nimero de iteraciones realizadas por el algoritmo para la

obtencién de los grupos de instancias, estas iteraciones realizadas fueron tres iteraciones

(ver figura 177).

Figura 177
Resultados de agrupamiento obtenido en Weka.

Number of iteratdon®: 3
Within cluster sum of sSguared errors: 851.8426053239332

Initial starting points (random) :

cluster 0: 2,20,47,4,2,1,4,8,4,3,3,5,3,4,4,4,4,4,3,4,3,3,1,1,1,1,1,2
cluster 1: 1,21,62,1,2,1,2,2,1,4,4,5,5,3,3,5,3,4,4,5,2,2,3,3,3,2,2,4

Missing values glgbally replaced with mean/mode

Final cluster centroids:

Zlusterd

Attribute Fizll Data 0 1

(74€.0) (17100) (275.0)
Género de314 2 1
Edad 21.431¢ 21.559% 21.2218
CicloEscolar 43.0087 43.59979 47 .3091
DivisidnAcadémica 5.0448 4_B0E8 524509
AsignaturaCursa 2.4759 2.4268 2.5€6
PromedioBachillerato 1.6555 1.569 B 03E
fteml 2.4772 2.42¢68 29563¢
Item2 3.95343 3.5214 3.5564
Ttem3 3.0322 3.0127 3.0655
Ttemd 3.0214 2.97€66 3.0882
Ttems 3.9008 3.9448 3.8255
Itemé 4.7522 4.8301 4.7273
Ttem7 4.2292 4.2442 4.2036
Items 2.5027 2.424¢ 2.6364
Ttems 2.46E53 2.394% 2.5891
itemlo 4.2265 4.2378 4.2073
Ttemll 3.739% 3.7495 3.723¢
Iteml2 4.2815 4.2781 4.2873
Tteml3 4.0737 4.087 4.0509
ftemld 4.1475 4.2229 4.0182
Ttemls 2.3954 2.3248 2.51¢64
ftemlé 2.3418 2.24€63 2.5055
Tteml? 2.7024 2.6221 2.84
Ttemls 2.0013 1.9427 2.1018
Tteml9 1.5853 1.5108 2.1127
ftem20 1.8391 1.8047 l.8%82
Ttem21 1.7158 1.62 1.88
Ttem22 2.7145 2.6688 2.7927

Nota: Elaboracion propia.
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De igual forma en la figura anterior, se visualizan los datos aleatorios con los cuales
el algoritmo se“baso para la agrupacion de las instancias, asi como la distancia media al
centroide de los elUsteres y distancia total por cada atributo o variable que conforman el
dataset.

Derivado de la evaluacion del modelo sobre los cllsteres, se obtuvieron como
resultados que el nUmero definstancias agrupadas en el cluster 0 se conformaron por 471
instancias (63%) y el cluster 1 ¢onformado por 275 instancias (37%) (ver figura 178).
Figura 178

Visualizacion de la asignacion de las instancias en los clusteres y la asignacion de
acuerdo con la variable ClaseEstudiante en Weka.

=== Model and evaluation onf training set === Class attribute: ClassEstudiante
Classes to Clusters:

Clustered Instances
v} 1 <-- assigned to cluster

430 242 | Rutorregulador
o 471 ( 63%) 41 33 | Procrastinador
1 275 { 37%)

Cluster 0 <-- Autorregulador

#luster 1 <-— Procrastinador

Nota: Elaboracién propia.

De igual forma en la figura, se muestra la distribu€ion de estas instancias que
conforman los clusteres de acuerdo con la variable clase del estudiante, donde el cluster
0 esta conformado por 430 instancias de la clase autorregulador 4 41 instancias de la
clase procrastinador, en cambio el clister 1, contiene 242 instancias de la clase
autorregulador y de la clase procrastinador 33 instancias.

Por ultimo, en la figura 179 se visualizan los dos grupos de agrupamientoydonde el
cluster O (grupo 1) se encuentra de color azul y el clister 1 (grupo uno) en colorroejo, en

el eje X del gréafico es el nUmero de instancias y el eje Y los cllsteres (ver figura 179):
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Figura 179

Grafico delwesultado obtenido con la técnica de agrupamiento en Weka.
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En conclusion, con la técnica de agrupamiento'realizada en tres herramientas como

los son Lenguaje R, Microsoft Azure Machine earningsy Weka, se obtuvieron resultados

de agrupamiento diferentes, aunque se implementaron en-€hdataset el mismo numero de

clusteres, pero los pasos para la implementacion de estos.en las herramientas son

diferentes.

Con las herramientas de Microsoft Azure Machine Learning y\Weka, el nimero de

instancias agrupadas en los de los clusteres fueron iguales, en el caso del cluster 0, el

algoritmo en las dos herramientas clasifico 471 instancias y en el cluster 141as restantes

gue son 275 instancias de las 746 instancias que contiene el dataset.
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En caso‘contrario a lo anterior con la herramienta de Lenguaje R, el algoritmo clasifico
las instancias~en los dos clusteres casi de forma igualitaria, ya que el clister 1 est4
conformado por 370 instancias y 376 instancias en el clUster 2.

4.2.3 Resultados de Reglas de asociacién

La obtencion de los resultados de la técnica de reglas de asociacion, implementando
el algoritmo A priori, se realizo utilizando un soporte de 0.1 y la confianza de 0.8, estos
parametros son los utilizados por defecto por el algoritmo.

De igual manera, en el caso de la-herramienta Microsoft Azure Machine Learning y
Weka, se indicaron en los parametros del algoritmo que fueran 20 reglas, en cambio con
la herramienta de Lenguaje R se realizé un.filtrado del total de reglas, especificando que
el dato de salida fuera 20 reglas; las cuales san reglas relevantes y de mayor confianza,
ordenadas de forma decreciente.

A continuacion, se describen los resultados obtenid0s con esta técnica de mineria de
datos.

4.2.3.1 Lenguaje R

La ejecucion del algoritmo A priori en Lenguaje R se realizd €on.un soporte del 0.1y
confianza de 0.8, con lo cual se obtuvo un resultado total de 13,215reglas de asociacion,
de las cuales el tamafio o la longitud de cada regla variaban.

El tamafo de las reglas de asociacion fue: dos reglas conformadas’por solo una
variable, 125 reglas con dos variables, las reglas con tres variables son 2,187 reglas,

4,412 reglas con cuatro variables, 3904 reglas con una longitud de cinco variables; 2044
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reglas de seiswariables, reglas conformadas por siete variables fueron 486 reglas y 12

reglas con ocho variables.

En la figura 180'se visualiza lo anteriormente descrito y se presentan los resultados

obtenidos para los argumentos o pardmetros que componen a este algoritmo, como lo

son: support (soporte), (confidence (confianza), coverage (cobertura), lift y count (ver

figura 180).

Figura 180

Resultados del modelo de reglas @€ asociacion obtenido en Lenguaje R.

set of 13215 rules

rule Tength distribution (Ths + rhsh:isigzes
1 2 3 4 5 6 7 &
2 168 2187 4412 3904 2044 A6 12

Min. 1st Qu. Median Meatt” 3¢d Qu. Max.
1.000 4.000 4,000 4.527 52000 8.000

summary of quality measures:

support confidence caverage Tift
Min. :0.1005 Min. :0.8000 Mg :0.1005 Min. 0
1st Qu.:0.1059 1st Qu. :0.8652 1st(Qu.:0.1166 1st Qu.:1
Median :0.1180 Median :0.9259 Mediahs0.1287 Median :1
Mean :0.1306 Mean :0.9191 Mean 10.1428 Mean 1.
3rd Qu.:0.1381 3rd Qu.:0.9802 3rd Qu.:0.1528 3rdsqu. :1
Max. :0.9008 Max. :1.0000 Max. :1.0000 Max« 4

mining info:
data ntransactions support confidence
datos 746 0.1 0.8

Nota: Elaboracién propia.

.8881
.0849
.1176

3996

.6955
.6548

count

Min. : 75.
1st Qu.: 79.
Median : 88.
Mean 97,
3rd Qu. :103.
Max. 672,

Al ser un gran nimero de reglas de asociacion, se realizé unfiltrado de las

para obtener 20 reglas de asociacion, con la mayor confianza de las 13,215

encontradas por algoritmo en un principio.

reglas

reglas
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De acuerdo con lo anterior, en la figura 181 se presentan las 20 reglas con mayor

confianza ordenadas en forma decreciente, obtenidas después de la filtracion de las

reglas de asociaeion total (ver figura 181).

Figura 181
Resultados de las reglas‘de asociacion con Lenguaje R.
Ths rhs support confidence coverage T1ift count

[1] {Iteml=Nunca,litem7=Siempre} => {Item6=Siempre} 0.1058081 1 0.1058081 1.172956 79
[2] {item8=Nunca,Iiteml3=Siempre} => {ClaseEstudiante=Autorregulador} 0.1166220 1 0.1166220 1.110119 87
[3] {Item7=Siempre,Item8=Nunca} => {ClaseEstudiante=Autorregulador} 0.1193029 1 0.1193029 1.110119 89
[4] {Item8=Nunca,Iiteml4=Siempre} =>0{ClaseEstudiante=Autorregulador} 0.1179625 1 0.1179625 1.110119 88
[5] {Item8=Nunca,litemlO=Siempre} => {ClaseEstudiante=Autorregulador} 0.1072386 1 0.1072386 1.110119 80
[6] {ftem8=Nunca,iteml2=Siempre} == {Item6=Siempre} 0.1139410 1 0.1139410 1.172956 85
[7] {item8=Nunca,Iiteml2=Siempre} => {ClaseEstudiante=Autorregulador} 0.1139410 1 0.1139410 1.110119 85
[8] {Itemb=Siempre,Item8=Nunca}l =>¢{ClaseEstudiante=Autorregulador} 0.1729223 1 0.1720223 1.110119 129
[9] {ItemlO=Siempre,Iteml7=Nunca} == 4€laseEstudiante=Autorregulador} 0.1058981 1 0.1058981 1.110119 79
[10] {Ifteml2=Siempre,iteml7=Nunca} =>{ClaseEstudiante=Autorregulador} 0.1085791 1 0.1085701 1.110119 81
[11] {item6=Siempre,Iteml7=Nunca} => {ClaseBstudiante=Autorregulador} 0.1595174 1 0.1595174 1.110119 119
[12] {DivisidnAcadémica=DACB,Item21=Nunca} => {CldseEstudiante=Autorregulador} 0.1045576 1 0.1045576 1.110119 78
[13] {item7=Siempre,Iteml5=Nunca} => {Itemb6=Siempre} 0.1206434 1 0.1206434 1.172956 90
[14] {Item5=Siempre,Item9=Nunca} => {ClaseEstudiante=Autorregulador} 0.1018767 1 0.1018767 1.110119 76
[15] {Item9=Nunca,Iiteml3=Siempre} => {ClaseEstudiante=Autorregulador} 0.1246649 1 0.1246649 1.110119 93
[16] {Item7=Siempre,Item9=Nunca} => {ClaseEsgudiante=Autorregulador} 0.1246649 1 0.1246649 1.110119 93
[17] {Item9=Nunca,Iiteml4=Siempre} => {ClaseEstudiante=Autorregulador} 0.1260054 1 0.1260054 1.110119 94
[18] {Item9=Nunca,litemlO=Siempre} => 4ClaseEstudiante=Autorregulador} 0.1206434 1 0.1206434 1.110119 90
[19] {item9=Nunca,Iiteml2=Siempre} &> fClaseEstudiante=Autorregulador} 0.1286863 1 0.1286863 1.110119 96
[20] {Itemb6=Siempre,Item9=Nunca}l =>/{ClaséEstudiante=Audtorregulador} 0.1836461 1 0.1836461 1.110119 137

Nota: Elaboracion propia.

A continuacion, se describen los patranes¢de_conducta visualizados en la figura
anterior:

1. Cuando el item 1 sea nunca y el item 7 es siempre, entonces el item 6 sera
siempre.

2. Sielitem 8 sea nunca y el item 13 siempre, entonces_la clase del estudiante
sera autorregulador.

3. Cuando el item 7 sea siempre y el item 8 nunca, entoneces la clase del
estudiante sera autorregulador.

4. Si el item 8 es nunca y el item 14 siempre, entonces la clase del. estudiante

sera autorregulador.

263



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

5.

10.

11.

12.

13.

14.

Si el item 8 es nunca y el item 10 siempre, entonces la clase del estudiante
seré&-autorregulador.

Cuando el item 8 es nunca y el item 12 siempre, entonces el item 6 sera
siempre

Si el item 8 eS\nunca y el item 12 siempre, entonces la clase del estudiante
sera autorregulador.

Cuando el item 6 seassiempre y el item 8 nunca, entonces la clase del
estudiante sera autorregulador.

Cuando el item 10 sea siempre y el item 17 nunca, entonces la clase del
estudiante sera autorregulador.

Cuando el item 12 sea Siempre y{el.item 17 nunca, entonces la clase del
estudiante sera autorreguladors

Si el item 6 es siempre y el item”17 nuncas’entonces la clase del estudiante
sera autorregulador.

Si la Divisiobn Académica es DACB vy el item 21 hunca, entonces la clase del
estudiante sera autorregulador.

Cuando el item 7 sea siempre y el item 15 nunca, entences, el item 6 sera
siempre

Cuando el item 5 sea siempre y el item 9 nunca, entonces| la clase del

estudiante sera autorregulador.
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15.

16.

17.

18.

19.

20.

Si el item 9 sea nunca y el item 13 sea siempre, el estudiante sera
auterregulador.

Cuando el item 7 sea siempre y el item 9 nunca, la clase del estudiante sera
autorregulador.

Si el item 9"sea nunca y el item 14 sea siempre, el estudiante seri
autorregulador.

Si el item 9 sea nunca y el item 10 sea siempre, el estudiante sera
autorregulador.

Cuando el item 9 sea nunca y el item 12 sea siempre, entonces el estudiante
sera autorregulador.

Cuando el item 6 sea siempre y eldtem 9 nunca, la clase del estudiante sera

autorregulador.

A partir de los resultados de las reglas(de) asociaeion, se identificaron una serie de

variables relevantes para la creacion de las reglas de“asociacion y con ellos poder

identificar patrones y asociaciones entre los datos del datagset; estas variables son las

siguientes:

item 1. Cuando tengo que hacer una tarea la dejo para elUltimo minuto.

item 5. Cuando tengo problemas para entender algo, inmediatamente trato de
buscar ayuda.

item 6. Asisto a clase.

item 7. Trato de completar el trabajo asignado lo mas pronto posible.
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e Jtem 8. Postergo los trabajos de los cursos que no me gustan.

e [tem9. Postergo las lecturas de los cursos que me disgustan.

e [tem 10. Intento mejorar mis habitos de estudio.

e [tem 12. Trate,de motivarme para mantener mi ritmo de estudio.

e [tem 13. Trato.de terminar mis trabajos importantes con tiempo de sobra.

e [tem 14. Me tomo ‘el tiempo de revisar mis tareas antes de entregarlas.

e [tem 15. Dejo para mafidna lo que puedo hacer hoy.

e Item 17. Mientras desarrello*mis actividades del curso en linea me conecto a

otras paginas que son de miagrado.

e [tem 21. He dejado de hacer taréas,de mi curso por distraerme con el internet.
4.2.3.2 Microsoft Azure Machine Learning

Los resultados obtenidos de reglas de, asociacion se realizaron con los mismos
parametros de soporte y confianza, asi coma.a obtencién,de 20 reglas ordenadas por la
métrica o parametro de confianza, ademas se realizé la transformacion de los datos a
valores categoricos, esto se realizé Unicamente con esta herramienta.

En la figura 182 se visualizan las primeras ocho reglas de asociacion de las 20 reglas
obtenidas como resultado de la implementacion del algoritmo A priori, dende el minimo
de soporte es 0.1 y confianza del 0.8; de igual forma se muestran los resultados de los
parametros de support (soporte), confidence (confianza) y lift de cada una‘de las reglas

(ver figura 182).
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Resultadosdel modelo de reglas de asociacion obtenido en Microsoft Azure Machine

Figura 182
Learning.
ows coNaTNS
20 6
id
i
2
3
4
5
6
8

ihs

i
{ltem8=1.0, h8p/ltem9=

[1.0,1.8), tep¥13=[4.2,5.0]}
{ltem7=[4.2,5,0] lfem8=
[1.0,1.8),Item=T[1401.8)}

{ltem8=[1.0,1.8)Mecpt9 =

[1.0,1.8),Item14=[4. 275,01}
{ltem6=[4.2,5.0], lterm@=
[1.0,1.8),Item9=[1.0,1.8)}

{ltem6=[4.2,5.0],ltem8=
[1.0,1.8),Item16=[1.0,1.8)}
{ltem6=[4.2,5.0], lte 8=
[1.0,1.8),Item13=§&"245.0]}
{ltemb=[4.2,5.0],ItemMgs
[1.0,1.8),Item19=[1.0,T.8)¥
{ltem7=[4.2,5.0],Item8&=
[1.0,1.8),Item21=[1.0,1.8)}

Nota: Elaboracion propia.
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REGULADQR}
{ClaseEstudiante=AUTOR
REGULADOR}
{ClaseEstudiante=AUTOR
REGULADOR}
{ClaseEstudiante=AUTOR
REGULADOR}
iClaseEstudiante=AUTOR
REGLULAD® R}
{ClaseEsiudiante=AUTOR
REGULAD@R}
{ClaseEstudignte=AUTOR
REGULADOR¥

support

0.104558

0.101877

0.103217

0.144772

0.115282

confidence

1

lift

Aunado a la figura anterior, en la tabla(17)se muestran las 20 reglas de asociacion
obtenidas en esta herramienta (ver tabla 17); de igual*manera en el apéndice A, se
encuentra el catalogo de las descripciones de las variables, y valores de los datos,
también el significado de los valores categoricos, por ejemplo,‘el_dato 1.0,1.8 significa
nunca en la escala de Likert y el dato 4.2,5.0 es siempre en la escala de Likert.

Tabla 17
Reglas de asociacion obtenidas en Microsoft Azure Machine Learning.

ID lhr rhs Support Confidence Lift
{Item8= [1.0,1.8), Item9= . _
_ {ClaseEstudiante=
1 E‘,gégi} ltem13= AUTORREGULADOR} 0.104558 1 1110119
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ID Ihr rhs Support  Confidence Lift
{ltem7="[4.2,5.0], Item8= {ClaseEstudiante=
2 [1.0,1.8)Jtem9=[1.0,1.8)} AUTORREGULADOR} CO-101877 1 1.110119
{Item8= [1.0,1.8), Item9= {cl . _
_ aseEstudiante=
3 %411(2);?)%} ltem14= AUTORREGULADOR} 0.103217 1 1.110119
{Item6= [4.2,5:0],#ltem8= {ClaseEstudiante=
4 [1.0,1.8), Item9="T170;1.8)} AUTORREGULADOR} 0144772 1 1.110119
{ltem6=[4.2,5.0],Item8= (l . a
_ aseEstudiante=
5 [1.0,1.8), ltemd6= AUTORREGULADOR} 0.115282 1 1.110119
[1.0,1.8)}
{ltem6= [4.2,5.0], Item8= { . _
_  {ClaseEstudiante=
6 [1.0,1.8), ltem13= AUTORREGULADOR} 0.115282 1 1.110119
[4.2,5.0]}
{ltem6= [4.2,5.0], Item8= { . _
_ {ClaseEstudiante=
7 [1.0,1.8), Item19= AUTORREGULADOR} 0.120643 1 1.110119
[1.0,1.8)}
{ltem7= [4.2,5.0], Item8= { . _
_ {ClaseEstudiante=
8 Hgig;} ltem21= AUTORREGULADOR} 0.101877 1 1.110119
{ltem6= [4.2,5.0], Item7= {ClaseEstudiante=
9 [4.2,5.0], ltem8=[1.0,1.8)} AUTORREGUIAPOR} 0117962 1 1110119
{Item6= [4.2,5.0], Item8= { . P
_ {ClaseEstudiante=
10 [1.0,1.8), ltem18= AUTORREGULADOR} 0.117962 1 1.110119
[1.0,1.8)}
{ltem8= [1.0,1.8), ltem14= «l N,
_ aseEstudiante=
11 [4.2,5.0], ltem21= AUTORREGULADOR} 0.101877 1 1.110119
[1.0,1.8)}
{ltem6= [4.2,5.0], Item8= {cl : _
_ aseEstudiante=
12 [1.0,1.8), Item14= AUTORREGULADOR} 0.115282 1 1.110119
[4.2,5.0]}
{Item6= [4.2,5.0], Item8= { . _
_ {ClaseEstudiante=
13 [1.0,1.8), Item10= AUTORREGULADOR} 0.105898 1 1.110119
[4.2,5.0]}
{Item6= [4.2,5.0], Item8= { . _
_ {ClaseEstudiante=
14 [1.0,1.8), ltem12= AUTORREGULADORY} 0.113941 1 1.110119
[4.2,5.0]}
{Item6= [4.2,5.0], Item8= { . _
_ {ClaseEstudiante=
15 [1.0,1.8), ltem20= AUTORREGULADORY} 0.135389 1 1.110119
[1.0,1.8)}
{Item6= [4.2,5.0], Item8= {l . _
_ aseEstudiante=
16 Hgig;} ltem21= AUTORREGULADORY} 0.13941 1 1.110119
{Genero=[1.5,2.0], tem6={ClaseEstudiante=
17 14.2,5.0], Item8=[1.0,1.8)} AUTORREGULADOR} 0120643 1 1008

268



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

ID / Ihr _ rhs Support Confidence Lift

o (5ae " Ihis o oo
o o P (G onon 1 o
o zsn TR et o 1 s

Nota: Elaboracion propia.

A continuacion, se describenJdos patrones de conducta, encontrados por el algoritmo,

de acuerdo con la tabla anterior:

1.

Cuando el item 8 sea nunca,el item 9 nunca y el item 13 siempre, entonces la
clase del estudiante ser&autorregulador.

Si el item 7 es siempre, el item 8 nunea y el item 9 es nunca, entonces la clase
del estudiante ser& autorreguladar.

Cuando el item 8 sea nunca, elitem 9 nuncay el item 14 siempre, entonces la
clase del estudiante seré autorregulador.

Cuando el item 6 sea siempre, el item 8 nunca y eLitem 9 sea nunca, entonces
la clase del estudiante sera autorregulador.

Si el item 6 es siempre, el item 8 nunca y el item 16 sea hunca, entonces la
clase del estudiante sera autorregulador.

Cuando el item 6 sea siempre, el item 8 nunca y el item 13 sea siempre,
entonces la clase del estudiante sera autorregulador.

Si el item 6 sea siempre, el item 8 nunca y el item 19 sea nunca, entonces el

estudiante sera de clase autorregulador.
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8.

10.

11.

12.

13.

14.

15.

16.

17.

Ademas, si el item 7 siempre, el item 8 nuncay el item 21 sea nunca, entonces
el estudiante es autorregulador.

Cuando el item 6 es siempre, el item 7 es siempre y el item 9 sea nunca,
entonces |a clase del estudiante sera autorregulador.

De igual forma;\si el item 6 es siempre, el item 8 nunca y el item 18 sea nunca,
la clase del estudiante sera autorregulador.

Cuando el item 8 seasnunca, el item 14 siempre y el item 21 nunca, el
estudiante sera autorregulador.

Cuando el item 6 es siempre, ‘ehitem 8 nunca y el item 14 es siempre, la clase
del estudiante sera autorreguladof-

Si el item 6 es siempre, €l\iftem 8 nunca y el item 10 es siempre, la clase del
estudiante sera autorreguladors

Si el item 6 es siempre, el item 8’ nunca y el item 12 es siempre, entonces la
clase del estudiante seré autorregulador.

Cuando el item 6 es siempre, el item 8 nunca y €lqtem 20 nunca, la clase del
estudiante sera autorregulador.

Cuando el item 6 es siempre, el item 8 nunca y el item 21" nunca, entonces la
clase del estudiante sera autorregulador.

Si la variable género es hombres, el item 6 es siempre y el item 8 nunca, la

clase del estudiante sera autorregulador.
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18. Cuando el item 6 es siempre, el item 17 nunca y el item 19 es nuca, la clase
del-estudiante serd autorregulador.

19. Siel item'6 es siempre, el item 17 nunca y el item 18 nuca, entonces la clase
del estudiante, sera autorregulador.

20. Cuando el item6 es siempre, el item 12 siempre y el item 17 sea nuca, la clase
del estudiante ser& autorregulador.

A partir de los resultados de las reglas de asociacion anteriores descritas, se
identificaron una serie de variables relevantes para la creacion de las reglas de asociacion
y con ellos se identificaron patrones 'y asociaciones entre los datos del dataset; estas
variables son las siguientes:

e [tem 6. Asisto a clase.

e [tem 7. Trato de completar el trabajo asignado lo méas pronto posible.

e [tem 8. Postergo los trabajos de 10s tursos.que no me gustan.

e item 9. Postergo las lecturas de los cursos que’me_disgustan.

e [tem 10. Intento mejorar mis habitos de estudio.

e item 12. Trato de motivarme para mantener mi ritmo de_estudio.

e [tem 13. Trato de terminar mis trabajos importantes con tiempo,de sobra.

e [tem 14. Me tomo el tiempo de revisar mis tareas antes de entregarlas.

e item 16. Disfruto la mezcla de desafio con emocion de esperar hasta.el tltimo

minuto para completar una tarea.
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e _tem 17. Mientras desarrollo mis actividades del curso en linea me conecto a
otras’paginas que son de mi agrado.
e [tem 18. Elimpulso por revisar mis redes sociales mientras estoy revisando mi
curso en linea es incontrolable.
e [tem 19. Inviérto' mas tiempo en revisar diversos sitios mientras estoy en la
plataforma del curso que en desarrollar otras actividades.
e [tem 20. Me siento nervioso y hasta desesperado si no puedo navegar
e Item 21. He dejado de hagéntareas de mi curso por distraerme con el internet.
4.2.3.3 Weka
Las reglas de asociacion obtenidas en fa€jecucion del algoritmo A priori fueron 20 las
que consideré mas relevantes, las ‘cuales el algoritmo las considera como las mejores
reglas encontradas, éstas tienen un soperte minimo.del 0.1 y confianza del 0.8, ademas
las reglas estan ordenadas de acuerdo con‘el pardmetro-de confianza.
Aunado a lo anterior, el algoritmo A priori generd un conjunto de elementos, los cuales
indican el tamafio de las reglas, a partir del nUmero de variableés que la constituyen; esto
se presenta en la figura 183, donde se visualiza el tamafio de las.reglas encontradas, asi

como los parametros utilizados para la generacion de éstas (ver figura 138).
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Figura 183
Modelo de reglas de asociacion obtenido en Weka.

Minimum support: 0.1 (75 instances)
Minimum metric <confidence>: 0.8

Number of cycles performed: 18

Generated sets of large itemsets:

Size of set of large itemsets L(l): 85
#8127 of set of large itemsets L(Z2): 1208
Size ofPset of large itemsests L(3): 2862
Size gf gt of large itemssts L(4): 28195
Size of ®8t of large itemsets L(5): 1545
Size of set pf\large itemsets L(E): 5534

Size of set of Warge itemsets L(7): 98

Size ofls@®L of large\itemsets L(8): 2

Nota: Elaboracion propia.

De acuerdo, a la figura anterior, se aprecia el tamafio de las reglas segun el nUmero
de variables que la conforman, donde el*numero de reglas de asociacion identificadas
conformadas por una variable es 89 reglas, 1,208 reglas‘Cenformadas por dos variables,
2,862 reglas conformadas por tres variables, asi como el numero de reglas conformadas
con cuatro variables es de 2,819; 1,549 reglas con cincosvariables, las reglas
conformadas por seis variables es 554; 98 reglas con siete variables y dos variables
conformadas por ocho variables.

La figura 184 muestra las 20 reglas de asociacién obtenidas con el algoritmo A priori

en la herramienta Weka, donde se observan los valores y parametros de ‘eonfidence
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(confianza)y lift, leverage y conviction (conviccidn) resultantes de cada una de las 20
reglas identifieadas con mayor relevancia (ver figura 184).

Figura 184
Resultados de lasreglas de asociacién obtenidas con Weka.

1. fteml=Casi nunca ftemlé=Nunca 75 ==>/ClassEstudiante=Autorregulador 75 <conf: (1)> lift:(1l.11) lev:(0.01) [7] conv:(7.44)

2. ftem7=siempre ftemlB8=Casi nunca 75(==> CléscEstudiante=Autorregulader 75 <conf: (1) lift:(1.11) lew:(0.01) [7] conw:(7.44)

3. ftem8=Casi nunca ItemlS=Nunca 75 ==> @laseBstudiante=Rutorregulador 75 <conf: (1)> lift:(1.11) lev: (0.01) [7] conv:(7.44)

4. iteml2=siempre Iteml7=a veces 75 ==> Cl&SBEstudiante=Autorregulador 75 <conf: (1)> lift:(1.11) lev: (0.01) [7] conv:(7.44)

5. CicloEscolar=Febrero—Agosto 2015 ftem7-Siempre ftem21=Nunca 75 ==> ClaseEstudiante=Autorregulador 75 <conf: (1) lift:(1.11) lew:(0.01) [7] conv:(7.44)
6. PromedioBachillerato=Menos de 9 y mas de @ Lgem7=Siempre Iteml4=Siempre 75 ==> Itemé=Siempre 75 <conf: (1)> lift:(1.17) lev:(0.01) [11] conv:(11.08)

7. PromedicBachillerato=Entre 9 y 10 ftemlO=sikmpre ZfemlfS=Nunca 75 ==» ClaseEstudiante=Autorregulador 75 <conf: (1)> lift:(1.11) lev: (0.01) [7] conv:(7.44)
8. ftem2=siempre ftem5=Siempre Tteml8=Nunca 75 ==8/ClaseEstudiants=Autorresgulador 75 <conf:(1)> 1lift:(1.11) lew: (0.01) [7] conwv: (7.44)

9. ftem2=Siempre fteml€=Nunca Iteml8=Nunca 75 ==> ClaseEstddiante=Autorregulador 75 <conf:(1)> lift:(1.11) lew:(0.01) [7] conv:(7.44)

10. Item2=siempre Itemlé=Nunca Item20=Nunca 75 ==> ClaseEsfudiante=Autorregulador 75 <conf:(l)> lift:(1.11) lew:(0.01) [7] conv:(7.44)

11. ftemé=Siempre ftem7=Siempre fteml7=Casi nunca 75 ==% ClascEstudiante=Autorregulador 75 <econf: (1)> 1lift:(1.11) lev:(0.01) [7] conv:(7.44)

12. Itemé=Siempre ItemB8=Casi nunca ItemlO=Siempre 75 ==# ClassEstudiante=Autorregulador 75 <conf: (1)> lift:(1.11) lev:(0.01) [7] conv:(7.44)

13. Item9=Nunca Iteml4=Siempre Iteml9=Nunca 75 ==> Itemé=siefipre 75 <conf: (1)> lift:(1.17) lev:(0.01) [11l] conw:(1l.06)

14. ftemé=siempre ftem9=Casi nunca Ifteml5=Casi nunea 75 ==> ClascBstidiante=Autorrsgulador 75 <conf:(1})> lift:(1.11) lev: (0.01) [7] conwv:(7.44)

15. Itemé=Siempre ItemlO=Siempre Itemlé=Casi nunca 75 ==> ClascEs#udiante=Autorregulador 75 <conf: (1)> lift:(1.11) lev:(0.01) [7] conv:(7.44)

16. ftemé=siempre ftemll=Casi siempre ftemlé=Nunca 75 ==» ClasgEstudflante=Autorregulador 75 <conf: (1)> lift:(1.11) lew:(0.01) [7] conv:(7.44)

17. ftemé=siempre fteml2=Siempre fteml7=Nunca 75 ==> ClascEstudidBte=A@torregulador 75 <conf: (1)> lift:(1.11) lev:(0.01) [7] conv:(7.44)

18. Itemé=Siempre Iteml7=A veces Item20=Nunca 75 ==> ClaseEstudiante=&@%®erregulador 75 <conf: (1)> lift:(1.11) lev: (0.01) [7] conv: (7.44)

15. ftem7=siempre ftem9=Nunca ftem20=Nunca 75 ==>» ClascEstudiante=A@torregulador 75 <conf: (1)> lift:(1.11) lew:(0.01) [7] conv:(7.44)

20. Item@=Casi nunca Item%=Casi nunca Iftem20=Nunca 75 ==> ClaseEstudiante=AGtorregulader 75 <conf: (1)> lift:(1l.11) lew: (0.01) [7] conv:(7.44)

Nota: Elaboracion propia.

Como se aprecia en la figura anterior, las reglas de asociacién no se visualizan
claramente, asi como la estructura de_estas, pordo cual, se realizé la tabla 18 para su
mejor apreciacion con las 20 reglas obtenidas de la-figura 184 (ver tabla 18).

Tabla 18
Reglas de asociacién obtenidas en Weka.

Ocurrencia
ID lhr rhs de laregla
(instancias)

Lift

Confidence
Leverage
Conviction

item1=Casi nunca ClaseEstudiante=
item16=Nunca Autorregulador
item7=Siempre ClaseEstudiante=
item18=Casi nunca Autorregulador
item8=Casi nunca ClaseEstudiante=
item19=Nunca Autorregulador
item12=Siempre ClaseEstudiante=
item17=A veces Autorregulador

=

75 instancias 1.1 001 7.44
75instancias 1 1.11 ©.01 7.44
75instancias 1 1.11 0.00\.7.44

75instancias 1 1.11 0.01 “744
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S &) S
Ocurrencia  § =X b
ID LAt rhs delaregla 2 Lift o 'S
(instancias) E.) S
&) @)
5  CicloEscolar= ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
Febrero-Agosto2019 Autorregulador
item7=Siempre
item21=Nunca
6  PromedioBachilleratoss"“\jtem6=Siempre 75instancias 1 1.17 0.01 11.06
Menos de 9y mas de 8
item7=Siempre
item14=Siempre
7  PromedioBachillerato= ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
Entre 9y 10 Autorregulador
item10=Siempre
item18=Nunca
8 item2=Siempre ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
item5=Siempre Autorregulador
item18=Nunca
9  item2=Siempre ClaseEstudiante= , 75instancias 1 1.11 0.01 7.44
item16=Nunca Autorregulador
item18=Nunca
10 item2=Siempre ClaseEstudiante= “757nstancias 1 1.11 0.01 7.44
item16=Nunca Autorregulader
item20=Nunca
11 item6=Siempre ClaseEstudiante=¢ 75instancias 1 1.11 0.01 7.44
item7=Siempre Autorregulador
item17=Casi nunca
12 item6=Siempre ClaseEstudiante=  75instancias® 1 1.11 0.01 7.44
item8=Casi nunca Autorregulador
item10=Siempre
13 item9=Nunca item6=Siempre 75instancias ¥ 4717 0.01 11.06
item14=Siempre
item19=Nunca
14  item6=Siempre ClaseEstudiante=  75instancias 1 1.11 ~0.01 7.44
item9=Casi nunca Autorregulador
item15=Casi nunca
15 item6=Siempre ClaseEstudiante=  75instancias 1 1.11 "00Y% 7.44
item10=Siempre Autorregulador
item16=Casi nunca
16 item6=Siempre ClaseEstudiante=  75instancias 1 1.11 0.01( 7.44

item11=Casi siempre
Iltem16=Nunca

Autorregulador
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Q c
. © o o
Ocurrencia  § =X b
ID LAt rhs delaregla 2 Lift o 'S
(instancias) E.) S
&) @)
17 item6=Siempre ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
item12=Siempré Autorregulador
item17=Nunca
18 item6=Siempre ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
item17=A veces Autorregulador
item20=Nunca
19 item7=Siempre ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
item9=Nunca Autorregulador
item20=Nunca
20 item8=Casi nunca ClaseEstudiante=  75instancias 1 1.11 0.01 7.44
item9=Casi nunca Autorregulador

item20=Nunca
Nota: Elaboracién propia.

De acuerdo, a lo anterior cada-una de las,reglas ocurre tanto en el antecedente como
en la regla completa en 75 instancias) A continuacion, se describen los patrones de
conducta, encontrados por el algoritmo:

1. Cuando el item 1 sea casi nunca.y el item16 nunca, entonces la clase del
estudiante sera autorregulador.

2. Sielitem 7 es siemprey el item 18 casi nunca, entonees la clase del estudiante
sera autorregulador.

3. Cuando el item 8 casi nunca y el item 19 nunca, la clase del estudiante sera
autorregulador.

4. Cuando el item 12 sea siempre y el item 17 sea a veces, entonces-a-clase del

estudiante sera autorregulador.
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5.

10.

11.

12.

13.

14.

Si la variable ciclo escolar fue el periodo de febrero—agosto 2019, el item 7
siempre y el item 21 nunca, entonces la clase del estudiante sera
autorregulador.

Cuando la*variable promedio del bachillerato fue menos de 9 y més de 8, el
item 7 siemprewyel item 14 siempre, entonces el item 6 sera siempre.

Si la variable promedio del bachillerato fue entre 9 y 10, el item 10 siempre y
el item 18 sea nunca, entonces la clase del estudiante seré autorregulador.
Cuando el item 2 sea siempre, el item 5 siempre y el item 18 sea nunca,
entonces la clase del estudiante, sera autorregulador.

Cuando el item 2 sea’siempre, el-item 16 sea nunca y el item 18 sea nunca,
entonces la clase del estudiante sefa autorregulador.

Cuando el item 2 sea siempre, el item 16 sea nunca y el item 20 nunca,
entonces la clase del estudiante sera autorregulador.

Si el item 6 siempre, el item 7 sea siempresy el item 17 sea casi nunca,
entonces la clase del estudiante sera autorregulader.

Si el item 6 siempre, el item 8 sea casi nunca y el item 10 siempre, entonces
la clase del estudiante sera autorregulador.

Cuando el item 9 sea nunca, el item 14 siempre y el item 19 nunca, entonces
el item 6 sera siempre.

Si el item 6 siempre, el item 9 sea casi nuncay el item 15 casi nunca; entonces

la clase del estudiante sera autorregulador.
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15.

16.

17.

18.

19.

20.

Cuando el item 6 es siempre, el item 10 es siempre y el item 16 sea casi nunca,
la €lase del estudiante ser& autorregulador.

Cuando €l item 6 siempre, el item 11 es casi siempre y el item 16 sea nunca,
la clase del estudiante sera autorregulador.

Cuando el itemm6 siempre, el item 12 siempre y el item 17 sea nunca, entonces
la clase del estudiante sera autorregulador.

Si el item 6 sea siempre, el item 17 a veces y el item 20 sea nunca, la clase
del estudiante sera autorregulador.

De igual forma, si el item 7 sea siempre, el item 9 nuncay el item 20 sea nunca,
la clase del estudiante” serd autarregulador.

Cuando el item 8 sea caSi‘nunca, €l item 9 sea igual casi nunca y el item 20

sea nunca, el estudiante sera attorregulador.

A partir de los resultados de las reglas de aseociacion anteriores descritas, se

identificaron una serie de variables y datos relevantes gue intervienen en las reglas de

asociacion; en el apéndice A, se encuentra el catadlogos~de las descripciones del

significado de las variables y los datos.

En conclusion, la utilizacién de la técnica de reglas de asociacién con el algoritmo A

priori, en las tres herramientas como los son Lenguaje R, Microsoft Azure Machine

Learning y Weka, se obtuvieron reglas diferentes, pero en algunos casos Similares, solo

gue se contemplaban diferentes datos.
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Otro derlos factores identificados fue que la clase de estudiante autorregulador fue
una variable ‘eonstante en las reglas de asociacion, es decir, todos los antecedentes de
las reglas (variables' o items) se asociaban con esta clase, pero en cinco en total, donde

las variables se asoeiaban con la variable item 6, cuando el dato fuera siempre.
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Capitulo 5. Conclusiones, recomendaciones y trabajos futuros
5.1 Conclusiones

En este trabajo se identificaron patrones de conducta relacionados con las variables
de procrastinacion y”autorregulacion académica de estudiantes de licenciatura de la
UJAT, empleando técnicas de mineria de datos; lo cual se pudo lograr empleando las
herramientas, técnicas y algoritmos utilizados para obtener estos patrones de datos.

Lo mas importante para la @eperacion de los resultados obtenidos fue la utilizacién
de la metodologia KDD vy las técnieas de mineria de datos de arboles de decision,
agrupamiento y reglas de asociacion, porque con la metodologia KDD, se siguieron una
serie de pasos, para preparar eldataset y comenzar con la ejecucién de los algoritmos a
los datos y el descubrimiento de nuéva informacion.

Asi mismo, la utilizacién de tres herramientas’para mineria de datos fue de mucha
ayuda, porque en cada una de ellas se descubrié nueya.informacion.

Mediante la aplicacién de los algoritmos de mineria de-datos, utilizados en el presente
trabajo, se pudieron identificar patrones, similitudes y asociaeiones entre los datos que
contiene cada variable del dataset.

De acuerdo con lo anterior, con la técnica de arbol de decision, se detectaron una
serie de variables o items que intervienen para la clasificacion de si un-estudiante es
procrastinador o autorregulador bajo la perspectiva académica, asi como’el porcentaje
de instancias clasificadas correctamente, de acuerdo con la clase del estudiante)antes

de la implementacion de mineria de datos.
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Por lo anterior se detectd que 16 variables, estan relacionadas con la clasificacion de
procrastinaciony autorregulacion académica; pero también se identificaron seis variables
que no tienen préesencia al momento de clasificar las clases, estas variables son: (3)
Cuando me asignanslecturas las leo la noche anterior, (4) Cuando me asignan lecturas
las reviso el mismo dia de\clase, (11) Invierto el tiempo necesario en estudiar aun cuando
el tema sea aburrido, (14) Me'tomo el tiempo para revisar mis tareas antes de entregarlas,
(16) Disfruto la mezcla de desafio.con emocion de esperar hasta el Gltimo minuto para
completar una tarea y (22) He trabajado en la plataforma con mi celular, por un lado.

De acuerdo con los resultados; \la clasificacion de instancias efectuadas
correctamente es: 92.61% en Lenguaje R y.Weka, y 95.97% con Microsoft Azure Machine
Learning.

Consecutivamente, al implementar‘elsalgoritmo K-means, se obtuvieron dos grupos
los cuales, fueron agrupados por el algafitmo segun_sus similitudes y la distancia
existente al centro de los grupos. A partir de lo anterior«se)obtuvo que tanto instancias
clasificadas como autorreguladores y procrastinadores ~comparten similitudes y
relaciones.

En relacion con la ejecucion de esta técnica en las herramientas'de Microsoft Azure
Machine Learning y Weka, los grupos comparten el mismo numero_-de instancias
agrupadas en los grupos (clusteres) y con la herramienta de Lenguaje’R./sucede lo
contrario, porque los grupos contienen el 49.59% y el 50.40% de instancias;,eS)decir,

cada cluster contiene la misma cantidad de datos.
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Por ultimo,.gracias a la técnica de reglas de asociacion se encontré que el dataset
contiene 13,235reglas asociadas con las 29 variables y 746 instancias o registros que lo
conforman; ademas' la regla de asociacién puede estar conformada por una variable o
hasta ocho variabless

Aunado a lo anterior'se identifico que mayormente, el tamafio de una regla puede
estar compuesta a partir deires variables y hasta cinco variables, y dependiendo el valor
de los parametros considerados, en la busqueda de reglas puede ser el nimero de reglas
del algoritmo A priori extraido del dataset.

Subsecuentemente de lo anteriory Se\comprende también que, al utilizar diversas
herramientas para mineria de datos, los resultados pueden variar, ser similares o cambiar
y a su vez el funcionamiento del algoritmo de tina herramienta a otra herramienta puede
ser diferente; este es el caso de las herramientas utilizadas en esta investigacion, porque
en el caso de las herramientas Weka, solo se econfiguran .o cambiar algunos parametros,
para poder ejecutar el algoritmo.

En el caso de la herramienta Microsoft Azure Machine Learning, sucede algo parecido
como lo descrito anteriormente, pero con esta herramienta se(crea el modelo con los
recursos necesarios para poder implementar las técnicas de minéria,de datos, y la
herramienta de Lenguaje R, ocurre lo contrario, porque con esta herramienta se tiene que
programar el algoritmo a utilizar y a su vez conocer las librerias necesariaS para para la

creacion y programacion del modelo del algoritmo.
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En conelusion, de acuerdo con los resultados presentes, se pudieron identificar los
patrones de conducta, agrupaciones y reglas de asociacion presentes en el dataset, con
relacion a la proerastinacion y autorregulacion académica, y de igual manera al utilizar
tres diferentes técnieas.de mineria de datos, implementadas en tres herramientas para
mineria de datos, los resultados que se obtuvieron fueron mas amplios y en ocasiones
concordaron los resultadosunos con otros.

Asi mismo se pudo obsefvar que algunas instancias clasificadas con la clase
autorregulador, el algoritmo la clasificaba como clase procrastinador y lo mismo sucedia
con la clasificacion de la clase procrastinador, pero en su mayoria las instancias y
patrones de conducta identificadoS demuestran que la mayoria de los estudiantes son
autorreguladores académicamente.

5.2 Recomendaciones

Durante el desarrollo de esta investigacion, sesfueron incorporando practicas o
sugerencias que fueron de mucha ayuda al momento de r€alizar dicha investigacion; por
lo consecuente en este apartado se mencionan buenas practieas o recomendaciones que
seran de ayuda a los usuarios que deseen llevar a cabo una investigacion similar o que
realicen trabajos futuros sobre dicho tema, a continuacion, se describen dichas practicas:

e Analizar la informacion que contiene el dataset a utilizar en la investigacion, es

decir, cdmo se encuentra distribuida la informacion, el niumero de yvariables o
columnas, filas y tablas, de igual forma verificar si existen datos vacios o{nulos y

numero de estos.
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Verificar el tipo de datos de las variables y si es necesario renombrarlas, para no
tener problemas al momento de realizar la lectura en la herramienta a utilizar, ya
sea herramientas de mineria de datos u otras.

Evitar los espacios en el nombre de las variables, si es posible simplificarlo o
renombrarlo con nombre cortos o con nombres que se puedan identificar que datos
contiene la variable.

En el caso de la utilizacién.de la herramienta Lenguaje R, se puede trabajar en la
herramienta de RStudio, que_eS.un entorno mas grafico e integrado para trabajar
con el lenguaje de programacion dé.R.

Identificar las librerias o paquetes a-utilizar e instalar, para la creacion y ejecucion
de los modelos de las técnicas'de mineriasde datos.

El algoritmo A priori de la técnica“de.reglas de asociacion, el tipo de dato de los
datos del dataset deben ser nominal 0 textoy pata poder ser ejecutados en la

herramienta Weka.

5.3 Trabajos futuros

Durante el desarrollo de este trabajo de investigacion han _surgido algunas lineas

futuras de investigacion que quedan abiertas, las cuales se espera que pueda realizarse

en un futuro. Estas lineas de investigacion o trabajos futuros se encuentrai directamente

relacionados con este trabajo de tesis y han surgido durante la realizacién de‘la misma:

Realizar mineria de datos al dataset con otros algoritmos que contengan las técnicas

de arboles de decision, agrupamiento y reglas de asociacion, de igual forma se
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podriansutilizar otras herramientas y técnicas para realizar mineria de datos, para

visualizar‘siexiste alguna variacion en los resultados o se encuentran otros patrones

de conducta deé los estudiantes.

e Replicar este estudio, considerando que la poblacién fueran los estudiantes que

reciben clases presenciales en la UJAT.

e Comparar los resultados’de las investigaciones, con la poblacion de estudio en linea

0 a distancia con la poblacidn de estudio presencial, para identificar las diferencias de

patrones, relacion o similitudes‘que, pueda haber en los resultados con respecto a la

procrastinacion y autorregulacion académica de los estudiantes en las variaciones de

educacion.

e Analizar el dataset para identificar,patrones y relaciones entre procrastinacion y

autorregulacion académica, utilizando. solamente los items que conforman la

estructura final del instrumento validado{ de las autoras Garcia y Silva (2019).

e Deigual forma se puede realizar una comparacion de 10s resultados obtenidos de esta

investigacion donde se utilizaron los registros y datos del"dataset completo, con los

resultados de una investigacion con las variables del cuestionario validado.

e Medir la percepcion de los docentes sobre las variables de precrastinacion y

autorregulacion académica de sus estudiantes.
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Glosario
A
AGPL: Affero General Public License
Al: Inteligencia Artifieial

API: Interfaz de Programacion de Aplicaciones

B

Bl: Business Intelligence

C
CLI: Interfaz de Linea de Comando

CPU: Unidades de Procesamiento Central

D

DM: Data Mining

E
EAIL: Escala de Adiccion a Internet de Lima
EDAOM: Estilos de Aprendizaje y Orientacion Motivacional

EPA: Escala de Procrastinacion Académica
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F

FURPS: Funetionality, Usability, Reliability, Performance y Supportability

G
GPL: General Public License
GPU: Unidades de procesamiento de gréaficoside

GUI: Interfaz Gréafica de Usuario

I
IBM: International Business Machines Corporation
IDE: Entorno de Desarrollo Integrado

IEEA: Inventario de Estrategias de Estudio'y Autorregulacion

K

KDD: Knowledge Discovery in Databases

M
ML: Machine Learning

MLOps: Machine Learning Operations
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OLAP: OnLinesAnalytical Processing

p
PASS: Procrastination Assessment Scale-Students

PCR: Planeacion, Controhy Reflexion

R
RAM: Memoria de Acceso Aleatorio
RBAC: Role Based Access Control

RMDA: Interfaz de Red de Alto‘Rendimiente-@pcionales

S
SIES: Sistema de Informacion de la Educacion Superior

SUAYED: Sistema de Universidad Abierta y Educacion a.Distancia

T
TAN: Tree Augmented Network

TMBQ: Time Management Behavior Questionnaire

U

UCN: Universidad Catolica del Norte de Chile
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UJAT: Universidad Juarez Autonoma de Tabasco
UPNT: Uso Problemético de Nuevas Tecnologias

USD: Dodlar estadounidense

Vv

vCPU: Nucleo de Procesamiéento Virtual
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Apéndice A. Catédlogo y descripcion de las variables y datos del dataset
La tabla 9 muestra la descripcion de las variables que conforman el dataset de la
investigacion, ademaés de la descripcion o representacion de los datos de este.

Tabla 19
Catalogo de las variables“del dataset.

#1 Variable Género

Nombre Género

Definicién Representa el género de los estudiantes

Rango 1-2

Valor Etiquetas Valores categoéricos
1 Hombres 1.0,1.5

2 Mujeres 1.5,2.0

#2 Variable Edad

Nombre Edad

Definicién Representa la edad.de los,estudiantes

Rango 17 -46y 189

Valor Etiquetas Valores categoricos
17 17 afios 17.0,25.20
18 18 afos 17.0,25.20
19 19 afos 17.0,25.20
20 20 afios 17.0,25.20
21 21 afios 1710,25.20
22 22 afios 17:0;25.20
23 23 afios 17.0425.20
24 24 afios 17.0725.20
25 25 afios 17.0,25.20
26 26 afios 25.20,3340
27 27 afios 25.20,33.40
28 28 afios 25.20,33.40
29 29 afios 25.20,33.40
30 30 afios 25.20,33.40
31 31 afios 25.20,33.40
32 32 afios 25.20,33.40
37 37 afios 33.40,41.60
38 38 afios 33.40,41.60
39 39 afios 33.40,41.60
46 46 afos 41.60,49.80
189 189 afios 181.0,189.0
#3 Variable CicloEscolar

Nombre Ciclo escolar

Definicion Representa el ciclo escolar que los estudiantes estan cursando
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Rango
Valor

1-68
Etiquetas
01/02/2019

10mo. semestre
12vo. semestre

2014-2019
2014-2021
2015-2019
2015-2020
2016-
2016-2019
2016-2020
2016-2021
2017-2019
2017-2021
2017-2022
2017-B
2018-2019
2018-2022
2018-2024
2018-B
2019-01
2019-2020
2019-A
2019-B
2019-largo

2do. semestre
3ro. semestre

Valores categoéricos

1.0,1.99
1.99,2.97
2.97,3.96
3.96,4.94
4.94,5.93
5.93,6.91
6.91,7.90
7.90,8.88
8.88,9.87
9.87,10.90
10.90,11.80
11.80,12.80
12.80,13.80
13.80,14.80
14.80,15.80
15.80,16.80
16.80,17.80
17.80,18.70
18.70,19.70
19.70,20.70
20.70,21.70
21.70,22.70
22.70,23.70
23.70,24.60
24:60,25.60
25.60,26.60
26.60427.60
27.60,28:60
28.60,29°60
29.60,30.60
30.60,31.50
31.50,32.50
32.50,33.50
33.50,34.50
34.50,35.50
35.50,36.50
36.50,37.50
37.50,38.40
38.40,39.40
39.40,40.40
40.40,41.40
41.40,42.40
42.40,43.40
43.40,44.40
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45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68

4to. semestre

5to. semestre

6to. semestre

/Mo. semestre

8vo, semestre
9nol"semestre
Agoster2018-Junio 2019
Agoste-Diciembre 2019
Ciclo Febrero-Agosto 2019
Ciclo larg0y2018-2019
Ciclo largo2019
Educacioén suaperior
Enero-Agosto 2019
Enero-Julio 2019
Enero-Junio 2018
Enero-Junio 2019
Febrero-Agosto 2017
Febrero-Agosto 2019
Febrero-Julio 2019
Febrero-Junio 2019
Largo

Licenciatura

Nivel superior
Preparatoria

44.40,45.30
45.30,46.30
46.30,47.30
47.30,48.30
48.30,49.30
49.30,50.30
50.30,51.20
51.20,52.20
52.20,53.20
53.20,54.20
54.20,55.20
55.20,56.20
56.20,57.20
57.20,58.10
58.10,59.10
59.10,60.10
60.10,61.10
61.10,62.10
62.10,63.10
63.10,64.10
64.10,65.0
65.0,66.0
66.0,67.0
67.0,68.0

#4 Variable DivisionAcadémica

Nombre Division Académica

Definicion Representa la division academica al que pertenecen los estudiantes
Rango 1-12

Valor Etiquetas Valores, categoricos

1 DAMC 1.0,1.92

2 DACBIOL 1.92,2.88

3 DACS 2.83,3.75

4 DACB 3.75,4.67

5 DAIA 4.67,5.58

6 DAEA 5.58,6.50

7 DACEA 6.50,7.42

8 DACA 7.42,8.33

9 DAMJIM 8.33,9.25

10 DACSYH 9.25,10.20

11 DACYTI 10.20,11.10

12 DAMR 11.10.,12.0

#5 Variable AsignaturaCursa

Nombre Asignatura que cursa el estudiante

Definicion Representa las asignaturas que los estudiantes estén cursando en linea y

estan agrupadas en cinco grupos
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Rango
Valor

OabhwWwNE

1-5

Etiquetas Valores categoricos
Derechos Humanos, Sociedad y 1.0,1.8

Medio Ambiente 1.8,2.6

Filésofia y Etica profesional 26,34
Comunicacién Oral y Escrita 3.4,4.2

Habilidades del Pensamiento 4.25.0

Tecnologias de la Informacién y la
Comunicacion

#6 Variable PromedioBachillerato

Nombre Promedio @btenido en el bachillerato

Definicion Representa“el promedio obtenido en el bachillerato de los estudiantes al
finalizar sus estudios en este nivel educativo

Rango 1-4

Valor Etiquetas Valores categoricos

1 Entre 9y 10 1.0,1.5

2 Menos de 9 y mas de 8 2.0,2.5

3 Menos de 8 y mas de 7 2.5,3.0

4 Menos de 7 1.52.0

#7 Variable item1

Nombre Cuando tengo que‘hacer unatarea, la dejo para el tltimo minuto.

Definicién item perteneciente dl.euestionariee de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categoéricos

1 Nunca 10,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,42

5 Siempre 4.25.0

#8 Variable item2

Nombre Me preparo con anticipacion para los examenes.

Definicion item perteneciente al cuestionario de EPA de Buskerque miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categdricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.25.0

#9 Variable item3

Nombre Cuando me asignan lecturas las leo la noche anterior.

Definicion item perteneciente al cuestionario de EPA de Busko, que miden el nivel de

procrastinacion.
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Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 Asveces 2.6,34

4 Casi'siempre 3.4,4.2

5 Siempre 4.25.0

#10 Variable item4

Nombre Cuandoe’me asignan lecturas las reviso el mismo dia de clase.

Definicién item perteneciente al cuestionario de EPA de Busko, que miden el nivel de
procrastinaCions

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 425.0

#11 Variable item5

Nombre Cuando tengo problemas para entender algo, inmediatamente trato de buscar
ayuda.

Definicién item perteneciente dl.euestionariee de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categoéricos

1 Nunca 10,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,42

5 Siempre 4.25.0

#12 Variable item6

Nombre Asisto a clase.

Definicion item perteneciente al cuestionario de EPA de Buskerque miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categdricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.25.0

#13 Variable item7

Nombre Trato de completar el trabajo asignado lo mas pronto posible.

Definicion item perteneciente al cuestionario de EPA de Busko, que miden el nivel de

procrastinacion.
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Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 Awveces 2.6,34

4 Casi'siempre 3.4,4.2

5 Siempre 4.25.0

#14 Variable item8

Nombre Postergo les trabajos de los cursos que no me gustan.

Definicién item perteneciente al cuestionario de EPA de Busko, que miden el nivel de
procrastinaCions

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 425.0

#15 Variable item9

Nombre Postergo las lecturas de los cursos que me disgustan.

Definicién item perteneciente’al-euestionario de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categdéricos

1 Nunca 1.0,1.8

2 Casi nunca 1°8,2.6

3 A veces 26,34

4 Casi siempre 3442

5 Siempre 4.2,50

#16 Variable item10

Nombre Intento mejorar mis habitos de estudio.

Definicién item perteneciente al cuestionario de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiguetas Valores categ@ricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.2,5.0

#17 Variable item11

Nombre Invierto el tiempo necesario en estudiar aun cuando el tema sea aburrido.

Definicion item perteneciente al cuestionario de EPA de Busko, que miden el\aivel de
procrastinacion.

Rango 1-5
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Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 Aveces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.25.0

#18 Variable item12

Nombre Trato de‘'motivarme para mantener mi ritmo de estudio.

Definicion item perteneciente al cuestionario de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 4.2,5.0

#19 Variable item13

Nombre Trato de terminar mis trakajos importantes con tiempo de sobra.

Definicion item perteneciente“al cuestionario de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 26,3.4

4 Casi siempre 34,4.2

5 Siempre 4250

#20 Variable item14

Nombre Me tomo el tiempo de revisar mis tareas antes‘déjentregarlas.

Definicion item perteneciente al cuestionario de EPA de<Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categéricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 425.0

#21 Variable item15

Nombre Dejo para mafiana lo que puedo hacer hoy.

Definicion item perteneciente al cuestionario de EPA de Busko, que miden €l nmivel de
procrastinacion.

Rango 1-5

Valor Etiguetas Valores categoricos
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1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.2,5.0

#22 Variable item16

Nombre Disfruto la mezcla de desafio con emocion de esperar hasta el Gltimo minuto
para completar una tarea.

Definicion Item perteneciente al cuestionario de EPA de Busko, que miden el nivel de
procrastinacion.

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 4250

#23 Variable item17

Nombre Mientras desarrollo mis actividades del curso en linea me conecto a otras
paginas que son de/mi agrado (a través de la computadora o mi celular).

Definicién item agregado pata-gonocéer el uso de los estudiantes hacen de internet
durante la realizacibn~de las /actividades del curso en linea, denominado
dentro del grupo de VGM;

Rango 1-5

Valor Etiquetas Valores categoéricos

1 Nunca 10,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,42

5 Siempre 4.25.0

#24 Variable item18

Nombre El impulso por revisar mis redes sociales mientras.estoy revisando el curso en
linea es incontrolable.

Definicion item agregado para conocer el uso de los estudiant€és hacen de internet
durante la realizacion de las actividades del curso én linea, denominado
dentro del grupo de VGM.

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 4.2,5.0

#25 Variable item19
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Nombre Invierto mas tiempo en revisar diversos sitios mientras estoy en la plataforma
del curso que en desarrollar las actividades.

Definicién item agregado para conocer el uso de los estudiantes hacen de internet
durante la realizacion de las actividades del curso en linea, denominado
dentro del grupo de VGM.

Rango 1-5

Valor Etiquetas Valores categoéricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.2,5.0

#26 Variable item20

Nombre Me siento nervi@so.y hasta desesperado si no puedo navegar liboremente en
el Internet mientras-titago mis actividades.

Definicion item agregado para“cenocer el uso de los estudiantes hacen de internet
durante la realizacion de las actividades del curso en linea, denominado
dentro del grupo de VGM.

Rango 1-5

Valor Etiquetas Valores categoéricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 4.2,5.0

#27 Variable item21

Nombre He dejado de hacer tareas de/miycurso per distraerme con el Internet.

Definicién item agregado para conocer“el uso de (los estudiantes hacen de internet
durante la realizacion de las actividades del\curso en linea, denominado
dentro del grupo de VGM.

Rango 1-5

Valor Etiguetas Valores ‘categoricos

1 Nunca 1.0,1.8

2 Casi nunca 1.8,2.6

3 A veces 2.6,3.4

4 Casi siempre 3.4,4.2

5 Siempre 4.25.0

#28 Variable item22

Nombre Trabajo en la plataforma con mi celular, por un lado.

Definicion item agregado para conocer el uso de los estudiantes hacen de internet
durante la realizacion de las actividades del curso en linea, denaeminado
dentro del grupo de VGM.

Rango 1-5

Valor Etiquetas Valores categoricos

1 Nunca 1.0,1.8
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2 Casi nunca 1.8,2.6

3 A veces 2.6,34

4 Casi siempre 3.4,4.2

5 Siempre 425.0

#29 Variable ClaseEstudiante

Nombre ¢ Elestudiante es procrastinador o autorregulador?
Definicién

Rango 1-2

Valor Etiquetas Valores categoricos
1 Procrastinador PROCRASTINADOR
2 Autorregulador. AUTORREGULADOR
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Apéndice/B.«Reglas de asociacion obtenidas en la prueba uno en la herramienta

Microsoft Azure Machine Learning

ID lhs rhs Support | Confidence Lift

1 | {ltem6=[4.2,5.0], {ClaseEstudiante= 0.206434 |1 1.110119
ltem16=[1.0,1.8); AUTORREGULADOR}
ltem21=[1.0,1.8)}

2 | {Item6=1[4.2,5.0], {ClaseEstudiante= 0.203753 |1 1.110119
ltem14=[4.2,5.0], AUTORREGULADOR}
ltem19=[1.0,1.8)}

3 | {ltem6=[4.2,5.0], {ClaseEstudiante= 0.273458 | 1 1.110119
Item18=[1.0,1.8), AUTORREGULADOR}
Iltem19=[1.0,1.8)}

4 | {ltem6=[4.2,5.0], {ClaseEstudiante= 0.206434 |1 1.110119
Item12=1[4.2,5.0], AUTORREGULADOR}
Item19=11.0,1.8)}

5 | {ltem6=[4.2,5.0], {ClaseEstudiante= 0.286863 | 1 1.110119
ltem19=[1.0,1.8), AUTORREGULADOR}
Item20=[1.0,1.8)}

6 | {ltem6=[4.2,5.0], {ClaseEstudiante= 0.298928 |1 1.110119
ltem19=[1.0,1.8), AUTORREGULADOR}
ltem21=[1.0,1.8)}

7 | {Genero=[1.5,2.0], {ClaseEstudiante= 0.238606 |1 1.110119
Item6=[4.2,5.0], AUTORREGULADOR}
ltem19=[1.0,1.8)}

8 | {lteml14=[4.2,5.0], {ClaseEstudiante=z 02138137 |1 1.110119
Item20=[1.0,1.8), AUTORREGULADGR}
ltem21=[1.0,1.8)}

9 | {Genero=[1.5,2.0], {ClaseEstudiante= 0.206434 4 1 1.110119
ltem14= [4.2,5.0], AUTORREGULADOR}
ltem21=[1.0,1.8)}

10 | {ltem6=[4.2,5.0], {ClaseEstudiante= 0.264075 | 1 1.110119
ltem14=[4.2,5.0], AUTORREGULADOR}
ltem21=[1.0,1.8)}

11 | {Iltem6=[4.2,5.0], {ClaseEstudiante= 0.205094 |1 1.110119
ltem12=[4.2,5.0], AUTORREGULADOR}
ltem18=[1.0,1.8)}

12 | {Iltem6=[4.2,5.0], {ClaseEstudiante= 0.301609 |1 1,110119
ltem18=[1.0,1.8), AUTORREGULADOR}
Item20=[1.0,1.8)}

13 | {Item6=[4.2,5.0], {ClaseEstudiante= 0.301609 |1 1.2110119
ltem18=[1.0,1.8), AUTORREGULADOR}
ltem21=[1.0,1.8)}
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ID lhs rhs Support | Confidence Lift

14 | {Item6=[4.2,5.0], {ClaseEstudiante= 0.214477 |1 1.110119
ltem11={34,4.2), AUTORREGULADOR}
ltem21=[1.0,1.8)}

15 | {PromedioBachillerat | {ClaseEstudiante= 0.256032 |1 1.110119
0=[1.0,1.5), Item6= | AUTORREGULADOR}
[4.2,5.0], Item21=
[1.0,1.8)}

16 | {lItem6=[4.2,5.0], {ClaseEstudiante= 0.365952 | 0.99635 1.106068
Item20=[1.0,1.8), AUTORREGULADOR}
ltem21=[1.0,1.8)}

17 | {Genero= [1.5,2.0], {ClaseEstudiante= 0.345845 | 0.996139 1.105833
Item6=[4.2,5.0], AUTFORREGULADOR}
ltem21=[1.0,1.8)}

18 | {Genero=[1.5,2.0], {ClaseEstudiante= 0.316354 | 0.995781 1.105435
Item6=[4.2,5.0], AUTORREGULADOR}
Item20=[1.0,1.8)}

19 | {Iltem18=[1.0,1.8), {ClaseEstudiante= 0.293566 | 0.995455 1.105073
ltem20=[1.0,1.8), AUTORREGULADOR}
Item21=11.0,1.8)}

20 | {Genero=[1.5,2.0], {ClaseEstudiante= 0.285523 | 0.995327 1.104932
ltem20=[1.0,1.8), AUTORREGULADOR}
Item21=[1.0,1.8)}
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Apéndice/C.-Reglas de asociacion obtenidas en la prueba dos en la herramienta

Microsoft Azure Machine Learning

Ihs

rhs

Support

Confidence

Lift

{ltem6=[4.2,5.0],
Iltem18=[1.0,1.8),
Iltem20=[1.0,1.8)}

{ClaseEstudiante=
AUTORREGULADOR}

0.301609

1

1.110119

{Item6= [4.2,5.0],
ltem18= [1.0,1.8),
ltem21= [1.0,1.8)}

{ClaseEstudiante=
AUTORREGULADOR}

0.301609

1.110119

{Item6= [4.2,5.0],
ltem20= [1.0,1.8),
ltem21= [1.0,1.8)}

{ClaseEstudiante=
AUTORREGULADOR}

0.365952

0.99635

1.106068

{Genero=1[1.5,2.0],
Iltem6=[4.2,5.0],
ltem21=[1.0,1.8)}

{ClaseEstudiante=
AUTORREGULADOR}

0.345845

0.996139

1.105833

{Genero=[1.5,2.0],
Item6=[4.2,5.0],
Item20=[1.0,1.8)}

{ClaseEstudiante=
AUTORREGULADOR}

0.316354

0.995781

1.105435

{PromedioBachillerato=
[1.0,1.5),

Item6= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=1 17.0, 25.2)}

0.376676

0.975694

1.028062

{Item1=[2.6,3.4),
Iltem6= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 17.0, 25.2)}

0.821716

0.97561

1.027973

{Item3=[2.6,3.4),
Iltem6= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[17.0, 25.2)}

0.329759

0.964706

1.016484

{Item6=[4.2,5.0],
Item7= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[17.0, 25.2)}

0.357909

07963899

1.015634

10

{ltem6=[4.2,5.0],
Iltem10= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 17.0, 25.2)}

0.347185

0.962825

1.014502

11

{ltem6=[4.2,5.0],
Iteml12= [3.4,4.2),
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 17.0, 25.2)}

0.310992

0.962656

1:014324
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ID

lhs

rhs

Support

Confidence

Lift

12

{ltem2= |3.4,4.2),
ltem6= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 17.0, 25.2)}

0.357909

0.960432

1.01198

13

{ltem6=[4.2,5.0),
ltem14= [442,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[17.0, 25.2)}

0.356568

0.960289

1.01183

14

{PromedioBachillerato=
[2.0,2.5),

Iltem6= [4.2,5.0],
ClaseEstudiante=
AUTORREGULADOR}

{Edad=1[17.0, 25.2)}

0.312332

0.954918

1.006171

15

{ltem6=[4.2,5.0],
ltem13= [3.4,4.2),
ClaseEstudiante=
AUTORREGULADOR}

{Edad=T17.0, 25.2)}

0.329759

0.953488

1.004664

16

{ltem6=[4.2,5.0],
ltem19= [1.0,1.8),
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 170, 25.2)}

0.324397

0.952756

1.003893

17

{ltem6=[4.2,5.0],
Itemll= [3.4,4.2),
ClaseEstudiante=
AUTORREGULADOR}

{Edad=["17.0, 25.2)}

0.347185

0.952206

1.003313

18

{Genero=1[1.5,2.0],
Item6=[4.2,5.0],
Item20=[1.0,1.8)}

{Edad=[ 17.0,2512)}

0.301609

0.949367

1.000322

19

{ltem6=[4.2,5.0],
Iltem20= [1.0,1.8),
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 17.0, 25.2)}

0.424933

0.949102

1.000042

20

{ltem6=[4.2,5.0],
ltem21= [1.0,1.8),
ClaseEstudiante=
AUTORREGULADOR}

{Edad=[ 17.0, 25.2)}

0.461126

0.947658

0.998521
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Anexo A. Ley Federal de Proteccion de Datos Personales en Posesién de los
Particulares: Capitulo | Disposicion Generales
Articulo 1.- L& presente Ley es de orden publico y de observancia general en toda la
Republica y tiene per objeto la proteccidén de los datos personales en posesion de los
particulares, con la finalidad de regular su tratamiento legitimo, controlado e informado, a
efecto de garantizar la privacidad y el derecho a la autodeterminacion informativa de las
personas.

Articulo 2.- Son sujetos reguladospor esta Ley, los particulares sean personas fisicas

o morales de caracter privado que lleven a cabo el tratamiento de datos personales, con
excepcion de:

l. Las sociedades de informacion créditicia en los supuestos de la Ley para
Regular las Sociedades de Informacién)Crediticia y demas disposiciones
aplicables, y

Il. Las personas que lleven a cabo la recoleccion y almacenamiento de datos
personales, que sea para uso exclusivamentegspersonal, y sin fines de
divulgacion o utilizacién comercial.

Articulo 3.- Para los efectos de esta Ley, se entendera por:

l. Aviso de Privacidad: Documento fisico, electronico o en cualquier, otro formato
generado por el responsable que es puesto a disposicion del titular, previo al
tratamiento de sus datos personales, de conformidad con el articulo 15 de la

presente Ley.
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VI.

VII.

Bases de datos: El conjunto ordenado de datos personales referentes a una
pefsona identificada o identificable.

Bloqueo: *La identificacion y conservacion de datos personales una vez
cumplida la finalidad para la cual fueron recabados, con el Unico propésito de
determinar posibles responsabilidades en relacién con su tratamiento, hasta el
plazo de prescripeion legal o contractual de éstas. Durante dicho periodo, los
datos personales no{podran ser objeto de tratamiento y transcurrido éste, se
procedera a su cancelacioneen la base de datos que corresponde.
Consentimiento: Manifestacion de la voluntad del titular de los datos mediante
la cual se efectua el tratamiento de-les mismos.

Datos personales: Cualquier informacién concerniente a una persona fisica
identificada o identificable.

Datos personales sensibles: Aquellos datospersonales que afecten a la esfera
mas intima de su titular, o cuya utilizaciébn«indebida pueda dar origen a
discriminacion o conlleve un riesgo grave para. éste. En particular, se
consideran sensibles aquellos que puedan revelar aspéctos como origen racial
0 étnico, estado de salud presente y futuro, informacion- genética, creencias
religiosas, filosoficas y morales, afiliacion sindical, opiniones politicas,
preferencia sexual.

Dias: Dias habiles.
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VIII.

XI.

XII.

XIlI.

XIV.

XV.

XVI.

Disociacion: El procedimiento mediante el cual los datos personales no pueden
asociarse al titular ni permitir, por su estructura, contenido o grado de
desagregacion, la identificacion del mismo.

Encargade? La persona fisica o juridica que sola o conjuntamente con otras
trate datos personales por cuenta del responsable.

Fuente de acceso’publico: Aquellas bases de datos cuya consulta puede ser
realizada por cualquiér persona, sin mas requisito que, en su caso, el pago de
una contraprestacion, de” coenformidad con lo sefialado por el Reglamento de
esta Ley.

Instituto: Instituto Federal de Accesepa la Informacion y Proteccion de Datos, a
que hace referencia la Ley Federal de Transparencia y Acceso a la Informacién
Publica Gubernamental.

Ley: Ley Federal de Proteccion/de DatossPersonales en Posesion de los
Particulares.

Reglamento: El Reglamento de la Ley Federal~de Proteccion de Datos
Personales en Posesion de los Particulares.

Responsable: Persona fisica 0 moral de caracter privado-que decide sobre el
tratamiento de datos personales.

Secretaria: Secretaria de Economia.

Tercero: La persona fisica 0 moral, nacional o extranjera, distinta delitular o

del responsable de los datos.
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XVII." Titular: La persona fisica a quien corresponden los datos personales.

XVIIIl. Tratamiento: La obtencion, uso, divulgacion o almacenamiento de datos
personales, por cualquier medio. El uso abarca cualquier accion de acceso,
manejo, aprovechamiento, transferencia o disposicion de datos personales.

XIX. TransferenciaiToda comunicacion de datos realizada a persona distinta del
responsable o eneargado del tratamiento.

Articulo 4.- Los principios Y. derechos previstos en esta Ley, tendran como limite en
cuanto a su observancia y ejercicio, la proteccién de la seguridad nacional, el orden, la
seguridad y la salud publicos, asi come los derechos de terceros.

Articulo 5.- A falta de disposicion expresa en esta Ley, se aplicaran de manera
supletoria las disposiciones del Cédigo, Federal de Procedimientos Civiles y de la Ley
Federal de Procedimiento Administrativo.

Para la substanciacion de los procedimientos .de_proteccién de derechos, de
verificacion e imposicion de sanciones se observaran las<disposiciones contenidas en la

Ley Federal de Procedimiento Administrativo.
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Anexo Bs Cuestionario aplicado a los estudiantes para la recoleccion de datos

Cuestionario de autorregulacion académica

Instrucciones: El propdsito del siguiente cuestionario es conocer las caracteristicas

de su autorregulacibon. académica como estudiante. Se preguntardn datos tanto

personales y académicos, su participacion es voluntaria y anénima. Usted decide si

desea contestar, pero no letomard mas de 10 minutos.

*Obligatorio
Género. *
Mujer Hombre

Edad. *

Ciclo escolar. *

Division Académica. *

Educacién y Artes (DAEA)

Ciencias Econdémico Administrativas (DACEA)
Ciencias y Tecnologias de la Informacion (DACyTI)
Ciencias Basicas (DACB)

Ingenieria y Arquitectura (DAIA)

Ciencias de la Salud (DACS)

Multidisciplinaria de Jalpa de Méndez (DAMJM)
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Multidisciplinaria de Comalcalco (DAMC)
Multidisciplinaria de Rios (DAMR)

Ciencias Bioldgieas'(DACBIOL)

Ciencias Sociales y#Humanidades (DACSyH)
Ciencias Agropecuarias’ (DACA)

Asignatura que cursa. *

Promedio obtenido en el bachillerato. *

1. Cuando tengo que hacer unastarea, la.dejo para el ultimo minuto. *

Nunca Casi nunca A veces Casi siempre Siempre

2. Me preparo con anticipaciéon para’los exadmenes. *

Nunca Casi nunca A veces Casi siempre Siempre

3. Cuando me asignan lecturas las leo la noche anteriotr. *

Nunca Casi nunca A veces Casi siempre Siempre

4. Cuando me asignan lecturas las reviso el mismo dia de clase. *

Nunca Casi nunca A veces Casi siempre Siempre

5. Cuando tengo problemas para entender algo, inmediatamente trato de buscar
ayuda. *

Nunca Casi nunca A veces Casi siempre Siempre
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6. Asisto a/clase. *

Nunca €asi nunca A veces Casi siempre Siempre
7. Trato de comgpletar el trabajo asignado lo més pronto posible. *
Nunca Casi nunca A veces Casi siempre Siempre
8. Postergo los trabaja@s.de los cursos que no me gustan. *

Nunca Casi nunca A veces Casi siempre Siempre
9. Postergo las lecturas de las cursos que me disgustan.

Nunca Casi nunca Alveces Casi siempre Siempre
10. Intento mejorar mis habitos de estudio. *

Nunca Casi nunca A'veces Casi siempre Siempre
11. Invierto el tiempo necesario en\estudiar aun cuando el tema sea aburrido. *
Nunca Casi nunca A veces Casi siempre Siempre
12. Trato de motivarme para mantener mi ritmo desestudio. *

Nunca Casi nunca A veces Casi siempre Siempre
13. Trato de terminar mis trabajos importantes con tiempode sobra. *
Nunca Casi nunca A veces Casi siempre Siempre
14. Me tomo el tiempo pararevisar mis tareas antes de entregarlas. *
Nunca Casi nunca A veces Casi siempre Siempre
15. Dejo para mafana lo que puedo hacer hoy. *

Nunca Casi nunca A veces Casi siempre Siempre
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16. Disfruto la mezcla de desafio con emocion de esperar hasta el Gltimo minuto
para completar.una tarea. *

Nunca Casi'nunca A veces Casi siempre Siempre

17. Mientras desarrollo mis actividades del curso en linea, me conecto a otras
paginas que son de miagrado (a través de la computadora o mi celular). *

Nunca Casi nunca A veces Casi siempre Siempre

18. El impulso por revisar mis redes sociales mientras estoy revisando mi curso
en linea es incontrolable. *

Nunca Casi nunca A veees Casi siempre Siempre

19. Invierto més tiempo en revisar diverses)sitios mientras estoy en la plataforma
del curso que en desarrollar otras ‘actividades. *

Nunca Casi nunca A veces Casi siempre Siempre

20. Me siento nervioso y hasta desesperado si ne’puedo navegar libremente en
internet mientras hago mis actividades. *

Nunca Casi nunca A veces Casi siempre Siempre

21. He dejado de hacer tareas de mi curso por distraerme con)el internet. *
Nunca Casi nunca A veces Casi siempre Siempre

22. Trabajo en la plataforma con mi celular, por un lado. *

Nunca Casi nunca A veces Casi siempre Siempre
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Anexo C..€46digo para la creacion del modelo de arbol de decision en Lenguaje R
##LECTURA-DEL DATASET##
procras_autorrel*=read.csv("../Mineria-Tesis/procras_autorrel.csv") #Leer dataset
View(procras_autorrel).#Visualizacion del dataset

summary(procras_autorrel) #Resumen de las variables del dataset

datos <- procras_autorrel #Renombre del dataset

##CARGA DE LIBRERIAS DEL PAQUETE DE ARBOL DE CLASIFICACION C5.0##
install.packages("C50")

library(C50)

##CAMBIO DEL TIPO DE DATO DE CARACTER A FACTOR DE LA COLUMNA
CLASE##

clase <- vector(length = dim(datos)[1])

clase [datos$ClaseEstudiante=="Autorregulador"] <-"AUTORREGULADOR"

clase [datos$ClaseEstudiante=="Procrastinador"] <-'PROCRASTINADOR"
datos$ClaseEstudiante <- factor(clase)

##CREACION DE LOS SETS DE ENTRENAMIENTO Y PRUEBA##

set.seed(125) #Establecer semilla

tamano.total <- nrow(datos) #Devuelve el numero de filas o columnas presentes en
el dataset

tamano.entreno <- round(tamano.total*0.8) #Obtencidén de un vector o subconjunto

del 80% de los datos

330



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

datos.indices <- sample(1l:tamano.total , size=tamano.entreno) #Obtencion de datos de
manera aleatoria

datos.entreno <-«datos[datos.indices,] #Set de entrenamiento

datos.test <- datos[-datoes.indices,] #Set de prueba

##CREACION DEL MODELO DE ARBOL DE DECISION##

modelo <- C5.0(ClaseEstudiante ~ .,data = datos) #Arbol de decisién
summary(modelo) # Informacién_sobre el modelo

plot(modelo) # Grafico

#Para detallar un nodo en particular

plot(modelo, subtree=3) # Ejemplo, muestrazun nodo en particular en este caso el
nodo 3

modelo

##PREDICCION##

prediccion <- predict(modelo,newdata=datos) #ValidaCion de la capacidad de
prediccion del arbol con el set de prueba

res=data.frame (predicciones=prediccion,reales=datos$ClaseEstudiante) #Validacién
de resultados predictivos con reales

##MATRIZ DE CONFUSION##

tabla <- table (prediccion, datos$ClaseEstudiante)

tabla #Visualizacion de la matriz de confusion

##CALCULO DEL PROCENTAJE DE ACIERTOS##
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100 * su@g(tabla)) / sum(tabla) # % correctamente clasificados
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Anexo D¢ Cédigo para la creacion del modelo de agrupamiento en Lenguaje R
##LECCTURADEL DATASET DE PRUEBA##
procras_autorrel*=read.csv("../Mineria-Tesis/procras_autorrel.csv") #Leer dataset
View(procras_autorrel).#Visualizacion del dataset
summary(procras_autorrel) #Resumen de las variables del dataset
datos <- procras_autorrel #Renombre del dataset
##CARGA DE LIBRERIAS PARA/AAGRUPAMIENTO##
library(tidyverse)
library(cluster)
library(factoextra)
library(NbClust)
library(tidyr)
library(ggplot2)

##NORMALIZACION DE LOS DATOS##

datos.scale <- as.data.frame(scale(datos[1:28])) #Normalizardatos para que ninguna
variable tenga mas peso que otra

head(datos.scale) #Visualizar las primeras filas de datos

##CALCULO DE LA MATRIZ DE DISTANCIAS##

m.distancia <- get_dist(datos.scale,method = "euclidean") #EI metodo eutlidean es el

mas utilizado
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fviz_dist(m.distancia, gradient = list(low = "blue", mid = "white", high = "red")) #Grafico de
la matriz de@istancia

##ESTIMACION/DEL NUMERO DE CLUSTER PARA EL MODELO##
fviz_nbclust(datos.seale, kmeans, method = "wss")

fviz_nbclust(datos.scale{’ kmeans, method = "silhouette™)

fviz_nbclust(datos.scale, kmeéans, method = "gap_stat")

##CREACION DEL CLUSTERS##

set.seed(456) #Establecer semilla

agru <- kmeans(datos.scale, centers =-2) #Realizacion del modelo de agrupamiento o
cluster

agru #Informacion del modelo

names(agru) #Nombre de los objetos‘que contiene el modelo

str(agru) #Para obtener més informacién

#Tambien se puede visualizar la informacion del modelo,de la siguiente manera
agru$cluster #Asignacién de observaciones a los cluteres

agru$totss #Inercia total

agru$betweenss #lnercia inter grupos

agru$withinss #lnercia intra grupos

agru$tot.withinss #Inercia intra grupos (total)

##PLOTEAR LOS CLUSTER DEL MODELO##

fviz_cluster(agru, data = datos.scale)

334



Identificacion de patrones de conducta, asociadas con procrastinacion y autorregulacion académica en
estudiantes_de educacion superior, aplicando técnicas de mineria de datos

fviz_cluster(agru, data = datos.scale, ellipse.type = "norm")
##INSPECCIONAR LOS RESULTADOSH##
plot(datos$DivisiohAcadémica, datos$item16, col=agruscluster ,xlab = "grupol”, ylab =
"grupo2”)
aggregate(datos|[,1:28] ,by. = list(agru$cluster),mean)
text(datos$DivisionAcadémica, datos$item16, labels = datos$ClaseEstudiante, pos = 1,
col = agru$cluster,cex = .7)
ggplot(datos, aes(x = datos$DivisiGhAcadémica, y = datos$item16)) + geom_point()
##ASIGNACION DE LOS CLUSTERES AL DATASET##
tabla <- data.frame (datos) %>%
mutate(Cluster = agru$cluster)
#tabla #Visualizacion de la tabla
##MATRIZ DE CONFUSION DE LOS AGRUPAMIENTOS##
cluster=agru$cluster

table(tabla$ClaseEstudiante,cluster)
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Anexo E. C6digo para la creacion del modelo de reglas de asociacion en Lenguaje
R
##LECCTURA DEL'DATASET DE PRUEBA##
procras_autorre = read.csv("../Mineria-Tesis/procras_autorre.csv") #Leer dataset
View(procras_autorre) #Visualizacion del dataset
summary(procras_autorre) #Resumen de las variables del dataset
datos <- procras_autorre #Renombre del dataset
##CARGA DE LIBRERIAS DEL PAQUETE ARULES##
library(arules)
##REGLAS DE ASOCIACION##
reglas <- apriori(data = datos,
parameter = list(support = 0.1,
confidence = 0.8,
target = "rules")) #Especificacién gque se creen reglas
summary(reglas) #Visualizacion de la informacién de modelo
inspect(sort(x = reglas, decreasing = TRUE, by = "confidence")) #Visualizacion de las
todas las reglas de asociacion obtenidas del modelo ordenas por orden
descendente de confianza
filtrado_reglas <- sort(reglas, decreasing = TRUE, by = "confidence")[1:20] #Filtrado de
las 20 reglas de asociacion con mayor confianza

inspect(filtrado_reglas) #Visualizacion de las reglas
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