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Resumen

En este proyecto se realiza un andlisis de la relacion entre el compromiso estudiantil con las
pruebas realizadas a lo largo del semestre y que técnicas de la mineria de datos serian utiles para
unos mejores resultados de dicho andlisis. Se empled la metodologia para el Descubrimiento de
Conocimientos en”Bases de Datos (Knowledge Discovery in Databases - KDD), la cual es un
proceso que no solo ingluye la obtencion de modelos o patrones, sino también la interpretacion de
estos. La poblacion fuetwha.muestra de 25 estudiantes de la materia de programacion de una
universidad del Sureste meXieano Los resultados fueron un modelo de correlaciones entre las
variables resultantes de la prueba UWES creado con el lenguaje de programacion R, de igual
forma un modelo de tres clusters 195 cuales se realizaron con la ayuda del algoritmo K-means con
el software WEKA y por ultimo cOn, este mismo software unas reglas de asociacion con el

algoritmo apriori.

PALABRAS CLAVE: Mineria de.datos, Compromiso estudiantil, Correlaciones, Cluster,

Reglas de asociacion.
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Introduccion

En el desarrollo de este proyecto se adentrard en compromiso estudiantil y las técnicas de la
mineria de datés que ayudan a conocer mejor el rendimiento académico de los estudiantes en
cuanto a la materia de programacion en una universidad del suroeste mexicano. Dicha
investigacion se estructura en 5 capitulos.

Primero se dan a conoget los antecedentes y la problemadtica a solucionar, asi mismo los objetivos
a cumplir, la justificacionyy la metodologia a utilizar para la realizacion de este proyecto.

Después se muestra el marco tedrico el cual consta de marco referencial, conceptual, tecnologico
y legal, los cuales proporcionaran una amplia definiciéon de los conceptos para ayudar a una
mejor comprension de la tematica planteada.

Luego se puede observar al desarrollo.de la metodologia utilizada, la cual es una de las partes
mas importantes de este proyecto ya“que-inicia desde la abstraccion del escenario, como la
limpieza y transformacion de los datos hasta un estadistico descriptivo para conocer mejor los
datos recolectados.

Enseguida se pueden observar las técnicas-de mineria de datos aplicadas, asi como los modelos
resultantes de estas y el andlisis de dichos.modelos para'ina mejor comprension de los resultados.
Y, por ultimo, se presentan las conclusiones”y.trabajos futuros en el cual se le da respuesta a la

pregunta de investigacion, y pauta para nuevos proyectos relacionados con la tematica de este.
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Capitulol. Generalidades

1.1 Antecedentes

Una de las dimensiones mds, importantes en el proceso de ensefianza aprendizaje lo constituye el
rendimiento académico del eStudiante, Artunduaga Murillo (2008) menciona que el rendimiento
académico es un indicador de eficacia y calidad educativa, de tal forma que las manifestaciones
de fracaso como el bajo rendimiento académico, la repitencia y la desercion, expresan
deficiencias en un sistema educativo wniversitario. Por lo cual las causas del fracaso estudiantil
deben buscarse mas allé del estudiante mismo debido a que no es éste el tnico responsable de su

fracaso.

Por lo tanto, debe ser necesario plantear un enfeque preventivo, lo que segiin Fullana (1996),
significa tomar en consideracion que latintervencién.€ducativa debe llevarse a cabo antes de que
se haya alcanzado la situacion de fracaso eseolar. Esto"quiere decir, que disminuir las tasas de
desercion académica y de repitencia, asi como_aumentar el nivel de aprovechamiento en los
estudios, es posible si se hace diagnostico e intervencion{ educativa, desde un enfoque de la

prevencion.

En la actualidad existen un gran indice de desercion y repitencia efi los estudiantes que cursan la
materia de programacion a nivel universitario, y las instituciones no sabes,a que se debe. Cada
uno de los estudiantes cursantes de esta materia en su transcurso van dejando una gran cantidad

de datos que la universidad almacena, en sus sistemas de bases de datos.

Con el surgimiento de nuevas tecnologias, surgieron también mejores técnicas pata el analisis de
grandes cantidades de datos que antes no tenian ningin prop6sito nada mas que set_almacenados,
estas nuevas tecnologias buscan en grandes volimenes de datos informacién impetrtante que
puede ser de mucha utilidad para las instituciones y asi poder buscar una forma de ir reducigndo

este problema en sus estudiantes.



Por consiguiente, para poder realizar el diagndstico fue necesario el andlisis de una gran cantidad
de datos relaeionados con los alumno, los cuales estaban almacenados en las Bases de Datos
institucionales;=eS_aqui donde adquirié una gran importancia la mineria de datos (Data Mining-
DM), ya que es*parte fundamental del Descubrimiento de Conocimientos en Bases de Datos
(Knowledge Discovery’ in Databases - KDD), esto para el descubrimiento de los Patrones o
Modelos de Comportamiiento de los Alumnos para poder evitar la situaciéon de desercion o

fracaso escolar debido a un'bajo rendimiento académico.

1.2 Planteamiento del Problema

1.2.1 Definicion del problema

En una universidad del suroeste mexican0,los estudiantes en el primer afio de su carrera deben
cursar la materia de Programacion, dicha miateria es impartida en aulas con equipo de computo
con conexion a internet con lo cual ‘ellos.pueden-trabajar con las tecnologias mas actualizadas; sin
embargo se entrevisto a varios docentes’de la matefia todos mencionan que al final de sus cursos
cuentan como un gran indice de reprobacion-y es de @hi'de donde surge la inquietud por indagar
las causas que llevan a los alumnos a un bajo#€ndimiento escolar en esta materia. En los ultimos
tiempos se tienen datos aproximados sobre el indice de reprobacion de esta materia el cual es del
30% y un indice de desercion del 9%. Debido a esto los estudiantes se atrasan en su trayectoria

académica lo que conlleva a una baja eficiencia terminal en su carrera.

Aqui es donde cabe destacar que los estudiantes generaron los datos~en el transcurso de su
materia, dichos datos fueron recolectados y almacenados en una base de"datos, y si esta se analiza
se obtienen las analiticas de aprendizaje, y estas son de mucha utilidad enjla buasqueda de

informacion para mejorar el proceso de ensefianza-aprendizaje de los estudiantes.



1.2.2 Delimitacion de la investigacion

1.2.2.1 Alcances

e Se aplicolasmineria de datos, en los datos recolectados de estudiantes de la materia de
programacion i de +nivel superior para descubrir algunos indicadores y elementos

relacionados con'surendimiento académico en esta materia.

e Se desarrollo un inferme con los resultados obtenidos de los modelos para la ayuda a la

toma de decisiones.

1.2.2.2 Limitaciones

e (antidad de datos recolectados..del, grupo de estudio que cursan la materia de

Programacion a nivel superiog

e El tamano de la poblacion y laguracion ‘de” esta, cumplan con los elementos suficientes

para lograr el objetivo de la investigaeion.

1.2.3 Preguntas de investigacion

(Qué técnicas de mineria de datos permitirian ‘conocer l0s” patrones comportamiento de los

estudiantes en la materia de Programacion?

1.3 Objetivos

1.3.1 Objetivo General

Desarrollar un modelo de mineria de datos para conocer la situacion académied de estudiantes

universitarios en la materia de Programacion.



1.3.2 Objetivos especificos

o Identificar las variables de los factores que influyen en el rendimiento académico de los
estudiantes.

e Analizar 14s variables de los factores que influyen en el rendimiento académico de los
estudiantes.

e Analizar las politi€as-de evaluacion que serviran de base para el modelo.

e Desarrollar el modelo.de"los factores que influyen en el rendimiento académico de los
estudiantes.

e Presentar los resultados en formato de tesis.

1.4 Justificacion

El desarrollo de este proyecto estuvo.enfocado en el andlisis de los perfiles de los estudiantes y
los factores que influyen en su desatrollo académico, especificamente en la materia de
programacion. Los estudiantes desde(sw ingres@ asla universidad estan generando grandes
cantidades de datos, desde sus datos personales hasta de-las materias que cursan cada semestre,
por lo que en este proyecto se utilizaron técniCas'de mineria-de datos que permitieron a través de
un modelo conocer los patrones de comportamiento de los gStudiantes. Esto en beneficio de los
estudiantes, ya que esta informacion les servird a las autoridad€s correspondientes en la toma de

decisiones en la implementacion de estrategias ensefanza-aprendizaje.

1.5 Metodologia utilizada

1.5.1 Poblacion de estudio.

El desarrollo de este estudio se llevara a cabo en una universidad del suroeste ‘mexicano en la

materia de Programacion, a un grupo de 25 alumnos que cursan el primer afio de su.carrera.



1.5.2 Instrumentos.

La recoleccién de los datos se llevara a cabo por medio de la utilizacion de un cuestionario el
cual consta de 58¢preguntas de opcion multiple dividido en 3 secciones (Ver anexo A), el cual ya
se encuentra validado'y con un nivel de confiabilidad aceptable, para que la informacion recabada

refleje lo mas fidedignamente la realidad y asi poder obtener una investigacion de calidad.



Capitulo II. Marco teorico

2.1 Marco referencial

Derivado del anélisis dé investigaciones previas similares al estudio que se realizé cabe destacar
que cada una de ellas nos_aportara conocimiento previamente construido por la informacion

tedrica ya existente en su momento.

El mejoramiento de la calidad agadémica a nivel universitario no necesariamente debe estar
enfocado en el mejoramiento del sistéma de ensefianza aprendizaje, sino que debe atender otras

variables ligadas a la calidad académicd, como es el caso que nos mencionan los autores:

Acosta et. al. (2018), en su articulo titulado “Determinacion de perfiles de rendimiento
académico en la UNNE con Minefia’de.Datos-Eduicacional”, en el cual proponen evaluar a los
estudiantes mediante técnicas de mineria,de datos €6n el objetivo de obtener los perfiles de estos
y asi poder determinar patrones que conduzean al €xito o fracaso de los estudiantes en el primer

afio de su carrera universitaria en las materias de"AlgebrasY Matematicas .

Y asi poder detectar de forma temprana a los alumnos que tendran dificultades en sus estudios, en
este andlisis del desempefio académico de los estudiantes no solo se evalud teniendo en cuenta los
resultados de las instancias de evaluaciones previstas por la asignatura, sino que también se
incluyeron otros factores culturales, sociales y/o econdomicos que afectan el rendimiento del

alumno.

Para la recoleccion de esta ultima informacion se apoyaron de una aplicacion web que permitio
contar con una Encuesta On-Line compuesta por preguntas referentes a situaeion familiar e
historial de estudios secundarios, entre otras cuestiones. Dichos datos fueron almacenados en un
Data Werehouse por la necesidad de proporcionar una fuente Unica de datos limpia y“consistente
para propositos de apoyo a la toma de decisiones y la necesidad de hacerlo sin aféctar a los

sistemas operacionales.



De igual ferma en el articulo Andlisis de la Desercion de Estudiantes Universitarios usando
Técnicas dé Mineria de Datos (Miranda y Guzman, 2017), utilizan técnicas de mineria de datos
como redes bayesianas, arboles de decision y redes neuronales, para determinar cuales son y que
importancia tienen las variables que llevan a un estudiante a abandonar sus estudios. El tamafio
de su muestra es de 9,195 estudiantes, la informacion de ellos se encontraba almacenada en la
base de datos institucional yspor ultimo para la aplicacion de las técnicas de la mineria de datos

utilizaron el software libre(Weka.

Como resultados ellos pudieron determinar el clasificador mediante el algoritmo BayesNet en el
software Weka que el abandono engontrado por este clasificador es de un 33,9% vy la retencion de
un 66,1%, estos porcentajes correspenden al resultado de la clasificacion para la variable clase
(abandono y no abandono). Otra dessus clasificaciones mediante el algoritmo de arbol de
decision determino entre sus resultadosw-obtenidos que: para la variable clase (abandono y
retencion), un 21,7% se clasifica como abandonado y un 78,3% como retenido. En tanto que
aquellos estudiantes que hoy tienen bereficios estudiantiles (créditos, becas), en el promedio o
menos que este valor tiene un 89,3% de-probabilidad’de.permanecer en su carrera universitaria y

un 10,7% de abandonar.

Por otro lado, quienes tienen mayores o menoreS beneficios’a la media (extremos) desertan con
una probabilidad de un 28,1% de probabilidad desabandonar-sts: estudios frente a un 71,9% que
no lo haria. Este grupo de estudiantes corresponde al 63,1%+de)los estudiantes analizados y
demuestra que quienes poseen un beneficio econdmico tieneh wna mayor posibilidad de
permanecer y terminar sus carreras. También desarrollaron una r€d)meuronal mediante el
algoritmo Perceptron Multicapa con un error admisible de 0,0001, que’ de acuerdo a la curva
ROC, se puede decir que la clasificacion fue realizada correctamente en un 83%, de los casos y
con una alta exactitud para los casos positivos clasificados con un 73% de preeision y un 88%

para el ratio de casos negativos clasificados de forma exacta.

El estudio Mineria de datos en los Sistemas de gestion de Aprendizaje en laTEducacion

Universitaria (Hidalgo, 2018), describe la mineria de datos educativa aplicada a los sist¢émas de
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gestion delsaprendizaje (LMS) con el objetivo de identificar patrones de comportamiento, esto
servird para laseleccion de recursos y actividades mas adecuadas. El tamafio de su poblacion es de
125 estudiantés*de un curso de B-learning en la plataforma MOODLE, también utilizaron las
herramientas informaticas Excel 2016, Statistic Program for Social Sciences (SPSS) y

Rapidmining 7.5.

También crearon 3 grupos‘mediante la técnica de clustering y con el empleo del algoritmo de k
medias obtuvieron el vector,de desempeio promedio, obteniendo una distancia considerable entre
estos grupos, concluyendo ques€xiste una correlacion entre el nivel de actividad y su rendimiento
académico, como también recopilados perfiles de comportamiento y los compara con su nivel de
actividad, con el objetivo de crear ,gifupos con caracteristicas similares garantizando que los

recursos y actividades se adapten a las nécesidades de los estudiantes.

Barragan y Gonzales, (2017), en su articulos‘Hallazgos sobre la educacion en Bogota con base en
la Encuesta Multipropdsito 2014”¢“utilizaron los~datos de la Encuesta Multiproposito del afio
2014 financiada por la Secretaria Distrital -de Planeacion de la ciudad de Bogotd y desarrollada
por el Departamento Nacional de Estadisticas. Dicha enCuesta fue aplicada a 61, 725 personas. A
estos datos recolectados se le aplico la técnica.de minetia.de datos descriptiva llamada arboles de
decision utilizando el algoritmo de Clasificacién'ly Regresion (C&R) por medio del software
estadistico SPSS version 23, y como resultado obtuvieron que-as dos principales razones para no

estudiar son la falta de dinero y la necesidad de trabajar.

Pérez-Gutiérrez (2019), es su estudio Comparacion de técnicasyde mineria de datos para
identificar indicios de desercion estudiantil, a partir del desempefio académico logro establecer
una comparacion entre las técnicas de mineria de datos utilizadas para.a”identificacion de la
desercion estudiantil, utilizando un registro académico de un periodo de 7.ahos. Las técnicas
comparadas fueron los Arboles de decision, regresion logistica y Naive Bayes, también se utilizo
la herramienta Watson Analytics de IBM para comparar su usabilidad y precision para un usuario
no experto. Al final pudo demostrar que con el uso de algoritmos simples es sufiCiente para

alcanzar niveles ideales de precision y asi ayudar a la disminucion de la desercion estudiantil!



El articilo#Mineria de datos educativos para la prediccion personalizada del rendimiento
académico“(Campo-Avila, et al., 2017) informa cémo predecir el rendimiento académico
alcanzado por‘los_estudiantes en la materia Teoria de Autdmatas y Lenguajes Formales, a partir
de la realizacién'de.eontroles intermedios. Para ello se han aplicado y comparado distintos tipos
de algoritmos de aprendizaje (vecinos mas cercanos, arboles de decision, multiclasificadores).
Todo el proceso de control y.evaluacion de los estudiantes durante el curso se ha llevado a cabo a

través de la herramienta wébi.denominada SIETTE, desarrollada en su departamento.

2.2 Marco conceptual

2.2.1 Mineria de datos

Jiménez y Alvares (2010), definen la minértia de datos o también conocida como Descubrimiento
de Conocimiento en Bases de datos (sus siglas en inglés son “KDD — Knowledge Discovery in
Databases”). Recientemente, se ha’incrementadg ¢l interés en utilizar la mineria de datos en el
estudio educacional, centrdndose en el desarrollo d¢ métodos de descubrimiento que utilicen los
datos de plataformas educacionales y enel-uso de eSos métodos para comprender mejor a los
estudiantes y el entorno en el que aprenden. Liosymétodes’empleados en la mineria de datos en la
educacion suelen diferir de los métodos més generalistas, expletando explicitamente los multiples
niveles de jerarquia presentes en los datos. Métodos psicométricos suelen ser integrados con
métodos de aprendizaje maquina y textos de mineria de datos para lograr los objetivos como el
campo que nos permite descubrir informacion nueva y potencialmente util de grandes cantidades

de datos. Asi como también la clasifican segin su enfoque.

2.2.1.1 Enfoques de la Mineria de datos

Hay una gran variedad de métodos empleados habitualmente en el &mbito de la~€ducacion en la
mineria de datos. Estos métodos estan comprendidos en las siguientes categorigs: Jprediccion,
agrupamiento, mineria de relaciones, inferencia a través de modelos, y destilacion de datos para
la interpretacion por parte de un ser humano. Las tres primeras categorias son universales,para

distintos tipos de mineria de datos (aunque en algunos casos con distintos nombres): [ias
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categorias_euarta y quinta consiguen una particular importancia dentro de la mineria de datos
educacionaless® A continuacion, se presenta la clasificacion de acuerdo con los enfoques

propuestos pofJithénez y Alvares (2010).

1.- Prediceion
En prediccion, el objetive,es desarrollar un modelo que pueda inferir una variable a partir de
alguna combinacion de otrasyvariables incluidas en los datos. La prediccion requiere etiquetas
para la variable de salida para um conjunto de datos limitado, donde una etiqueta suponga una
informacion fiable sobre el valor dela variable de salida en casos especificos. De todas maneras,
en algunos casos es importante’ considerar el grado en el que estas etiquetas puedan ser
aproximadas o inciertas. La prediccion-tiene dos usos clave comprendidos en la mineria de datos
educacionales. En algunos casos, métodes ‘de prediccion pueden ser usados para estudiar qué
caracteristicas de un modelo son importantes-para una prediccion, dando informacién sobre la
construccion subyacente. Este es ufi gnfoque comtth en programas de investigacion que tratan de
predecir resultados educacionales sin predecir antesiormente factores intermedios. En un segundo
tipo de uso, los métodos de prediccion son-utilizados para predecir cudl sera el valor de salida en

contextos donde no es deseable obtener una etiqueta para-€sa construccion.

En general, existen tres tipos de prediccion: clasificacion, regresion y estimacion de densidad. En
clasificacion, el valor predicho es una variable categorica o binaria, Algunos métodos populares
de clasificacion incluyen arboles de decision, regresion logisticas (modelo de regresion para
variables dependientes o de respuestas binomialmente distribuidas) y maquinas de soporte vector.
En regresion, el valor predicho es una variable continua. Algunos métodosqpepulares de regresion
en la mineria de datos educacionales incluyen la regresion lineal, redes neuronales y regresion
sobre maquina de soporte vector. En estimacion de densidad, la variable predicha-es una funcion
de densidad de probabilidad. Estimadores de densidad pueden estar basados en uné-yariedad de
funciones de kernel, incluyendo funciones gaussianas. Para cada tipo de prediccion, dasvariables

de entrada pueden ser categdricas o continuas.
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2.- Agrupamiento
En agrupamiento, el objetivo es encontrar puntos de datos que se agrupen de manera natural,
repartiendo el“comjunto original de datos en un conjunto de ‘clusters’. El agrupamiento es
particularmente util€n casos donde las categorias mas comunes de los datos no son conocidas. Si
un conjunto de clusters es 6ptimo, en cada categoria, cada punto sera mas similar a los puntos
pertenecientes a su cluster gue a puntos pertenecientes a otros grupos. Los clusters pueden ser
creados con distinta granularidad. Los algoritmos de agrupamiento pueden comenzar sin
hipdtesis previas sobre los grupos de datos (como el algoritmo k-means con inicio aleatorio), o
empezar desde una hipdtesis espeeifica, posiblemente generada en estudios previos con un
conjunto de datos distinto. Un algotitme-de agrupamiento puede postular que cada punto debe
pertenecer Unicamente a un cluster (como-en el algoritmo k-means), o puede decidir que algunos
de los puntos pertenezcan a varios o ningun cluster (como en los modelos de mezcla de
gaussianas). La calidad de un conjunto de grupos o clusters suele ser evaluada tomando como
referencia la medida en la cual el conjunto de clusters se ajusta a los datos, relativo a cuanto se
espera que se ajusten Unicamente por ‘casualidad'dado el numero de clusters, usando métricas

estadisticas tales como el criterio de informacién bayesiano:

3.- Mineria de Relaciones

En la mineria de relaciones, el objetivo es descubrir relacioness€ntre variables en un conjunto de
datos con un gran nimero de variables. Una forma de realizar esto es localizando las variables
mas fuertemente relacionadas con una unica variable de interés, o también mediante el
descubrimiento de las relaciones mas fuertes entre dos variables. De_mianera general, existen
cuatro tipos de mineria de relaciones: mineria de reglas de asociacion, ‘mineria de correlacion,

mineria de patrones de secuencias y mineria de datos causales.

4.- Descubrimiento mediante Modelos

En el descubrimiento mediante modelos, se desarrolla un modelo mediante' prediccion,

agrupamiento o, en algunos casos, ingenieria del conocimiento (usando métodos de razonamiento
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humano“ent.vez de métodos automatizados). Este modelo es entonces utilizado como un
component€ en otro analisis, como prediccion o mineria de datos. En el caso de prediccion, las
predicciones hechas por el modelo creado son usadas como variables de entrada en la prediccion
de una nueva vartable. En ¢l caso de la mineria de relaciones, se estudian las relaciones entre las
predicciones del modelo creado y variables adicionales. Esto permite al investigador estudiar la
relacién entre una construceion compleja oculta y construcciones observables. A menudo, el
descubrimiento mediante modelos enfatiza la validacion generalizada de un modelo de prediccion

a través de varios contextos

2.2.1.2 Tipos de Modelos de Minéria.de Datos

Herndndez et. al. (2004), Define que-la‘mineria de datos tiene como objetivo analizar los datos
para extraer conocimiento. Este conocimiefito puede ser en forma de relaciones, patrones o reglas
inferidos de los datos y (previamente) deseconocidos, o bien en forma de una descripcion mas
concisa (es decir, un resumen de €stos). Estas.relagiones o resimenes constituyen el modelo de
los datos analizados. Existen muchas forias diferentes de representar los modelos y cada una de

ellas determina el tipo de técnica que puede usarse para inferirlos.
En la practica, los modelos pueden ser de dos tipos; predictivos y descriptivos.

Los modelos predictivos pretenden estimar valores futuros6-desconocidos de variables de
interés, que denominamos variables objetivo o dependientes, usando otras variables o campos de
la base de datos, a las que nos referiremos como variables independientes o predictivas. Los
modelos descriptivos, en cambio, identifican patrones que explican o resumen los datos, es decir,

sirven para explorar las propiedades de los datos examinados, no para prede€ir nuevos datos.

2.2.1.3 Tareas de la mineria de datos

Dentro de la mineria de datos hemos de distinguir tipos de tareas, cada una de Ias cuales puede

considerarse como un tipo de problema a ser resuelto por un algoritmo de mineria de.datos. Esto

12



significa’que_cada tarea tiene sus propios requisitos, y que el tipo de informacidon obtenida con

una tarea puede diferir mucho de la obtenida con otra (Hernandez et. al., 2004).

Entre las tarea§ ‘predictivas encontramos la clasificacion y la regresion, mientras que el
agrupamiento (clustenmg), las reglas de asociacion, las reglas de asociacidon secuenciales y las

correlaciones son tareas‘descriptivas

1.- Clasificacion

La clasificacion es quizé la tar€a mas utilizada. En ella, cada instancia (o registro de la base de
datos) pertenece a una clase, la cual se indica mediante el valor de un atributo que llamamos la
clase de la instancia. Este atributo puede tomar diferentes valores discretos, cada uno de los
cuales corresponde a una clase. El reste”de’ los atributos de la instancia (los relevantes a la clase)
se utilizan para predecir la clase. El objetivo es predecir la clase de nuevas instancias de las que
se desconoce la clase. Mas concretamente, el objetivo del algoritmo es maximizar la razén de
precision de la clasificacion de las nuevés instancias, la cual se calcula como el cociente entre las

predicciones correctas y el nimero total'de predicciones(correctas e incorrectas).

2.-Regresion
La regresion es también una tarea predictiva que.consiste endptender una funcion real que asigna
a cada instancia un valor real. Esta es la principal diferencia respecto a la clasificacion; el valor a
predecir es numérico. El objetivo en este caso es minimizar el error (generalmente el error

cuadratico medio) entre el valor predicho y el valor real.

3.- Agrupamiento
El agrupamiento (clustering) es la tarea descriptiva por excelencia y consiste.€n‘obtener grupos
"naturales" a partir de los datos. Hablamos de grupos y no de clases, porque, @ diferencia de la
clasificacion, en lugar de analizar datos etiquetados con una clase, los analiza pata.generar esta
etiqueta. Los datos son agrupados basandose en el principio de maximizar la similitud entre los

elementos de un grupo minimizando la similitud entre los distintos grupos. Es decir, se/forman

13



grupos tales:que los objetos de un mismo grupo son muy similares entre si y, al mismo tiempo,

son muy diferentes a los objetos de otro grupo.

Al agrupamient@ también se le suele llamar segmentacion, ya que parte o segmenta los datos en
grupos que pueden gser o no disjuntos. El agrupamiento estd muy relacionado con la
sumarizacion, que algunos autores consideran una tarea en si misma, en la que cada grupo
formado se considera com0 un resumen de los elementos que lo forman para asi describir de una

manera concisa los datos.

4.- Correlaciones

Las correlaciones son una tarea desCriptiva que se usa para examinar el grado de similitud de los
valores de dos variables numéricas. Una@ férmula estandar para medir la correlacion lineal es el
coeficiente de correlacion r, el cual es wun valor real comprendido entre —1 y 1. Si r es 1
(respectivamente, —1) las variables estdin perfectamente correlacionadas (perilaamente
correlacionadas negativamente), mientrds que si €s O no hay correlacion. Esto quiere decir que
cuando r es positivo, las variables tienen-un/compogtamiento similar (ambas crecen o decrecen al
mismo tiempo) y cuando r es negativo si_uha variable)crece la otra decrece. El andlisis de
correlaciones, sobre todo las negativas, puede.ser muy util para establecer reglas de items

correlacionados.

5.- Reglas de asociacion

Las reglas de asociacion son también una tarea descriptiva, muy similar a las correlaciones, que
tiene como objetivo identificar relaciones no explicitas entre atributos eategoricos. Pueden ser de
muchas formas, aunque la formulacion mas comun es del estilo "si el atributo X toma el valor d
entonces el atributo Y toma el valor b". Las reglas de asociaciéon no implican<iina relacion causa-
efecto, es decir, puede no existir una causa para que los datos estén asociados. Estetipo de tarea
se utiliza frecuentemente en el andlisis de la cesta de la compra, para identificar pfoductos que

son frecuentemente comprados juntos, informacidon esta que puede usarse para ‘ajastar los
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inventarioss*para la organizacion fisica del almacén o en campanas publicitarias. Las reglas se

evaluan usande dos parametros: precision y soporte (cobertura).

Un caso especialde reglas de asociacion, que recibe el nombre de reglas de asociacion
secuenciales, se usa pata determinar patrones secuenciales en los datos. Estos patrones se basan
en secuencias temporal€s_de acciones y difieren de las reglas de asociacion en que las relaciones

entre los datos se basan en'eltiempo.

2.2.1.4 Técnicas de mineria de‘datos

Hernandez et. al. (2004), menciorian’ que la mineria de datos es un campo interdisciplinar por lo
cual existen diferentes paradigmasgdetras de las técnicas utilizadas: técnicas de inferencia
estadistica, arboles de decision, redes«ficironales, induccion de reglas, aprendizaje basado en
instancias, algoritmos genéticos, aprendizaje bayesiano, programacion légica inductiva y varios
tipos de métodos basados en nucleos, entre otros. Cada uno de estos paradigmas incluye
diferentes algoritmos y variaciones de.eStos, asi como otro tipo de restricciones que hacen que la
efectividad del algoritmo dependa del ‘dominio de,dplicacion, no existiendo lo que podriamos

llamar el método universal aplicable a todo'tip6 de apli¢acion.

2.2.2 Compromiso estudiantil

El compromiso estudiantil ha sido ampliamente estudiado en las recientes décadas, esto debido a
su influencia sobre el éxito académico de los estudiantes, influy€ndo, sobre sus calificaciones o
rendimiento. Por tanto, las investigaciones sobre este compromiso han.adquirido relevancia al
contribuir con informacion desde el estudiantado, en momentos en que”un~nimero creciente de
sistemas educativos a lo largo del mundo emprenden reformas para mejotar sus servicios
(Chacon et al. 2018).

El compromiso estudiantil permite escudrifiar el éxito académico en la univetsidad desde la
perspectiva de los propios estudiantes y desde los efectos positivos que tiene sobre-¢llos. Este
compromiso vuelve mas probable la decision de continuar con sus estudios, por medio de la
integracion académica y social que el mismo compromiso fomenta (Diaz, 2008).
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Este compromiso se refiere al tiempo y energia que los estudiantes dedican a realizar actividades
cuyo propdsite’ central esta puesto en su éxito educativo, y las implicancias que esto tiene en
término de las=acciones que las universidades pueden, consecuentemente, llevar a cabo para
promoverlo. En-ese, sentido, en este trabajo asumimos una perspectiva comportamental

consistente con las ifivestigaciones mas relevantes sobre el tema (KAHU, 2013).

De igual manera, la orientacion académica del compromiso estudiantil se basa en las acciones del
estudiante que se alinean ‘esencialmente con el aprendizaje, derivando en logro académico. En
esta orientacion, todos los esfuerzos se relacionan con los aprendizajes que los estudiantes
desarrollan a partir de las actividades que realizan en el aula. Precisamente, en este alcance, un
estudiante esta dispuesto a invertir tienipo y esfuerzo para conseguir las metas académicas, de la
mano con el nivel de calificaciones alcanzadas. Hacia dicha meta resulta crucial la intervencion
de los profesores, factor determinante en.¢l aprendizaje efectivo, quienes deben organizar sus

practicas pedagogicas para favorecer.dicho compromiso (Aspeé et al. 2018).

2.3 Marco Tecnologico

2.3.1 Weka

Weka (Waikato Environment for Knowledge Analysis, en espafiol «entorno para analisis del
conocimiento de la Universidad de Waikato), es un software de aptendizaje automatico de codigo
abierto al que se puede acceder a través de una interfaz grafica de.usuario, aplicaciones de
terminal estandar o una API de Java. Se usa ampliamente para la ensefianza;la investigacion y las
aplicaciones industriales, contiene una gran cantidad de herramientas integradas para tareas de
aprendizaje automatico estdndar y, ademas, brinda acceso transparente a cajas_de herramientas
conocidas como scikit-learn, R y Deeplearning4;j (Waikato, 2020).

Weka soporta varias tareas estandar de mineria de datos, especialmente, preprocesamiento de
datos, clustering, clasificacion, regresion, visualizacion, y seleccion.

Las caracteristicas de Weka son:
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e Estaddisponible libremente bajo la licencia publica general de GNU.

e Es muy portable porque estd completamente implementado en Java y puede correr en casi
cualquiet plataforma.

e Contiene Una‘extensa coleccion de técnicas para preprocesamiento de datos y modelado.

e Es facil de utilizas por un principiante gracias a su interfaz grafica de usuario.

232 R

R es un lenguaje y entorno para‘Computacion estadistica y graficos. Es un proyecto GNU que es
similar al lenguaje S y al entorno-que fue desarrollado en los Laboratorios Bell (anteriormente
AT&T, ahora Lucent Technologics) por.John Chambers y sus colegas. R puede considerarse
como una implementacion diferente de 8- Hay algunas diferencias importantes, pero gran parte
del cédigo escrito para S se ejecuta sin modificaciones bajo R (R- Project, 2020).

R proporciona una amplia variedad.de téenicas estadisticas (modelos lineales y no lineales,
pruebas estadisticas cléasicas, analisis“de series\de tiempo, clasificacion, agrupamiento, ...) y
graficas, y es altamente extensible. El ‘lenguaje(S_es a menudo el vehiculo elegido para la
investigacion en metodologia estadistica,y R proporeiona una ruta de codigo abierto para
participar en esa actividad.

Una de las fortalezas de R es la facilidad con la.gae se puedenyproducir trazados bien disefiados
con calidad de publicacion, incluidos los simbolos matemdticos y las formulas donde sea
necesario. Se ha tenido mucho cuidado con los valores predeterminados para las elecciones de
disefio menores en graficos, pero el usuario conserva el control total.

R estd disponible como software libre bajo los términos de la Free,Software Foundation ‘s
Licencia Publica General de GNU en forma de codigo fuente. Compila y se ejecuta en una amplia
variedad de plataformas UNIX y sistemas similares (incluidos FreeBSD y Einux), Windows y

MacOS.
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2.3.3 ElLambiente R

R es un conjunto integrado de instalaciones de software para la manipulacion de datos, el calculo
y la visualizaciongrafica (R- Project, 2020. Incluye
e Una instala¢ion efectiva de manejo y almacenamiento de datos,
e Un conjunto de eperadores para calculos en matrices, en particular matrices,
e Una coleccion grande, coherente e integrada de herramientas intermedias para el analisis
de datos,
e Facilidades graficas para el analisis y visualizacion de datos en pantalla o en papel, y
e Un lenguaje de programacion bien desarrollado, simple y efectivo que incluye
condicionales, bucles, funciones recursivas definidas por el usuario e instalaciones de
entrada y salida.
El término "medio ambiente" tiene la intencién de caracterizarlo como un sistema totalmente
planificado y coherente, en lugar’de una acumulacion incremental de herramientas muy
especificas e inflexibles, como suele set eleaso con.etro software de andlisis de datos.
R, como S, estd disefiado en torno a un verdadero lenguaje informatico, y permite a los usuarios
agregar funcionalidades adicionales definiefdo. nuevas funciones. Gran parte del sistema esta
escrito en el dialecto R de S, lo que facilita“ar1os usuarios seguir las elecciones algoritmicas
realizadas. Para tareas computacionalmente intensivas, los cédigos C, C ++ y Fortran se pueden
vincular y llamar en tiempo de ejecucion. Los usuarios avanzades pueden escribir codigo C para
manipular objetos R directamente.
Muchos usuarios piensan en R como un sistema de estadisticas. Preferimos.considerarlo como un
entorno dentro del cual se implementan técnicas estadisticas. R se puedefextender (facilmente) a
través de paquetes. Hay alrededor de ocho paquetes suministrados con la distribu¢ion R y muchos
mas estan disponibles a través de la familia CRAN de sitios de Internet que cubtren una amplia
gama de estadisticas modernas.
R tiene su propio formato de documentacion similar a LaTeX, que se utiliza para proporcionar

documentacion completa, tanto en linea en varios formatos como en papel.
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2.4 Marxco Legal

2.4.1 Liceneia publica general GNU

Segun la Free Software Foundation, Inc (2007), La Licencia Publica General GNU es una
licencia gratuita con'copyleft para software y otros tipos de obras.

Las licencias para la mayoria del software y otros trabajos practicos estan disefiadas para quitarle
la libertad de compartir y cambiar los trabajos. Por el contrario, la Licencia publica general de
GNU pretende garantizar strlibertad para compartir y cambiar todas las versiones de un
programa, para asegurarse de qué-siga siendo software libre para todos sus usuarios

Cuando hablamos de software libre, nos referimos a la libertad, no al precio. Nuestras Licencias
Publicas Generales estan disefiadas parasgarantizar que usted tenga la libertad de distribuir copias
de software gratuito (y cobrar por ellas 'si*lo, desea), que reciba el cddigo fuente o que pueda
obtenerlo si lo desea, que pueda cambiar el software o usar partes de €l en nuevos programas
gratuitos, y que sepa que puede hacet estas cosas.

Para proteger sus derechos, debemos evitar que otresde,nieguen estos derechos o le pidan que los
renuncie. Por lo tanto, tiene ciertas responsabilidades/Sivdistribuye copias del software o si lo
modifica: responsabilidades de respetar la libertad.de los demas.

Por ejemplo, si distribuye copias de dicho programa, ya s€a gratis o pagando una tarifa, debe
transmitir a los destinatarios las mismas libertades que recibiosDebe asegurarse de que ellos
también reciban o puedan obtener el codigo fuente. Y debe mostrarles estos términos para que
conozcan sus derechos.

Para la proteccion de los desarrolladores y autores, la GPL explica”clatamente que no hay
garantia para este software gratuito. Tanto por el bien de los usuarios como de los autores, la GPL
exige que las versiones modificadas se marquen como cambiadas, para que Sus problemas no se
atribuyan erroneamente a los autores de versiones anteriores.

Por ultimo, cada programa estd constantemente amenazado por las patentes de seftware. Los
estados no deben permitir que las patentes restrinjan el desarrollo y uso de software en

computadoras de propodsito general, pero en aquellos que lo hacen, deseamos evitar el‘peligro
19



ue las patentes aplicadas a un programa libre puedan convertirlo efectivamente en

especieQ




Capitulo 1I1. Desarrollo metodologico

3.1 Abstraccionsdel escenario

En una universidad del sureeste estan interesados en conocer como se relaciona el compromiso
de sus estudiantes con su calificacion al final del curso, por tal motivo se utiliza un grupo de
estudio de 25 estudiantes de los cuales el 80% son masculinos y el 20 femeninos como se puede
observar en la tabla 2.1, a dichos estudiantes el primer dia de su curso se les aplico es test UWES-
S el cual consta de 17 items 6 de vigor,”5 de dedicacion y 6 de absorcion, con los cuales se puede
conocer el valor de compromiso de estosg“con lo cual al final del curso se podréa corroborar que
tan relacionado estd el compromiso con lastnotas finales de los estudiantes, las cuales se pueden

observar como quedaron distribuidasal final delcufrso en la tabla 3.1.

Tabla 3. 1 Caracteristicas‘del grupo de estudio.

Variables Valores N %
M (Masculino) 20 80
Sexo
F (Femenino) 5 20
5 4 16
6 4 16
Calificacion
7 5 20
Final
8 8 32
9 4 16

3.2 Instrumento UWES-S

El compromiso estudiantil se midi6 utilizando la versiéon del UWES para estudiantes UWES-S
(Schaufeli y Bakker, 2003), el cual es un test de autoevaluacion de 17 items los cuales se pueden

ver en la Tabla 3.2 y que miden Vigor, Dedicacion y Absorcion:
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o Vigor (seis items): Se refieren a los altos niveles de energia y resiliencia, la voluntad de

dedicar’esfuerzos, no fatigarse con facilidad, y la persistencia frente a las dificultades.

e Dedicacion. (cinco items): Se refieren al sentido o significado del trabajo, a sentirse

entusiasmade®y orgulloso por su labor, y sentirse inspirado y retado por el trabajo.

e Absorcion (seis items): Se refieren a estar felizmente inmerso en sus labores y presentar

dificultad para dejatlo, de tal forma que el tiempo pasa rapidamente y uno se olvida de

todo a su alrededor:

Todos los items se puntuaron.en una escala de calificacion de frecuencia de siete puntos que iba

de 0 (nunca) a 6 (todos los dias).-Estudios nacionales e internacionales revelan coeficientes alfa

de Cronbach para las tres subescalas’que-escilan entre .68 y .81. Los coeficientes de confiabilidad

oscilan entre cero y uno, cero signifiéamula confiabilidad y uno representa el nivel maximo de

confiabilidad, si se obtiene como resultade un valor de 0.25 de coeficiente, esto indica baja

confiabilidad; si el valor es 0.50, la®confiabilidad es media o regular; si supera el 0.75 es

aceptable; finalmente, si el resultado‘eSimayor a 0,90 se considera elevada (Hernandez et al.,

2010).

Tabla 3. 2 Itéts-del test UWES-S

N | ftem Variable

1 | Mis tareas como estudiante me hacen sentir lleno de ‘energia (VI1) P1

2 | Creo que mi carrera tiene significado (DE1) P2

3 | El tiempo “pasa volando” cuando realizo mis tareas como estudiante P3
(AB1)

4 | Me siento fuerte y vigoroso cuando estoy estudiando o voy ‘a_las P4
clases (VI2)

5 | Estoy entusiasmado con mi carrera (DE2) P5

6 | Olvido todo lo que pasa alrededor de mi cuando estoy abstraido con P6
mis estudios (AB2)

7 | Mis estudios me inspiran cosas nuevas (DE3) P7

8 | Cuando me levanto por la mafiana me apetece ir a clase o estudiar P8

(VI3)
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9 | Soy feliz cuando estoy haciendo tareas relacionadas con mis estudios P9

(AB3)
10/ Estoy orgulloso de hacer esta carrera (DE4) P10
11 |¢Estoy inmerso en mis estudios (AB4) P11
12 | Puedorseguir estudiando durante largos periodos de tiempo (VI4) P12
13 | Mi carrera es retadora para mi (DES) P13
14 | Me “dejolleyar” cuando realizo mis tareas como estudiante (ABS) P14

15 | Soy muy “resiStente” para afrontar mis tareas como estudiante (VI5S) P15
16 | Es dificil para mi‘separarme de mis estudios (AB6) P16
17 | En mis tareas como estudiante no paro incluso si no me encuentro P17

bien (VI6)

Para el establecimiento de normas ‘estadisticas para el UWES-S, se decidi6 utilizar cinco
categorias: “Muy bajo”, “Bajo”, “Promedio”; “Alto” y “Muy alto”. La Tabla 3.3 despliega los
puntajes para el UWES-17 (Schaufeliy Bakker, 2003).

Tabla 3. 3 Escala de medidas de los atributos considerados

Categoria Vigor Dedicaciéon Absorcion  Puntaje total
Muy bajo <2.00 =160 <1.60 <1.93

Bajo 2.01-3.20 1.61-3.00 1.61-2.75 1.94-3.06
Promedio 3.21-4.80 3.01-4.90 2.76-4.40  3.07-4.66
Alto 4.81-5.60 4.91-5.79 4.41-535 4.67-5.53
Muy alto >5.61 >5.80 >5436 >5.54

3.3 Recoleccion de los datos

Para poder lograr el objetivo se utiliz6 un tipo de muestra no probabilistica del'tipo dirigida y por
conveniencia (Hernandez et al., 2010) pues se tomaron en cuenta los estudiantes,de.dos distintas
carreras y que cursaban la materia de programacion 1, esto solo para conocef edmo esta

relacionado el compromiso estudiantil con las notas finales del curso, se recopilaron los
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siguien atos de los 25 estudiantes como son el sexo, los resultados de la prueba UWES-S y la

calificacion’ del curso a como se pueden observar en la Figura 3.1.
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Figura 3=1-Datos recolectados para el analisis.
Fuente: oracion propia.

3.4 Limpiezay transformac

Durante esta etapa se procedi6 a re 1 de los 17 items del test, los cuales 6 son de

vigor, 5 de dedicacion y 6 de absorci or mente con estos 3 valores de obtuviera el
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Figura 3. 2 Datos con los valores de vigor, dedicacion, absorcion y com is0.

Fuente: Elaboracién propia. %



Posteriotmente, después de anexar los valores de vigor, dedicacion, absorciéon y compromiso, se
opto por eliminar los valores recolectados en la prueba, ya que estos no serian necesarios para
proseguir en él~analisis, de igual forma se procedié a la discretizacion de los datos quedando

como resultante la Figura 3.3 a como se puede observar.
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Figura 3. 3 Datos finales para el analisis.
Fuente: Elabgracion propia,

3.5 Proceso de descubrimiento’de conocimiento en bases de datos
(KDD)

Se define el KDD como "el proceso no trivial de identificar'patrones validos, novedosos,
potencialmente utiles y, en ultima instancia, comprensibles a“partir de los datos". En esta
definicién se resumen cudles deben ser las propiedades deseables del conocimiento extraido
(Hernandez et. al., 2004):

e Valido: hace referencia a que los patrones deben seguir siendo precisos para datos nuevos
(con un cierto grado de certidumbre), y no sdlo para aquellos que hah sido usados en su
obtencion.

e Novedoso: que aporte algo desconocido tanto para el sistema y preferiblemente para el

usuario.
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e Potencialmente util: la informacién debe conducir a acciones que reporten algun tipo de
benefieio para el usuario.

e comprénsible: la extraccion de patrones no comprensibles dificulta o imposibilita su
interpretacion, revision, validacion y uso en la toma de decisiones. De hecho, una
informacion ‘incomprensible no proporciona conocimiento (al menos desde el punto de
vista de su utilidad).

Como se deduce de la antérior definicion, el KDD es un proceso complejo que incluye no solo la
obtencién de los modelos o.patrones (el objetivo de la mineria de datos), sino también la

evaluacion y posible interpretaciénde estos, tal y como se refleja en la Figura 3.4.

Sistema de informacion

Conocimiento

Figura 3. 4 Proceso de KDD
Fuente: Hernandez et. al. (2004).
Asi, los sistemas de KDD permiten la seleccion, limpieza, transformacién'y proyeccion de los

datos; analizar los datos para extraer patrones y modelos adecuados; evaludr e'interpretar los
patrones para convertirlos en conocimiento; consolidar el conocimiento resolviendo posibles
conflictos con conocimiento previamente extraido; y hacer el conocimiento disperible para su

uso. Esta definicion del proceso clarifica la relacion entre
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el KDD'y la.mineria de datos: el KDD es el proceso global de descubrir conocimiento util desde
las bases d€ datos mientras que la mineria de datos se refiere a la aplicacion de los métodos de
aprendizaje y ‘estadisticos para la obtencion de patrones y modelos. Al ser la fase de generacion
de modelos, cominmente se asimila KDD con mineria de datos.

El KDD es un procéso iterativo e interactivo. Es iterativo ya que la salida de alguna de las fases
puede hacer volver a pasos anteriores y porque a menudo son necesarias varias iteraciones para
extraer conocimiento de alta calidad. Es interactivo porque el usuario, o méas generalmente un
experto en el dominio del problema, debe ayudar en la preparacion de los datos, validacion del
conocimiento extraido.

El proceso de KDD se organiza enytorno.a cinco fases como se observa en la Figura 3.5. En la
fase de integracion y recopilacion de dates, se determinan las fuentes de informacioén que pueden
ser utiles y donde conseguirlas. A continuacion, se transforman todos los datos a un formato
comun, frecuentemente mediante un almacén de datos que consiga unificar de manera operativa
toda la informacion recogida, detectando?y resolviendo las inconsistencias. Este almacén de datos
facilita enormemente la "navegacion" (y\wvisualizaciéon previa de sus datos, para discernir qué
aspectos puede interesar que sean estudiados.

Dado que los datos provienen de diferentes fuentes, pueden‘contener valores erréneos o faltantes.
Estas situaciones se tratan en la fase de seleecién, limpieza, y transformacién, en la que se
eliminan o corrigen los datos incorrectos y se decide la eStrategia a seguir con los datos
incompletos. Ademads, se proyectan los datos para considerar Umicamente aquellas variables o
atributos que van a ser relevantes, con el objetivo de hacer mas facil la tarea propia de mineria y
para que los resultados de esta sean mads tutiles. La seleccion incluye.tanto una criba o fusion
horizontal (filas / registros) como vertical (columnas / atributos). Las dos primeras fases se suelen
englobar bajo el nombre de "preparacion de datos". En la fase de mineria de datos, se decide cual
es la tarea para realizar (clasificar, agrupar, etc.) y se elige el método que se va,a utilizar. En la
fase de evaluacion e interpretacion se evaliian los patrones y se analizan por los expertos, y si es

necesario se vuelve a las fases anteriores para una nueva iteracion. Esto incluye resolver{ppsibles
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conflictos_eon el conocimiento que se disponia anteriormente. Finalmente, en la fase de difusion

se hace uso’del'nuevo conocimiento y se hace participe de el a todos los posibles usuarios.

5. Difusion y
uso

4. Evaluacion e
interpretacion

1. Integracion y
recopilacicn

| 3. Mineria de datos |

2. Seleccion, limpieza
y transformacion

.
i .

] | "8 u

et
- . B r: I | . :
o J “» | | i

Datos

iniciales | de datos | seleccionados
(vista minable)

Almacén | Datos ] Ao

Patrones Conocimiento Decisiones

Figura 3. 5 Fases del prtoceso de descubrimiento en base de datos, KDD
Fuente: Hernandez et. al(2004).

3.6 Estadistico descriptivo delas variables que integran el estudio

En la tabla 3.4 se observan los resultadessobtenidos'de la poblacion estudiada, como el valor de la
variable del test aplicado al inicio del curso con el dd “Test” con valores maximos de 9 y minimos
de 5, de igual manera la variable con el 1d/“Classcraft” .para la cual se utilizaron los valores de
una prueba realizada mediante la plataforma Classcraft*para _la cual los valores maximos fueron
de 10 y minimos de 8, asi mismo las variables_“Eval” consim maximo de 8 y minimo de 3, y
“Final” con maximo de 9 y minimo de 5, corresponden a la calificacion del examen ordinario de
la materia de programacion y del promedio final obtenido en dichd materia respectivamente. En
cuanto a las variables obtenidas con ayuda de la prueba UWES-S las cuales son vigor,
dedicacidn, absorcién y compromiso cabe destacar que los valores de estas oscilaban entre 0 y 6,
y de las cuales destacan sus promedios de 3.9, 4.1, 4.6 y 4.2 respectivamente. Por ultimo, se
utilizd una variable llamada “Final”, la cual corresponde al promedio general”de‘los estudiantes

en cuanto al avance de su carrera, con valores maximos de 9, minimos de 6 y promedio de 7.6.
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Tabla 3. 4 Estadisticas descriptivas del conjunto de datos

Variable Descripcion Minimo  Maéaximo Promedio
Test Test aplicado al inicio del curso 9 5 7.1
Classcraft ~ Calificacion obtenida en una prueba gamificada en la 10 8 9.4
plataforma Classcraft
Eval Calificacion=obtenida en el examen ordinario del curso 8 3 6.2
Final Calificacién’obtenida al final del curso 9 5 7.1
Vigor Valor del vigor obtenido con el UWES-S 6 1 3.9
Dedicacion  Valor de la dedica€ion obtenido con el UWES-S 6 3 4.1
Absorcion  Valor de la absorcidn.obtenido con el UWES-S 6 3 4.6
Comp Valor de compromiso ‘estidiantil 6 3 4.2
Promedio = Promedio general en el kardex 9 6 7.6

Con los datos obtenidos anteriormente tambien se realizd a una grafica comparativa respecto a

los datos obtenidos en el Pretest y enda Calificacién Final a como se puede observar en la Figura

3.6, cabe destacar el comportamiento<de los ‘estidiantes ya que en su mayor parte estos

obtuvieron una calificacion igual o mejor-al'final que la'obtenida en el pretest.

Figura 3. 6 Comparativa entre el Pretest y la Calificacion final.

Fuente: Elaboracion propia
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Asi mismostse realiz6 una comparativa entre la calificacion final y el promedio general de los
estudiantes.donde la mayoria obtuvo la calificacion final debajo del promedio general a como se
puede observar'el la Figura 3.7.

Figura 3. 7 Comparativa entfe la Calificacion final y el promedio general.

Fuente: Elaboracion propia
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CapituloTV.  Analisis de mineria de datos

4.1 Técnica de mineria de datos: Correlacion

Histoéricamente, se ha utilizado el coeficiente de correlacion para medir la dependencia entre dos
series de datos numéricos. La'correlacion es una medida entre 1 y -1 bastante sencilla que permite
establecer el grado de similitud entre las dos series de valores ya que entre mas cercano a 1 es
mayor grado de correlacion y massalejado de este es menor grado de correlacion segin

Hernéandez et. al. (2004).

4.1.1 Paquete: Psych 2.1.9

Una caja de herramientas de propéSito general.para la personalidad, la teoria psicométrica y la
psicologia experimental a la cual se adaptanmuy bieh las variables vigor, dedicacion, absorcion y
compromiso obtenidas en esta investigacion mediante el test UWES-S. Las funciones son
principalmente para el analisis multivariado jy-la constmiccion de escalas mediante el analisis
factorial, el andlisis de componentes principales, el analisiS de conglomerados y el andlisis de
confiabilidad, aunque otras proporcionan estadisticas desCriptivas basicas. La Teoria de
Respuesta al ftem se realiza utilizando analisis factorial de Jcorrelaciones tetracéricas y
policoricas. Las funciones para analizar datos en multiples nivelestineluyen estadisticas dentro y
entre grupos, incluidas correlaciones y andlisis factorial. Se incluyenfuneiones para simular y
probar elementos particulares y estructuras de prueba. Varias funciones sirven como interfaz util
para el modelado de ecuaciones estructurales. Se crean visualizaciones graficassde diagramas de
ruta, analisis factorial y modelos de ecuaciones estructurales utilizando graficoscbasicos. Algunas
de las funciones estan escritas para respaldar un libro sobre teoria psicométtica, asi como

publicaciones sobre investigacion de la personalidad esto seglin Revelle (2021).
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4.1.2 %tados

A
Con la ayu( el paquete Psych 2.1.9 se obtuvo el resultado de las correlaciones entre las
variables vigor, @icacién, absorcion y compromiso para lo cual se obtuvo como resultado el
mapa de correlaciohes entre variables como se observa en la figura 4.1., en la cual entre mas
intenso sea el color “uadro y mas cercano al niimero uno sean los valores mayor sera la
correlacion entre estas \@mes la cuales seran analizadas de mayor a menor iniciando con vigor
y compromiso con un mlo@ .83, dedicacion y compromiso con un valor de 0.78, absorcion y
compromiso con valor de 0.7¢e,cﬁcacién y vigor con valor de 0.57, absorcion y vigor con valor
de 0.52 y dedicacion y absorcio @Valor de 0.5. Con dichos valores se puede observar que la

correlacion entre estas variables est @?ncima de la media.

Dt

Figura 4. 1 Mapa de corraciones entre variables ®
Fuente: Elaboracion Propia )
4.2 Técnica de mineria de datos: Clusterizacion @
Para Hernandez et.al. (2004), dentro de la mineria de datos hemos de distinguir ti e tareas,

cada una de las cuales puede considerarse como un tipo de problema a ser resuemor un

‘G,
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algoritmo _de mineria de datos. Esto significa que cada tarea tiene sus propios requisitos, y que el
tipo de informacion obtenida con una tarea puede diferir mucho de la obtenida con otra.

Las distintas tareas pueden ser predictivas o descriptivas. Entre las tareas predictivas encontramos
la clasificacion y+la segresion, mientras que el agrupamiento (clustering), las reglas de asociacion,
las reglas de asociacion ‘secuenciales y las correlaciones son tareas descriptivas.

En este caso se utilizo la tarea de mineria de datos de agrupamiento (clustering) la cual es una
tarea descriptiva por excelengia y consiste en obtener grupos "naturales" a partir de los datos.
Hablamos de grupos y no de'clases, porque, a diferencia de la clasificacion, en lugar de analizar
datos etiquetados con una clase,¢los.analiza para generar esta etiqueta. Los datos son agrupados
basandose en el principio de maximizar.]a similitud entre los elementos de un grupo minimizando
la similitud entre los distintos grupos: Es, decir, se forman grupos tales que los objetos de un
mismo grupo son muy similares entre si y,'al mismo tiempo, son muy diferentes a los objetos de
otro grupo. Al agrupamiento también.se le ‘suele llamar segmentacion, ya que parte o segmenta
los datos en grupos que pueden ser o-ng-disjuntoss/ El agrupamiento estd muy relacionado con la
sumari|zacion, que algunos autores consideran uha tarea en si misma, en la que cada grupo
formado se considera como un resumen de/los.elementos.que lo forman para asi describir de una

manera concisa los datos (Herndndez et.al., 2004).

4.2.1 Algoritmo K means

El algoritmo K medias (del inglés Kmeans) es un algoritmo de’clasificacion no supervisada
(clusterizacion) que agrupa objetos en k grupos basdndose en sus caracteristicas esto segun
Hernandez et.al. (2004). Para lo cual el agrupamiento se realiza ‘minimizando la suma de
distancias entre cada objeto y el centroide de su grupo o cluster. Se‘suele usar la distancia
cuadritica.
El algoritmo consta de tres pasos:

¢ Inicializacion: una vez escogido el nimero de grupos, k, se establecen k centroides en el

espacio de los datos, por ejemplo, escogiéndolos aleatoriamente.
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e Asignhacion objetos a los centroides: cada objeto de los datos es asignado a su centroide
mas cefcano.

e Actualizacidn centroides: se actualiza la posicion del centroide de cada grupo tomando
como nuevoereentroide la posicion del promedio de los objetos pertenecientes a dicho
grupo.

Se repiten los pasos 2 y(3 hasta que los centroides no se mueven, o se mueven por debajo de una
distancia umbral en cada pase.

El algoritmo k-means resuelvetin problema de optimizacion, siendo la funcién a optimizar
(minimizar) la suma de las distancids cuadraticas de cada objeto al centroide de su cluster.

Los objetos se representan con vectores-teales de d dimensiones (x1,x2,...,xn) y el algoritmo k-
means construye k grupos donde se minimiza la suma de distancias de los objetos, dentro de cada

grupo $={S1,82,...,8k} a su centroide. El‘preblema se puede formular de la siguiente forma:

k

. .- TS
11]51r11E|[,t.;,:l_11'1smz:Z:|}~:j1 wil|© (1)

—1x;c5;
donde S es el conjunto de datos cuyos elementos son les,ebjetos Xj representados por vectores,
donde cada uno de sus elementos representa tina caracteristica o atributo. Tendremos & grupos o
clusters con su correspondiente centroide ui.
En cada actualizacion de los centroides, desde el punto desvista matematico, imponemos la

condicién necesaria de extremo a la funcion E(ui) que, para la funeion, cuadratica (1) es

JdF 1
-0 — [.‘! H1) = :
.‘.r')p',;- P’t S’:n”‘ Z le

_ lt)
Ij'. bj

y se toma el promedio de los elementos de cada grupo como nuevo centroide.
Las principales ventajas del método k-means son que es un método sencillo y rapidos Pero es
necesario decidir el valor de k y el resultado final depende de la inicializacion de los éentroides.

En principio no converge al minimo global sino a un minimo local.
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4.2.2 Resultados

Una vez aplicada la terea de la mineria de datos de clusterizacion y en algoritmo k-means por
medio del softwarey\WEKA 3.8.4 se obtuvo el siguiente resultado de la Agrupacion la cual consta

de tres clusters a como se puede apreciar en la Figura 4.1.

Clusters

Artributs Full Data 0 1 2

{25.0) {12.0) {9.0) {4.0)
SEX0 M M { M
Vigor 3.88 3.25 4.7778 3.75
Dedicacion 4.112 3.3687 5.0444 4.25
Lbsorcion 4.81¢ 4,225 5.4111 4
Compromiso 4.252 3.6833 5.1222 4
Calificacidon Final T7.16 7.5833 7.5556 5

Figura 4. 2 Clusters resultantes,mediante el algoritmo K-means
Fuente: Elaboracion propia.

4.2.3 Evaluacion e interpretacion de los resultados

El cluster cero agrupa 12 estudiantes, con una calificacion final promedio de 7.16 y los cuales en
su mayoria son hombres, sin embargo, de los tres grupos es.€l que tiene el mayor nlimero de
estudiantes y los valores mas bajos de vigor, dedicacion y compromiso, de 3.25, 3.36 y 3.68
respectivamente. Mientras que la absorcion la tiene en un valor medio de 4.22 y la calificacion
final en al valor mas alto de los tres grupos con valor de 7.58.

El cluster uno incluye 9 estudiantes en su mayoria hombres, con los valores mas altos de vigor,
dedicacion, absorcion y compromiso, con los valores 4.77, 5.04, 5.41 y 5.12 respectivamente.
Siendo estos los valores mas altos de los tres cluster, no obstante, en cuanto a‘califieacion final
son el grupo con el valor medio de 7.55.

Por tultimo, el cluster dos, cuenta con 4 estudiantes en su mayoria hombres con el valor més bajo

de calificacion final el cual no es aprobatorio, mas sin embargo en comparacion con los otros dos
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clustes €stos.cuentan con los valores medios de vigor, dedicacion y compromiso, 3.75, 425 y 4
respectivamente. En este cluster existen los dos valores mas bajos de los tres grupos los cuales la

absorcion y la‘ealificacion final con valores de 4 y 5 respectivamente.

4.3 Técnica de'mineria de datos: Reglas de asociacion

El aprendizaje de reglas” de.asociacion se basa en su confianza y cobertura. Los algoritmos de
aprendizaje trabajan en ld _buUsqueda de reglas que cumplan unos requisitos minimos en estas
medidas, el aprendizaje de reglas’de asociacion se divide normalmente en dos fases: la extraccion
de los conjuntos de items que cumplan con la cobertura requerida desde los datos, y la generacion
de las reglas a partir de estos conjuntoss, Las reglas de asociacion son una técnica de clasificacion
de objetos, basandose de un conjunto deR.reglas del tipo “Si... Entonces...”, la primera parte de
la regla es el antecedente y la segunda el comsecuente de la primera. Para conocer la calidad de la
regla se usa el soporte y la cobertura. Jsa cobertura de una regla es el nimero de instancias que la
regla predice correctamente y la confianza mide, ¢l porcentaje de veces que la regla se cumple

cuando se puede aplicar (Hernandez et.al.32004).

4.3.1 Algoritmo Apriori

Un algoritmo de aprendizaje de reglas de asociacion muy~simple y popular es el algoritmo
Apriori. El funcionamiento de este algoritmo se basa en la busqueda de los conjuntos de items
con determinada cobertura. Para ello, en primer lugar, se construyen, simplemente los conjuntos
formados por s6lo un item que superan la cobertura minima. Este cofijunto de conjuntos se utiliza
para construir el conjunto de conjuntos de dos items, y asi sucesivamente/hasta que se llegue a un
tamafio en el cual no existan conjuntos de items con la cobertura requerida.,La seleccion de
candidatos de este algoritmo consiste en formar, dado un conjunto de items de¢ tamafio i, los
posibles candidatos de tamafo i+1. Si se dispone de un grupo Z formado por cenjuntos de items
de tamafio i, para la seleccion de candidatos, se toma cada pareja {x,y} que formen“un conjunto
de items de tamafno i+1, donde x y y son conjuntos de items de Z, en la Figura 42 §¢, puede

observar el algoritmo a priori (Hernandez et. al., 2004).
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ALGORITMO Apnoni): datos, Mis( cobertura minuma)
-

Relleng Ivemi Co) Dnchive en OO0 todos los ftems de tamadio

MIENTRASCiz @

PARA CADA x=¢lemento de Ci

Sl Cobermumixi> MinC ENTONCES Li=Liux
FINFARA
Cr+l=5S&lecciona Candidatos iLi)

BIN MIENTRAS
RETORNA (
IS ALGORITMOD

Figura4. 3 Algoritmo de busqueda de conjuntos de items (Apriori).
Fuente: Hernandez et. al., (2004), Pag. 241.

4.3.2 Resultados

A continuacion, se describen y explican las, reglas consideradas como mas relevantes obtenidas
de usando el algoritmo a priori y usando_ellenguaje R para cada una de ellas especifica un
soporte del 0.15 y una confianza del’0/9 en el conjunto de datos:
Regla 1:
SI Eval=8 ENTONCES Classcraft=10
La regla 1 indica que si la calificacion en la avaluacion(es.dgual a ocho entonces la calificacion en
el Classcraft sera de diez.
Regla 2:
SI Dedicacion=3 Y Compromiso=4 ENTONCES Classcraft=10
La regla 2 indica que si la dedicacion es igual a tres y el compremiso a cuatro enconces la
calificacion en el Classcraft serd de diez.
Regla 3:
SI Vigor=4 Y Prom=7 5 ENTONCES Comp=4
La regla 3 indica que si el vigor es tres y el promedio es 7 entonces el valor del~¢ompromiso del
estudiante sera de cuatro.
Regla 4:
SI Absorcion=4 Y Prom=7 ENTONCES Comp=4
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La regla indica que, si los valores de la absorcion son de cuatro y el promedio de siete, entonces
el valor del'compromiso del estudiante serd de cuatro.
Regla 5:
SI Test=8 ENTONCES Classcraft=10
La regla 5 indica que si'lascalificacion del test es de ocho entonces la calificacion en el classcraft
sera de diez.
Regla 6:
SI Final=6 ENTONCES Classcraft=10
La regla 6 indica que si la calificacion final es de seis entonces la calificacion en el classcraft
sera de diez.
Regla 7:
SI Final=§ ENTONCES Comp=4
La regla 7 indica que si la calificaciom final\es de cinco entonces el valor del compromiso es de
cuatro.
Regla 8:
SI Eval=8 Y Dedicacion=3*ENTONCES Classcraft=10
La regla 8 indica que si la evaluacion es de ache y la dedi€acion de tres entonces la calificacion
en el classcraft sera de diez.
Regla 9:
SI Eval=8 Y Prom=8 ENTONCES Classeraft=10
La regla 9 indica que se la evaluacion es de ocho y el promedio de ©cho entonces la calificacion
en el classcraft sera de diez.
Regla 10:
SI Dedicacion=3 Y Prom=7 ENTONCES Classcraft=10
La regla 10 indica que si la dedicacion es de tres y el promedio de siete entonces‘lascalificacion

en el classcraft sera de diez.
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Una vez descritas todas las reglas se puede decir que en su mayoria las variables relacionadas al
compromiso _estudiantil se encuentran altamente relacionadas con las variables que miden las
calificacionesentre todas estas reglas antes mencionadas una de las mas destacadas es aquella
que relaciona a ‘lossestudiantes que obtuvieron calificacion final con un valor de cinco, por
consiguiente, su valérien compromiso es de cuatro. Asi mismo, otra de las reglas destacadas es la
que relaciona a los estudiantes con cuatro como valor de absorcion y siete en promedio, pues
tendran cuatro en compromiiso. Por tltimo, la regla donde cuatro es el valor de vigor y promedio

con valor de siete, por consiguiente, el cuatro serd el valor de compromiso.
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Capitulo V. Conclusiones y trabajos futuros

En la presente tesis 'se ha desarrollado una investigacion sobre el compromiso estudiantil en la
materia de programacion empleando el instrumento UWES-S, y con la ayuda de las técnicas de la
mineria de datos dar respuesta a la pregunta: ;Qué técnicas de mineria de datos permitirian
conocer los patrones comportamiento de los estudiantes en la materia de Programacion?. Para la
cual la respuesta seria las técnicas”de correlaciones, clustes y reglas de asociacion. Para dar
respuesta a esta pregunta se emplearon técnicas descriptivas de mineria de datos con las cuales se
obtuvieron modelos que permitieron dar ‘respuesta a la interrogante. Uno de los modelos de
representacion visual obtenido mediante la-t€cnica de correlaciones y las variables encargadas de
medir el compromiso de los estudiant€s, en el cual se observo una correlacion positiva y que estas
variables estan altamente correlacionadas ya que se encuentran muy por encima de la media a lo
cual son valores altamente aceptables para nuestro ‘esttidio, esto tomando en cuenta los valores de
la formula estandar para medir la correlacién#'segiin Heérndndez et. al. (2004), el cual es un valor
real comprendido entre —1 y 1. Si r es 1 las_wvariables estan perfectamente correlacionadas,
mientras que si es 0 no hay correlacion.

Asi mismo, el modelo de clusters el cual dividié toda la poblacion.de estudio en tres grupos con
la mayor similitud entre ellos y deferencias con los otros grupos, lo cual es la caracteristica
principal de esta técnica, y con esto se logro enfocarse en las similitudes y diferencias mas
relevantes de nuestro grupo de estudio y asi poder conocer mejor su compertamiento y algunas
causas de este.

Por tltimo, para conocer un poco mas el comportamiento de los estudiantes nos ayudé el modelo
de reglas de asociacion el cual consto de diez reglas con un soporte del 0.15 y unas€enfianza del
0.9 en el conjunto de datos para los cuales la cobertura de una regla es el nimero de, instancias
que la regla predice correctamente y la confianza mide el porcentaje de veces que la regla se

cumple cuando se puede aplicar esto segin Hernandez et. al. (2004). Dichas reglas ayudaren a
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conocer mas la relacion entre las variables de estudio debido a su naturaleza de “SI...
ENTONCES”#y, asi conocer como una variable se relacionaba con otra.

Estos modelos-obtenidos de los datos recolectados de los estudiantes ayudaron a conocer algunos
de los factores que afectan el rendimiento académico de los estudiantes en programacion ya que
la calificacion final Obtenida en la materia se encuentra por debajo del promedio general de los
estudiantes, los cuales e el inicio la materia tienen un compromiso muy bueno, mas sin embargo
el comportamiento de las(Calificaciones de los estudiantes en el test inicial y el examen final
mantienen un comportamiento_muy parecido en los resultados obtenidos.

Entre las principales lineas de¢inmVestigacion que pudieran continuarse de este proyecto se
encuentran la aplicacion de otras téefiicas de mineria de datos descriptivas como pueden ser los
arboles de decision, redes neuronales; induccion de reglas, los cuales ayudarian a conocer el
comportamiento de los datos y asi conocér mejor a los estudiantes, también se podria aplicar en
otras materias que se encuentren relacionadas con la programacion y asi ver como estas influyen
en el rendimiento académico de losestudiantés.\Todo esto para que posteriormente se pudieran
aplicar las técnicas predictivas para estimas valores futuros o desconocidos con las técnicas de
clasificacion y regresion, para disminuir los *bajos. indicadores identificados con las técnicas

descriptivas.
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Glosario

A

API: Application Programmiing Interface.
D

DM: Data Mining.

G

GPL: General Public License

I

IBM: International Business Machines

K

KDD: Knowledge Discovery in Databasts
S

SPSS: Statistic Program for Social Sciences
W

WEKA: Waikato Environment for Knowledge Analysis
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ANEXOS



Anexo A Test aplicado a los estudiantes

Test

Test diagnostico®para los alumnos préximos a cursar la materia de Programacion 1

*QObligatorio

1. Correo electronico *

Datos Generales

2. 1. Sexo *
Marca solo un évalo.

Hombre

Mujer

3. 2. Estado civil *
Marca solo un dévalo.

Soltero (a)
Casado (a)
Separado (a) / divorciado (a)

Unidn libre

4. 3. (Cuadl es su situacion laboral actual? * Marca solo un dvalo.
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abaja

Q ?Qbaja

Ayuda de padr

0000

Encuesta
de
Bienestar
en el
Contexto
Académico

Valores de 1 a 6:

4. ;Coémo financia sus estudios? * Marca solo un dvalo.

Beca de mversidad
) N
Trabajo prcxp/

as personas Otros:

o

person el trabajo. Por favor, lea cuidadosamente cada
pregunta ida si se ha sentido de esta forma. Si nunca se ha
sentido asi teste ‘0O’ (cero), y en caso contrario indique
cuantas veceg‘ sentido asi teniendo en cuenta el numero
que aparece en uiente escala de respuesta (de 1 a 6).

Las s&@s preguntas se refieren a los sentimientos de las

/l/

Nunca Casinunca  Algunas veces

0 1

Regularmente Bastanie veces Cast nempre
3 4 3

Ningrina ver P:lu;;w Una ver al mes Pn:'r veces  Unavez por Pocas veces  Todos

%

6. 1. En mis tareas como estudiante no paro incluso si no me encw& bien: *

Marca solo un évalo.

Nunca

%
0 1 2 3 4 5 6 (}29

Siempre o
O
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<

7. 6 2. Mis estudios me inspiran cosas nuevas: *
<

Marca sow Svalo.

o
=
N
w

4 5 6

Siempre

s
7z

s

8. 3. Me “dejo llegr;.’}ando realizo mis tareas como estudiante: *

Marca solo un dévalo. < .
-
;/\ )

1

Nunca ®= Siempre

%%

9. 4. Es dificil para mi separa e, mis @di&s: *

Marca solo un évalo. O %
2

Nunca Siem

A

o

3 4 5 6

10. 5. Puedo seguir estudiando durante largos periodos de tiemp@*)\

0 1 2 3 4 5 6 6
Nunca Siempre ;®

Marca solo un évalo.

11. 6. Estoy entusiasmado con mi carrera: * %
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Apa lo un évalo.

0

12. 7. Cuando r@vanto por la mafiana me apetece ir a clase o estudiar: *

1A
0 C{.\‘ 2 3 4 5 6

nunea 0 CSe0 0 siempre
13. 8. Soy muy “resistente” -afroni&is tareas como estudiante:
%
+. 7
Marca solo un évalo. 6 O
0 1 2 Os

- v5
NuncaQQQC)@@'@sm@

Marca solo un évalo.

6

14. 9. Estoy orgulloso de hacer esta carrera: * ®

Marca solo un évalo. )
0 1 2 3 4 5 6 6

Nunca O @ Q O O Q @ Siempre @d\

15. 10. Estoy inmerso en mis estudios: * O

y

L




AQ lo un évalo.
4 5 6

Nunca ® Siempre

Q

16. 11. Creo qu@ carrera tiene significado: *

Marca solo un dévalo. O‘/
0 Q - 2 3 4 5 6

Nunca ;‘/‘ Siempre

R

17. 12. Me siento fuerte y Vwaso cu estoy estudiando o voy a las clases: *

Marca solo un évalo. + z
7 O

0 1 ZO 3 é 5 6
Nunca ¢ pre

é’c&

18. 13. Mis tareas como estudiante me hacen sentir lleno de@(sia: *

Marca solo un évalo. )
0 1 2 3 4 5 6 @ ;

Nunca Siempre

19. 14. Olvido todo lo que pasa alrededor de mi cuando estoy abstraido co%

estudios: * Marca solo un dvalo. %
51

.



O 0 1 2 3 4 5 6

—
Num/ @ @ O O @ @ Siempre

4

L
O

A 3
20. 15. M&'&era es retadora para mi: *

Marca solo un dvalo. s ;

1 2 3 4 5 6
N

Nunca Q @ @‘@ Q @ @ Siempre

21. 16. Soy feliz cuando estgy h&r&do tareas relacionadas con mis estudios: *

Marca solo un évalo.
5 N

., 9 e, L.
Nunca,@@@@-d#/;@ﬁ
S )O

4

J

22. 17. El tiempo “pasa volando” cuando realizo mi%omo estudiante: *

Marca solo un évalo. O
0 1 2 3 4 5 ;

Nunca (0 (0 0 O 0 0 0 () siempre )\

%

- X

Inicio del Test de Algoritmos O
o

.




23. 1. Lenguaje artificial que puede ser usado para controlar el comportamiento de una

maquina * Marca solo un dvalo.

Algoritmo
Lenguaje de programacion
Diagrama de fldjo

Pseudocédigo

24. 2. Conjunto de pasos ordenades y finitos que permiten resolver un problema *
Marca solo un évalo.

Algoritmo
Lenguaje de programacién
Diagrama de flujo

Pseudocédigo

25. 3. Es la representacion grafica de un algoritmo *
Marca solo un dvalo.

Algoritmo
Lenguaje de programacién
Diagrama de flujo

Pseudocddigo

26. 4. Es la combinacion del lenguaje natural (espaiiol, inglés o cualquier otro idioma),
simbolos y términos utilizados dentro de la programacion *

Marca solo un dévalo.

Algoritmo
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Lenguaje de programacion
Diagramade flujo

Pseudocddigo

27. 5. Caracteristica ‘desum algoritmo que se refiere a que debe tener un punto particular de
inicio y i * Marca solo un évalo.
Finito
Preciso

Definido

General

28. 6. Caracteristica de un algoritmo-que se refiere a que debe tener un orden entre los pasos. *
Marca solo un dvalo.
Finito
Preciso

Definido

General
29. 7. Caracteristica de un algoritmo que se refiere a que no debe(sérambiguo *
Marca solo un dvalo.
Finito
Preciso

Definido

General

54



30. 8. Caracteristica de un algoritmo que se refiere a que debe tolerar cambios que se puedan
presentar en la definicion del problema * Marca solo un évalo.
Finito
Preciso

Definido

General

31. 9. Con ellos podemos dar nombre a variables, constantes, tipos de dato, nombres de

funciones o procedimientos, etcétera. * Marca solo un dvalo.

Identificadores

Tipos enteros

Tipos reales o de coma flotahte
Datos légicos o booleanos

32. 10. Son aquellos nimeros que no tiengn.fracciones o decimales, pueden ser negativos o

positivos * Marca solo un ovalo.

Identificadores
Tipos enteros
Tipos reales o de coma flotante

Datos légicos o booleanos

33. 11. Contienen una coma (un punto) decimal, tal como 3.1416, pueden ser’positivos y
negativos formando el subconjunto de los nimeros reales *

Marca solo un dévalo.

Identificadores



Tipos.enteros
Tipos«eales o de coma flotante

Datos logices© booleanos

34. 12. Sélo pueden tomrar uno de dos valores: verdadero (true) o falso
(false) *

Marca solo un ovalo.

Identificadores
Tipos enteros

Tipos reales o de coma flotante Datos'ldgicos o booleanos

35. 13. Dato cuyo valet’puede cambiar durante el desarrollo del algoritmo o

ejecucion del programa.®.Marca selo un dvalo.

Identificadores
Tipos enteros
Constante

Variable

36. 14. La siguiente afirmacion "una variable que es de un tipo solo ptuede’tomar valores que
correspondan a ese tipo" es:

Selecciona todas las opciones que correspondan.

Verdadera

Falsa
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37. 157Dato que permanece sin cambio durante el desarrollo del algoritmo o durante la
ejecucion del programa, es decir valores fijos que no pueden ser alterados por el usuario *

Marca solo un dvalo.

Identificadores
Tipos enteros

Constante Variable
38. 16. Simboles que permiten relacionar dos datos en una expresion y evaluar el
resultado * Marca’solo un dvalo.

Identificador
Operadores Constante

Variable

39. 17. Operadores que pueden ser utilizados con tipes enteros o reales y sirven para realizar

operaciones aritméticas basicas * Mareg-solo un dvalo.

Aritméticos.
Relacionales.
Légicos.

Asignacion.

40. 18. Permite evaluar una expresion y asignar el resultado en una variable *

Marca solo un ovalo.

Aritméticos.

Relacionales.
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Légicos.

Asignaciom
41. 19. (A quégrupo de operadores pertenece el simbolo: < ? *

Marcassolo un ovalo.

Relacionales.
Légicos.

Asignacion.

42. 20. Operadores que trabajan convalores booleanos *
Marca solo un évalo.

Aritméticos.
Relacionales.
Légicos.

Asignacion.

43. 21. La siguiente afirmacion "todas las expresiones entre paréntesis se evallian primero" es:
&

Selecciona todas las opciones que correspondan.

Verdadera

Falsa

44. 22. La siguiente afirmacion "las expresiones con paréntesis anidados se evalflan de dentro
hacia afuera" es: *

Selecciona todas las opciones que correspondan.
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I Verdadera

Falsa
45. 23. Su significado se encuentra definido dentro del lenguaje de programacion pues tiene un

use especifico * Marca solo un dvalo.

Identificador
Constante
Algoritmo

Palabra reservada

46. 24. Se identifican los datos que debéran introducirse para resolver un determinado
problema. Son los datos que el progfama le pide al usuario *

Marca solo un ovalo.

Entrada
Proceso

Salida

47. 25. Se realizan todos los pasos para resolver el problema utilizando los datos de entrada. Es

decir, calculos y controles de flujo de informacion.”™ Marca solo un dvalo.

Entrada

Proceso Salida

48. 26. Muestra al usuario el resultado del problema. En caso de‘que el
procedimiento sea una funcidn, la salida seria el valor que regresa dicha fufiei6n, *

Marca solo un ovalo.

Entrada

59



Proceso

Salida

49. 27. Seleccione;la tespuesta de correcta de la siguiente expresion:

8+5*9_6*
Marca solo un.ovalo.
47

111

120

50. 28. Seleccione la respuesta de correctade’la siguiente expresion:

(5>3)*
Marca solo un dévalo.

Verdadero

Falso

51. 29. Seleccione la respuesta de correcta de la siguiente expresion:

(5>3&&8<4)*
Marca solo un ovalo.

Verdadero

Falso

52. 30. Seleccione la respuesta de correcta de la siguiente expresion:

2>3]/6<9)*

Marca solo un ovalo.
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@Verdadero
Eon
Q

53. 31. Seleccionela tespuesta de correcta de la siguiente expresion: !
(4>2)* 7z,

Marca solo ur?@

D Verdadero Falso



32. Simbolos gréficos utilizado para indicar Inicio y final del diagrama
deflujo. *

ca solo un ovalo.






33. Simbolos gréficos utilizado para indicar un proceso en el diagrama de
flujo. *

D.
%a solo un évalo.






34. Simbolos graficos utilizado para indicar una decision en el diagrama
de

Oluio. *
%a solo un dvalo.






C 35. Selecciona la opcion con el orden correcto del siguientealgoritmo *
a) Inicio

6 ¢ Imprime “Teclea el valorde a, b, ¢, e, d”

bumaa+h+c+d
d}@pta a,b,cd
e

) produstoa*b*c*d

f)  medi ‘+b+c+d}j‘4

gl Impriﬁdﬂ, suma, media

h) Declara vari . b, ¢, d, producto, suma, media
i) Fin

Marca solo ur@/o.
-

ah,b,d,cefeg § S

a,b,c,defgh,i ®
a,b,d,cef,gh,i e

alhlblclelflgldli @

Informaciéon Complementaria /

0000

58. (Cual es tu promedio académico al? *é

Se recomienda consultar este dato en su reporte de calificaciones a o, ya que este dato debe
ser preciso.

>
6@0
@
O

60








